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Resumo

O crescimento do volume de dados gerado pela sociedade, sua producao continua e em
larga escala e sua heterogeneidade levaram ao desenvolvimento do conceito de Big Data.
O acesso cada vez mais aberto a esses dados apresenta desafios na coleta, armazenamento
e, sobretudo, no seu processamento e andlise, que exigem importantes recursos de compu-
tacao e condigoes de execugdo adaptada. Diferentes modelos de programagao paralela e
sistemas foram propostos para o processamento de Big Data, como o modelo MapReduce
e sua implementacao no sistema Hadoop, e os sistemas Dryad, Nephele e o Apache Spark,
além de outros. Esses sistemas, projetados para arquiteturas do tipo cluster, oferecem
ambientes paralelos de programacao e execucao que ocultam dificuldades técnicas associ-
adas (como tolerdncia a falhas e distribuicao de dados, por exemplo) e permitem o foco
nos aspectos algoritmicos do processamento de dados. Independentemente do modelo e
sistema adotado, aplicagoes de processamento de Big Data precisam ser testadas e ava-
liadas, principalmente levando em consideragao os custos que envolvem a execugao nesse
contexto. Entretanto, a area de testes em Big Data ainda é nova, possuindo poucos traba-
lhos que buscam aplicar técnicas sistematicas de teste. Esta proposta de tese de doutorado
visa reduzir a lacuna existente na area de testes de aplicagoes de processamento de Big
Data ao propor uma abordagem de Teste de Mutacdo. Esta é uma técnica de teste que
busca simular defeitos em um programa ao inserir modifica¢gbes em seu codigo, através
da aplicacao dos chamados operadores de mutagao que determinam como a modificacao
é feita, de forma a criar diferentes versoes deste, chamados de mutantes. Esses mutantes
podem, entao, ser utilizados tanto para avaliar um conjunto de testes, de modo a verificar
quantos defeitos esse conjunto consegue identificar, quanto para projetar testes, de modo
a criar testes que consigam identificar os defeitos simulados. Este trabalho propde uma
abordagem de teste de mutacao baseado em um modelo que abrange as principais carac-
teristicas de sistemas de processamento de Big Data e em defeitos que podem aparecer
nesse contexto. Para identificar os tipos de defeitos que podem aparecer em programas
de processamento de Big Data, foi realizada uma investigacao sobre defeitos e problemas
relacionados com o sistema Apache Spark. Esse estudo resultou no desenvolvimento de
duas taxonomias. A primeira taxonomia agrupa e caracteriza problemas nao-funcionais
que afetam o desempenho de execucao de uma aplicagdo Spark. A segunda taxonomia é
focada em defeitos funcionais que afetam o comportamento de aplicagoes Spark. Uma de-
finicdo de operadores de mutagao e uma estratégia para a geragao de mutantes é derivada
desta segunda taxonomia, permitindo projetar uma abordagem para o teste de mutacao

de aplicacoes de processamento de Big Data.

Palavras-chaves: Big Data; Teste de Mutacao; Apache Spark; Taxonomia; Operadores

de Mutacao.
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1 Introducao

O conceito tradicional da World Wide Web (ou simplesmente Web) vem sendo
expandido para incluir relacionamentos entre quaisquer dispositivos capazes de se conec-
tar a rede mundial. Esta nova dimensao da Web, chamada de Internet das Coisas (ou
Internet of Things, IoT) (GUBBI et al., 2013) permite intera¢oes ndo apenas entre pes-
soas, mas também entre dispositivos (com diferentes graus de autonomia) e entre pessoas
e dispositivos. A popularizacao das redes sociais, crescimento da IoT e diferentes fontes
da industria e pesquisas na academia tém provocado um enorme crescimento no volume
de dados que circula pela Web. A captacao e analise destes dados representa uma opor-
tunidade para empresas e organizagoes interessadas em estudar o comportamento das
entidades que produzem e consomem esses dados, incluindo o seu uso nos mais diversos
fins. O crescimento do volume de dados, sua producdo continua e em larga escala e sua

heterogeneidade levaram ao desenvolvimento do conceito de Big Data.

O desafio de pesquisas na area de Big Data é a elaboracao de técnicas e ferra-
mentas que sejam capazes de processar esses dados, de forma a acompanhar a variacao
do volume e velocidade de produgao, considerando a wvariedade dos dados produzidos e
a veracidade dos mesmos. Essas quatro caracteristicas, aliadas ao possivel valor obtido
do processamento desses dados constituem as chamadas Cinco Vés do Big Data (MARR,
2015). O processamento e analise de grandes volumes de dados é uma &drea da Ciéncia
da Computacao que propoe novas técnicas e ferramentas que visam atender aos desafios
propostos pelas Cinco Vés do Big Data. Para isto, novos modelos de representacao e
processamento de dados, assim como novos sistemas tém sido desenvolvidos nos tltimos

anos.

Diferentes modelos de programacao paralela e distribuida, assim como sistemas,
vem sendo propostos para o processamento de Big Data nos tltimos anos. O MapRe-
duce (DEAN; GHEMAWAT, 2004) foi proposto pela Google como um modelo de progra-
magcao para processamento paralelo e distribuido em uma arquitetura de cluster (grupo)
de computadores que podia ser aplicado no processamento de grandes volumes de dados.
Este modelo ganhou destaque por ter sido um dos primeiros a prover um modelo simpli-
ficado e escalavel para o processamento de Big Data, de modo que detalhes complexos
inerentes ao ambiente distribuido, como paralelizacao, distribui¢ao dos dados, tolerancia
a falhas e balanceamento de carga, podiam ser abstraidos pelo desenvolvedor (DEAN;
GHEMAWAT, 2004). O modelo MapReduce ganhou popularidade com sua implementa-
cao de codigo aberto no sistema Apache Hadoop (HADOOP, 2019), que se tornou uma

infraestrutura para uma série de sistemas para Big Data.
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Apesar das vantagens do MapReduce, este também possuia uma série de limita-
¢oes em relagao ao seu desempenho de execucao e ao seu modelo de programacao rigido
que nao ¢é adequado para uma série de analises e processamentos comuns no contexto de
Big Data (KALAVRI; VLASSOV, 2013). Dessa forma, uma série de sistemas e modelos fo-
ram desenvolvidos com o intuito de resolver as limitagoes existentes no MapReduce. Entre
esses sistemas estdo o Dryad (ISARD et al., 2007) e DryadLINQ (YU et al., 2008), ambos
desenvolvidos pela Microsoft, o sistema Nephele (WARNEKE; KAO, 2009) e o modelo
PACTs (BATTRE et al., 2010), o FlumeJava (CHAMBERS et al., 2010), também desen-
volvido pela Google, e a sua implementagao de cédigo aberto no Apache Beam (BEAM,
2016), e, por ultimo, o Apache Spark (ZAHARIA et al., 2010). Todos esses sistemas ofe-
recem ambientes de programacao paralela e distribuida em cluster de computadores que
ocultam dificuldades técnicas associadas com o ambiente, como tolerancia a falhas e dis-
tribuicao de dados, por exemplo, permitindo que desenvolvedores se foquem nos aspectos

algoritmicos do processamento de dados.

1.1 Motivacao

Os desafios que envolvem o processamento e analise de Big Data e a quantidade
significativa de recursos que sao necessarios para a sua viabilidade, como a alocacao de
computadores para armazenamento e processamento em um cluster, fazem com que pro-
blemas em uma aplica¢do possam ter efeitos potencialmente adversos (GARG; SINGLA;
JANGRA, 2016). Por esse motivo, é essencial que uma aplicagdo de processamento de
Big Data seja verificada e validada antes de ser colocada em producao, uma vez que falhas
e defeitos nessa aplicagdo podem implicar em grandes prejuizos. Uma importante técnica

de verificagao e validacao e a mais aplicada na industria é o teste de software.

O processo de testar um software consiste em verificd-lo dinamicamente com a
intengao de ver se este se comporta da maneira esperada (ABRAN et al., 2004). A
principal finalidade desse processo é procurar por defeitos no software (MYERS et al.,
2004), fazendo com que o teste esteja diretamente ligado a qualidade do mesmo. Testar
aplicagoes de Big Data esbarra ndo sé nos desafios inerentes da drea (Cinco Vés), como
também na falta de experiéncia de desenvolvedores e engenheiros de teste em testar apro-
priadamente aplicagoes do tipo (MITTAL, 2013; NACHIYAPPAN; JUSTUS, 2013). Isso
cria uma série de oportunidades e desafios para a pesquisa na area de teste de Big Data,
que deve levar em consideragao todas as suas etapas: pré-processamento, que envolve o
carregamento dos dados a partir de diferentes fontes; processamento, que envolve o tra-
tamento, transformagcao e analise dos dados; e, por dltimo, extracao e entrega dos dados,
que envolve validar o processamento feito nos dados e distribuir os resultados para todas
as partes interessadas (GUDIPATTI et al., 2013).
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Nesse sentido, o teste de aplicacoes de processamento de Big Data é uma area
de pesquisa em aberto que vem ganhando interesse nos tultimos anos. Entretanto, esta
é, ainda, uma area de pesquisa nova e que possui um numero relativamente pequeno de
trabalhos, como apontam (CAMARGO; VERGILIO, 2013b) e (MORAN; RIVA; TUYA,
2019). Desses, poucos sao os trabalhos que aplicam técnicas e critérios sistematicos de
teste (CAMARGO; VERGILIO, 2013a) e muitos ainda nao foram apropriadamente vali-
dados (CSALLNER; FEGARAS; LI, 2011; MORAN; RIVA; TUYA, 2015). Além disso,
os autores em (MORAN; RIVA; TUYA, 2019) mostram que pesquisas na area de teste
de programas de processamento de Big Data tem se concentrado majoritariamente em
programas no estilo MapReduce. Para outros sistemas e modelos, como o Apache Spark,
Dryad e DryadLINQ, Nephele/PACTs e FlumeJava e Apache Beam, é possivel encontrar
bibliotecas e frameworks que possibilitam o teste de unidade de aplicagoes. Entretanto,
considerando o limite do nosso conhecimento, ainda nao existem trabalhos que abordam
o teste sistematico de programas de processamento de Big Data que nao sejam focados
apenas em programas MapReduce, o que indica uma limitacao e uma oportunidade de

pesquisa na area.

Uma importante técnica de teste de software é o teste de mutagao (DEMILLO;
LIPTON; SAYWARD, 1978), que é uma técnica de testes baseados em defeitos. Seu
processo consiste em criar variantes de um programa original, chamados de mutantes, a
partir da simulagdo de defeitos comuns feitas por mudancas sintaticas no programa, e
projetar testes que consigam distinguir os mutantes do programa original (AMMANN;
OFFUTT, 2017). Nesta abordagem, um teste deve identificar que o resultado obtido com
um mutante é diferente do resultado obtido com o programa original. Os mutantes sao
criados a partir da insercao de defeitos no programa original. Esses defeitos sao pequenas
modificagoes sintaticas e variagdes no codigo feitas a partir de regras com padroes de
mudanca. Essas regras, chamadas de operadores de mutacdo, sao projetadas para simular

defeitos e enganos de programacao comuns, formando a base do teste de mutagao.

Teste de mutacao pode ser utilizado em dois contextos diferentes. O primeiro,
consiste em utiliza-lo como um critério para projetar testes, de modo que testes devem
ser projetados para distinguir os mutantes do programa original (AMMANN; OFFUTT,
2017). O segundo contexto em que teste de mutagao é aplicado, é para medir a quali-
dade de um conjunto de testes ja projetado ou para avaliar outros critérios e técnicas de
teste (OFFUTT; MA; KWON, 2004). Uma vez que teste de mutacao possui a caracte-
ristica de simular defeitos em um software, é esperado que testes que atendam o critério
também consigam identificar defeitos reais quando estes ocorrerem e forem similares aos
defeitos simulados. Diferentes trabalhos vem comprovando a efetividade do teste de mu-
tagdo ao compara-lo de forma empirica com outros critérios e técnicas de teste, como
os trabalhos apresentados em (FRANKL; WEISS; HU, 1997), (OFFUTT et al., 1996) e

(WALSH, 1985). Dessa forma, o teste de mutagao se estabeleceu como uma referéncia na



Capitulo 1. Introdugdo 11

area de teste de software.

1.2 Objetivos

Levando em consideracao a lacuna existente na area de teste de programas de
processamento de Big Data apontada na secao anterior e as vantagens do Teste de Mutacao
em relagao a outros critérios de teste, além do seu uso como parametro de qualidade para
avaliacao de testes de maneira geral, este trabalho tem como alvo de pesquisa investigar se

¢ possivel ou nao aplicar teste de mutacao em programas de processamento de Big Data.

Para responder essa questao de pesquisa, levamos em consideragao os requisitos
necessarios para se criar uma abordagem de teste de mutagao. Segundo (DELAMARO;
OFFUTT; AMMANN, 2014), o teste de mutagao deve (i) ser baseado em uma caracteriza-
¢ao bem fundamentada de defeitos e (i) na estrutura de uma linguagem de programagao
ou tecnologia alvo. Dessa forma, operadores de mutagao podem ser projetados para si-
mular defeitos e enganos comuns de programacao que sao passiveis de acontecer em um
cenario real (AMMANN; OFFUTT, 2017), algo que caracteriza o teste de mutagao como
uma técnica de teste baseado em defeitos. Além disso, ter um maior entendimento sobre
os tipos de defeitos que podem aparecer em um software ajuda a mitigar os seus efeitos
e a estabelecer estratégias para evita-los ou minimiza-los. Com base nisso, nés definimos

como objetivos desse trabalho:

e Definir uma tazonomia de defeitos no contexto de programas de processamento de
Big Data: pretendemos investigar os tipos de defeitos e problemas que podem apa-
recer no contexto de programas de processamento de Big Data de modo a construir
uma taxonomia que agrupe e caracterize esses defeitos. Para esse estudo, escolhemos

como alvo o Apache Spark devido ao destaque que esse vem ganhado nos tltimos.

e Definir um modelo geral para programas de processamento de Big Data: uma vez que
nosso trabalho busca preencher uma lacuna existente na area de teste de programas
de processamento de Big Data, pretendemos criar um modelo que generaliza as
principais caracteristicas e operagoes que sao encontradas em programas do tipo.
Com base nesse modelo, podemos criar uma abordagem que nao atende apenas uma

Unica tecnologia, mas que pode ser aplicada em outros que se encaixem no modelo;

e Projetar operadores de mutagdo para programas de processamento de Big Data: pre-
tendemos utilizar a taxonomia de defeitos e o modelo de generalizagao de programas
de processamento de Big Data desenvolvidos durante este trabalho como guias para
projetar operadores de mutacao que formam a base da nossa abordagem de teste de

mutagao.
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1.3 Metodologia

Para atender os objetivos da nossa pesquisa, este trabalho inicia com uma inves-
tigacao sobre os defeitos que podem surgir no contexto de programas de processamento
de Big Data que utilizam o Apache Spark. O método para a realizagdo desse estudo
tomou como base outros estudos que visaram identificar e classificar defeitos de softwares
em diferentes contextos. Em (NAKAMURA; HOCHSTEIN; BASILI, 2006), é apresen-
tado uma abordagem para identificagao e classificacao de defeitos em dominios especificos
utilizando um método de inspecao em codigos e analise de seus histéricos de versoes.
Essa abordagem possui trés atividades principais: Suporte, que consistem em atividades
que dao apoio a analise, como estudo da literatura e desenvolvimento de ferramentas e
heuristicas; Andlise, que é a atividade mais importante do processo que consiste em se-
lecionar um coédigo, analisa-lo utilizando diretivas e heuristicas, que incluem a andlise de
seu histérico de versoes, com o intuito de identificar, documentar e classificar defeitos,
além de uma etapa final de desenvolvimento de hipoteses sobre como mitigar esses defei-
tos; e Verificacao, que inclui atividades de validagao dos defeitos identificados através de

experimentos, entrevistas e surveys.

A abordagem de (NAKAMURA; HOCHSTEIN; BASILI, 2006) foi adaptada em
(CAMARGO; VERGILIO, 2013a) para um estudo de identificacao e classificagdo de defei-
tos em programas MapReduce. Nele, foram excluidas as atividades de andlise do histérico
do codigo devido a dificuldades em encontrar repositérios de projetos que utilizam Ma-
pReduce com histérico de versoes. Nosso trabalho adaptou a metodologia apresentada em
(NAKAMURA; HOCHSTEIN; BASILI, 2006) e (CAMARGO; VERGILIO, 2013a) para
um processo iterativo e incremental visando construir uma taxonomia de defeitos para
programas Apache Spark. Assim como em (CAMARGO; VERGILIO, 2013a), nés nao
analisamos diferentes versoes de c6digos porque nao conseguimos encontrar repositorios
publicos com projetos utilizando Apache Spark que possuissem historico de versdes. Além
disso, expandimos nossas fontes de andlise, nao limitando-se apenas ao codigo, mas tam-
bém defeitos que eram retratados na literatura, quando existissem. As etapas do nosso

estudo sao descritas a seguir:

1. Entendimento do dominio: nesta fase, vamos nos certificar de que o dominio de
estudo, ou seja, Apache Spark, foi entendido de forma abrangente para conduzir
as préoximas fases, o que inclui o estudo de artigos relacionados, livros didaticos e

desenvolvimento de aplicagoes.
As fases seguintes sao executadas de maneira iterativa e incremental.
2. Selecao de uma fonte de estudo: nesta fase, selecionamos uma fonte de estudo para

analisar. Essa fonte pode ser projetos ou cédigos que utilizam Spark, além da

literatura sobre Spark, que pode abordar problemas relacionados a Spark.
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3. Andlise da fonte de estudo: nesta fase, nés examinamos a fonte de estudos para
procurar por defeitos ou possiveis defeitos. Isso é feito através de uma anélise
manual do cédigo ou projeto, ou leitura detalhada da literatura em questao, assim

como a reproducao de cddigos e experimentos desta fonte.

4. Documentacao de defeitos: nesta fase, os resultados da andlise, ou seja, os defeitos
encontrados, serao documentados de forma a construir um conjunto de conheci-
mentos (body of knowledge) sobre defeitos em aplicagoes Spark. A documentagao
foi feita de forma similar a (NAKAMURA; HOCHSTEIN; BASILI, 2006), de modo
que os documentos continham informacoes sobre a descrig¢ao e localizacao do defeito,

descrigao dos seus efeitos e comentarios sobre como soluciona-lo.

5. Classificacao de defeitos: nesta fase, os defeitos documentados sao classificados em
categorias. Com isso, pretendemos obter conhecimentos e identificar padroes em
defeitos (NAKAMURA; HOCHSTEIN; BASILI, 2006). Esperamos construir um
esquema de classificacdo abrangente agrupando falhas de acordo com informagdes
comuns do contexto, descri¢oes e consequéncias. As classificagoes e falhas apresen-
tadas em (MORAN; RIVA; TUYA, 2014), (CHILLAREGE et al., 1992), (BRASS;
GOLDBERG, 2004), (MARIANTI, 2003) e (CAMARGO; VERGILIO, 2013a) servi-
ram como base para criar um esquema de classificacao para defeitos em programas

Spark.

6. Refinar a classificagdo: uma vez que estamos construindo a taxonomia de maneira
iterativa, esperamos ter, ao final de uma iteracao, mais conhecimentos sobre defeitos
em programas Spark que na iteracdo anterior. Dessa forma, fazemos melhorias na

classificacao sempre que possivel.

Seguindo essa abordagem, iniciamos nosso trabalho com um estudo abrangente
sobre Apache Spark, o que incluiu uma andlise de seus principais artigos (ZAHARIA et al.,
2010) e (ZAHARIA et al., 2012), sua documentagao oficial (SPARK, 2019), além de outras
fontes na literatura, como os livros (GANELIN et al., 2016) e (KARAU; WARREN, 2017).
Esse estudo envolveu o desenvolvimento de aplicagoes Spark para ter conhecimento pratico
na area. Durante esse processo, identificamos que existia uma preocupacao recorrente
entre os autores com relagdo ao desempenho de execucao das aplicacoes. Uma vez que
Spark é executado em um ambiente de cluster de computadores que leva em consideragao
custos em relagao ao tempo e recursos utilizados, ter uma aplicacao eficiente se torna uma
preocupacao maior. Por conta disso, parte das fontes estudadas, além de outros artigos,
se dedicam a discutir problemas que influenciam o desempenho de execucgao de aplicacoes
Spark, que podem ir de questdes na configuracao do cluster a problemas de projeto da

aplicagdo. Por esta razao, decidimos expandir o nosso estudo ao analisar dois aspectos:
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problemas que afetam o desempenho de execucao da aplicacdo e defeitos funcionais na

aplicacao.

No primeiro caso, um problema no desempenho na aplicacao pode nao conter
nenhum defeito funcional, ou seja, quando a aplicagdo ¢é finalizada, seu resultado final
estd correto em relagao aquilo que era esperado. Entretanto, esse problema pode afetar
o desempenho consideravelmente, de modo que a aplicacdo consome mais recursos do
cluster e leva mais tempo para ser finalizada. No segundo caso, um defeito funcional pode
fazer com que o resultado final da aplicagdo nao seja de acordo com o que é esperado,
o que pode ser independente do desempenho de execucao da mesma. Como resultado
desse estudo, construimos duas taxonomias, uma contendo os problemas de desempenho

e outra contendo defeitos funcionais para aplicagoes Spark.

A segunda parte do processo de criacdo dos operadores de mutacao da nossa
abordagem envolveu o desenvolvimento de um modelo de generalizacao para programas
de processamento de Big Data. A criagao desse modelo levou em consideracao caracte-
risticas comuns em relacao ao fluxo de dados e operagoes em sistemas como o Apache
Spark (ZAHARIA et al., 2010), Hadoop MapReduce (DEAN; GHEMAWAT, 2004), Flu-
meJava (CHAMBERS et al., 2010), Nephele/PACTs (BATTRE et al., 2010) e o Dryad e
DryadLINQ (YU et al., 2008). Esse modelo foi definido a partir de dois formalismos, um
formalismo baseado em Redes de Petri (MURATA, 1989) e em Algebra de Monoides (FE-
GARAS, 2017).

A partir da taxonomia de defeitos funcionais para Apache Spark e do modelo de
generalizagdo para programas de processamento de Big Data desenvolvidos, projetamos
operadores de mutagao. Os operadores de mutagao foram projetados de modo a refletir os
defeitos descritos na taxonomia e a explorar a estrutura de programas de processamento

de Big Data, preenchendo assim os requisitos para a criagao de uma abordagem de teste
de mutagao levantados por (DELAMARO; OFFUTT; AMMANN, 2014).

1.4 Organizacao do trabalho

O restante desta proposta de tese de doutorado estd organizado como segue:

Capitulo 2 — Teste de Software: este capitulo apresenta os principais conceitos sobre

Teste de Software e Teste de Mutacao que fundamentam este trabalho;

Capitulo 3 — Sistemas de Processamento de Big Data: este capitulo faz uma
introducao aos sistemas de processamento de Big Data estudados neste trabalho: Ha-
doop MapReduce, Dryad e DryadLINQ, PACTs/Nephele, FlumeJava e Apacha Beam, e
o Apache Spark. Ao final deste capitulo, é feita uma discussao acerca das similaridades

entre esses sistemas;
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Capitulo 4 — Uma Taxonomia de Problemas de Desempenho para Apache
Spark: este capitulo apresenta a taxonomia de problemas de desempenho para Apache
Spark desenvolvida a partir de um estudo sobre defeitos e problemas no contexto de
Apache Spark. Também é apresentado os resultados de um experimento que corrobora a

taxonomia;

Capitulo 5 — Uma Taxonomia de Problemas Funcionais para Apache Spark:
este capitulo apresenta a taxonomia de defeitos funcionais para Apache Spark. Os defeitos

apresentados na taxonomia sao ilustrados através de exemplos;

Capitulo 6 — Um Modelo Geral para Programas de Processamento de Big
Data: este capitulo apresenta um modelo de generalizacao para programas de processa-
mento de Big Data desenvolvido a partir de caracteristicas comuns em sistemas utilizados

no processamento de Big Data;

Capitulo 7 — Projetando Operadores de Mutacdao para Programas de Proces-
samento de Big Data: este capitulo apresenta os operadores de mutacao para o teste
de mutacao de programas de processamento de Big Data que foram projetados a partir da
taxonomia de defeitos funcionais para Apache Spark e do modelo de generalizagdo para

programas de processamento de Big Data;

Capitulo 8 — Consideracoes Finais e Proximas Atividades: este capitulo conclui
esta proposta de tese de doutorado e lista as préximas atividades para a tese, assim como

apresenta O Seu cronograma.
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2 Teste de Software

Este capitulo faz uma introdugao aos principais conceitos sobre Teste de Software
e Teste de Mutacao. Iniciamos com uma apresentacao dos fundamentos de teste de soft-
ware na Secao 2.1 a partir da descricao da terminologia e conceitos basicos. Em seguida,
fazemos uma apresentacao das principais atividades do processo de teste de software na
Secao 2.2. Depois, falamos sobre os conceitos de critérios de cobertura na Secao 2.3 e
apresentamos o teste de mutacao na Secao 2.4. Finalizamos com algumas consideragoes

finais na Secao 2.5.

2.1 Fundamentos

Teste de software é o processo de executar um software com o intuito de verificar se
este se comporta da maneira esperada (ABRAN et al., 2004). Em (MYERS et al., 2004),
teste é definido como o processo de executar um software com a finalidade de encontrar
erros. Com estas defini¢oes, é possivel ver que o teste de software é uma atividade
importante do processo de desenvolvimento e que esta diretamente ligada a qualidade
do software. O teste é o principal mecanismo de validagao e verificacao utilizado pela

indistria e uma importante area de estudo dentro da Engenharia de Software.

A seguir, sera apresentada uma série de termos que sao importantes no contexto
de teste de software, em geral, e neste trabalho. Existem diferentes terminologias relacio-
nadas a teste de software na literatura, neste trabalho sao adotados os termos apresentados
em (AMMANN; OFFUTT, 2017). Dois termos importantes sao validagdo e verificagao:

Definigao 2.1.1 (Validagao) E o processo de avaliar o software no final do seu desen-

volvimento para garantir que ele atende as necessidades para as quais ele foi desenvolvido.

Definigao 2.1.2 (Verificagao) E o processo de determinar se os resultados de uma de-
terminada fase do processo de desenvolvimento de software atendem ao que foi planejado

na fase anterior.

Validacao e verificacdo sao dois termos que costumam ser confundidos, mas a
verificacao é, geralmente, um processo mais técnico que requer conhecimentos sobre os
artefatos do software, requisitos e especificacoes. Ja a validagao, requer conhecimentos
sobre o dominio da aplicacao para o qual o software foi desenvolvido. Outra distin¢ao que

se faz necessaria é a entre os termos defeito, erro e falha:
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Definig¢ao 2.1.3 (Defeito (Fault)) Um defeito estdtico no codigo do software que pode

resultar em algum problema quando executado.

Defini¢ao 2.1.4 (Erro (Error)) Um estado interno incorreto que é causado por um

defeito no software.

Defini¢do 2.1.5 (Falha (Failure)) E a externaliza¢io do erro. Um comportamento

incorreto do software com relagio ao que foi requisitado ou o que € esperado.

As defini¢oes de defeito, erro e falha sao importantes porque ajudam a distinguir

os conceitos de teste e de depuragio (debugging):

Definicao 2.1.6 (Teste) E o processo de avaliar um software observando a sua execu-

¢ao.

Defini¢ao 2.1.7 (Falha de Teste) E a execucio que resulta em uma falha, ou seja, um

comportamento inesperado.

Definigdo 2.1.8 (Depuracio (Debugging)) E o processo de encontrar um defeito no

software dada uma falha na execucao.

Mesmo com a existéncia de defeitos, nem toda a execucao do software resultara
em uma falha. Para que uma falha possa ser observada, sao necessarias quatro condigoes:
(7) o cbdigo (local) que possui o defeito deve ser executado (Alcangabilidade); (ii) é
necessario que a execucao do defeito ocasione um erro, infectando o estado interno do
software (Infeccao); (i) é necessario que o estado infectado resulte em alguma falha do
software (Propaga¢ao); e (iv) o testador deve ser capaz de observar a parte incorreta do
estado final do programa (Revelabilidade). O conjunto das quatro condigoes necessarias
para que um defeito ocasione uma falha é conhecido como modelo “RIPR” ou modelo
defeito/falha (AMMANN; OFFUTT, 2017). Este modelo é importante para analises
estaticas do software e também é utilizado no Teste de Mutacdo, que serda apresentado

mais a frente.

Definicao 2.1.9 (Alcangabilidade (Reachability)) O local ou locais que contém de-

feitos no programa devem ser alcangados.

Defini¢ao 2.1.10 (Infeccao (Infection)) Apds a execucao do local que possui um de-

feito, o estado do programa deve ser incorreto.
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Defini¢ao 2.1.11 (Propagacao (Propagation)) O estado infectado deve causar al-

guma saida incorreta ou o estado final do programa deve ser incorreto.

Defini¢ao 2.1.12 (Revelabilidade (Revealability)) O testador deve ser capaz de ob-

servar a por¢dao incorreta do estado final do programa.

Um importante conceito é o de caso de teste, que, de forma geral, representa uma
situagao a ser testada no software. Um caso de teste inclui as condi¢oes necessarias para

a execucao do teste, os seus valores de entrada e os seus resultados esperados.

Definicao 2.1.13 (Valores de Caso de Teste) Sao os valores de entrada necessdrios

para completar alguma execucao do software sob teste.

Defini¢do 2.1.14 (Resultados esperados) E o resultado que serd produzido durante

a execucdo do teste se, e somente se, o programa satisfaz seu comportamento pretendido.

Definigao 2.1.15 (Caso de Teste) E um conjunto de artefatos que sdo necessdrios
para uma completa execugdo e avaliagdo do software sob teste em uma determinada situ-
acdo. Fsses artefatos incluem os valores de caso de teste e resultados esperados, além das

condigoes necessdarias para que o software possa ser executado na situacao a ser testada.

Além dos casos de teste, um outro elemento fundamental no teste de software é o
mecanismo que avalia os resultados do software para verificar se um teste foi bem sucedido
ou nao, ou seja, se houve a ocorréncia de falhas. Esses mecanismos sao conhecidos como
ordculos de teste e tém o objetivo de verificar a correta execucao do software dada uma

certa entrada.

Definig¢ao 2.1.16 (Oraculo de teste) E o0 mecanismo que determina se um programa

se comportou corretamente em um dado teste, resultando no veredicto “passou” ou “fa-

lhou”

Os componentes no caso de teste e oraculo de teste formam uma realizacao do
modelo RIPR uma vez que esses sao projetados para procurar por defeitos no software,
fornecendo as condigoes necessarias para que um defeito possa ser identificado. Um con-

junto de casos de teste é denominado conjunto de testes ou suite de testes.
Defini¢ao 2.1.17 (Conjunto de Testes) E um conjunto de casos de teste.

Projetar um conjunto de testes para um software nao é uma tarefa trivial e, em
varias situagoes, esbarra em problemas relacionados a como fornecer os valores de entrada

para testar o software e como observar detalhadamente o seu comportamento.
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Defini¢ao 2.1.18 (Observabilidade) O qudo fdcil é observar o comportamento de um
programa em termos de suas saidas, efeitos nos ambiente e em outros componentes de

hardware ou software.

Defini¢ao 2.1.19 (Controlabilidade) O qudo facil é fornecer ao programa as entradas

necessdrias, em termos de valores, operagoes e comportamentos.

A observabilidade e a controlabilidade sao importantes para determinar o quao
testavel é um software. Outras duas terminologias importantes no teste de software, que
dizem respeito ao tipo do teste, sao teste funcional, classicamente chamado de teste de

caixa preta, e teste estrutural, classicamente chamado de teste de caixa branca.

Definicao 2.1.20 (Teste Funcional) O teste é derivado a partir de uma descrigio ex-

terna do software, como a especificagcdo ou requisitos, por exemplo.

Definigao 2.1.21 (Teste Estrutural) O teste é derivado a partir do cédigo fonte do

software.

2.2 Atividades de Teste

O teste de software envolve varias atividades que, geralmente, sao realizadas pelo
engenheiro de teste, um profissional encarregado por uma ou mais atividades de teste. De
maneira geral, o processo de teste de software pode ser dividido em quatro grandes tipos
de atividades: Projeto de Teste, Automacao de Teste, Execucio de Teste e Avaliagcio de
Teste. Essas atividades podem ser vistas na Figura 2.1. Cada tipo de atividade requer
diferentes niveis de habilidades e conhecimentos. Cada um dos tipos de atividade sao

descritos a seguir:

Projeta Instancia
I:> Casos de Teste p—————————————Jpp Scripts de Teste

Engenheiro
de Tesle

Engenheire

Engenheiro fla Teste

de Teste

Computador

Figura 2.1 — Atividades de Teste.

Executa

Saida  |— Avaliagao

Fonte: Adaptado de (AMMANN; OFFUTT, 2017)
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1. Projeto de Teste: é o processo de projetar casos de teste que vao testar o software de
maneira efetiva. Os testes podem ser projetados a partir de critérios de cobertura
ou a partir de conhecimentos especificos sobre o dominio do sistema. Critérios
de cobertura fornecem uma maneira sistematica de projetar testes com um nivel

satisfatorio de qualidade;

2. Automacgao de Teste: é o processo de embutir os casos de teste (valores de entrada,

resultados esperados, etc.) em scripts executédveis;

3. Execugao de Teste: € o processo de executar os scripts de teste no software e registrar

os seus resultados;

4. Avaliacdo de Teste: é o processo de avaliar os resultados dos testes e reporta-los

para a equipe de desenvolvimento.

2.3 Critérios de Cobertura

Em um cenario ideal, o software deveria ser testado com todas as suas possiveis
entradas, algo que é conhecido como teste exaustivo. Entretanto, uma vez que o ntimero
de possiveis entradas pode ser muito grande, possivelmente infinito, se torna invidvel
realizar um teste exaustivo. Por causa disso, é necessario projetar um conjunto de testes,
nao exaustivo, que consiga testar o software de uma maneira efetiva e viavel. Critérios
de cobertura sao alguns dos mecanismos que ajudam a projetar conjuntos de testes mais

efetivos e viaveis. Critérios de cobertura sao definidos em termos de requisitos de teste:

Defini¢ao 2.3.1 (Requisito de teste) Um requisito de teste é um elemento especifico

de um artefato de software que deve ser satisfeito ou coberto por algum caso de teste.

Os requisitos de teste podem ser obtidos a partir de uma variedade de artefatos
do software, como o cédigo fonte, componentes do projeto, modelos da especificacao e
descri¢oes do espago de entrada, entre outros. Um critério de cobertura é apenas uma

forma de se obter requisitos de teste de uma maneira sistematica:

Defini¢ao 2.3.2 (Critério de cobertura) Um critério de cobertura é uma regra ou

conjunto de regras que estabelecem requisitos de teste para um conjunto de testes.

Para o engenheiro de testes, ¢ importante saber a qualidade do seu conjunto de
testes. E possivel medir a qualidade de um conjunto de teste através de sua cobertura

com relagao a algum critério de cobertura.
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Definig¢ao 2.3.3 (Cobertura) Dado um conjunto de requisitos de teste TR para um
critério de cobertura C', um conjunto de testes T' satisfaz C' se, e somente se, para cada

requisito de teste tr € TR, existe pelo menos um teste t € T que satisfaz tr.

Definicao 2.3.4 (Nivel de cobertura) Dado um conjunto de requisitos de teste TR e
um conjunto de testes T, o nivel de cobertura é a relacao entre o numero de requisitos

satisfeitos por T' com o numero total de requisitos em T R.

Uma vez que é possivel obter requisitos de teste a partir de diferentes artefatos
do software, existem varios tipos de critérios de cobertura que estabelecem requisitos
de diferentes maneiras e a partir de diferentes artefatos. Em (AMMANN; OFFUTT,
2017), sao apresentados os principais tipos de critério de cobertura: cobertura de grafos,
cobertura logica, particionamento do espago de entrada e testes baseados em sintaxe. Este
trabalho é baseado no critério de Teste de Mutacdo, que é um critério de testes baseado
em defeitos (DELAMARO; MALDONADO; JINO, 2017).

2.4 Teste de Mutacao

Proposto em (DEMILLO; LIPTON; SAYWARD, 1978), o teste de mutagdo, tam-
bém conhecido como andlise de mutantes, ¢ uma técnica de testes baseados em defeitos
que consiste em criar variantes de um programa original, chamados de mutantes, a par-
tir da simulacao de defeitos comuns que sao inseridos através de pequenas modificagoes
no programa original, e desenvolver testes que consigam distinguir os mutantes do pro-
grama original. O teste de mutacdo é fundamentado em duas hipoteses, a hipdtese do
programador competente e o efeito de acoplamento (DEMILLO; LIPTON; SAYWARD,
1978):

Definigao 2.4.1 (Hipétese do Programador Competente) Um programa P pronto
para ser testado, quando desenvolvido por um programador competente, estd correto ou

proximo de estar correto.

Definigao 2.4.2 (Efeito de Acoplamento) Testes que consequem identificar pequenas
variagoes (defeitos simples) no cédigo do programa também sao capazes de identificar

defeitos mais complexos.

A primeira hipdtese implica que defeitos introduzidos por um programador ex-
periente sao causados, em sua maioria, por pequenos enganos ou desvios sintaticos por
parte do programador. A segunda hipdtese implica que defeitos mais complexos sao re-

sultados de uma série de defeitos mais simples juntos (acoplados). Consequentemente, ao
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desenvolver testes que sejam capazes de identificar pequenos defeitos, também é possivel

identificar defeitos complexos.

Partindo dessas duas hipdteses, o teste de mutacao estabelece os mutantes, pro-
gramas com pequenas variagoes em relagdo ao original, como requisitos de teste, de modo
que testes devem ser projetados para distinguir os mutantes de um programa original.
Em outras palavras, um teste deve identificar que o resultado obtido com um mutante é
diferente do resultado obtido com o programa original. Quando isso ocorre, é dito que o
teste matou o mutante. Em certas situagoes, nao é possivel matar um mutante porque
este, mesmo com alguma mudanca, possui 0 mesmo comportamento do programa origi-
nal, o que faz com que ambos nao possam ser distinguidos, neste caso, o mutante é dito

equivalente.

Definig¢ao 2.4.3 (Mutante) Um mutante m é um programa que difere do programa

original P devido a alguma mudanca sintdtica ou pequena variacao no codigo de P.

Defini¢ao 2.4.4 (Mutante Morto) Dado um mutante m € M, em que M é um con-
junto de mutantes de um programa original P, e um teste t, € dito que m foi morto por

t se, e somente se, a saida que P prové para t é diferente da saida que m prové para t.

Definicao 2.4.5 (Mutante Equivalente) Dado um mutante m € M, é dito que m é
equivalente a P se nao existe um teste t capaz de matar m, ou seja, m possui o mesmo

comportamento do programa original P.

O processo de matar um mutante ou determinar que ele é equivalente nem sempre
é trivial. Uma das formas de se analisar um mutante para determinar que ele é equivalente
ou ver quais sao as condigoes necessarias para mata-lo é através do modelo RIPR, uma vez
que este modelo indica as condi¢oes necessarias para que um defeito possa ser identificado,

ou seja, para que um mutante seja morto.

Mutantes sao criados a partir da insercao de defeitos no programa, que sao pe-
quenas modificagoes no codigo fonte feitas a partir de regras com padroes de mudanca.
Essas regras, chamadas de operadores de mutacao, quando aplicadas em um programa
podem gera um ou mais mutantes. Dada a definicdo de mutante feita anteriormente,
também podemos definir um mutante como o resultado da aplicacdo de um operador de
mutagdo em um programa. Alguns exemplos de operadores de mutagao projetados para
a linguagem C (RICHARD et al., 1989), além de linguagens com sintaxe parecida como
C++ e Java, podem ser vistos na Tabela 2.1.

Defini¢ao 2.4.6 (Operador de Mutagao) Uma regra que especifica um padrao de mo-

dificacao ou desvio sintdtico para ser aplicado em um programa P.
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Sigla | Operador de Mutagao Descrigao Exemplo
OAAN] Substituicito de operador | Substitui a ocorréncia de um operador arit- [ a + b —a ¥ b

aritmético mético (+, -, *, /, %) por cada um dos outros

operadores aritméticos

OLLN | Substituigao de operador 16- | Substitui a ocorréncia de um operador légico | a && b — a || b

gico (&&, ||) por cada um dos outros operadores

l6gicos

OLNG/| Negacéo logica Faz a negagao légica de cada um dos operan- | a && b — a &&
dos em uma expressao logica, assim como a | !'b
negacao da expressao légica como um todo

OCNG]| Negagao de contexto légico Faz a negagdo 16gica de uma expressdao que | if (exp) comando
se encontra em um comando de repeticio ou | — if (lexp) co-
um comando condicional, com exce¢ao do co- | mando
mando switch

CRCR/| Substituicdo de constante Faz a substitui¢do de uma constante numérica | a=b+1—a=
por outras constantes numéricas b+ 0

SSDL | Eliminagdo de comando Elimina um comando c=a+ b; —;

ABS Inser¢ao de valor absoluto Substitui o valor de uma varidvel em umaex- | a=3*b — a =
pressdo aritmética por seu valor absoluto po- | 3 * abs(b)
sitivo e negativo

UOI Insercdo de operador undrio | Insere um operador undrio (4, -) antes de [ a=3*b — a =
uma varidvel em uma expressao aritmética 3* b

Tabela 2.1 — Exemplos de operadores de mutacao.

Uma selecao criteriosa de operadores de mutagao é fundamental para o sucesso
na aplicacao do teste de mutagao uma vez que um bom operador de mutacao pode gerar
um mutante proximo de um defeito real. Dessa forma, se um teste consegue matar esse
mutante, é esperado que este também seja capaz de identificar um defeito real similar.
Por esse motivo, um operador de mutacao deve ser fundamentado em uma boa caracte-
rizagdo de defeitos (DELAMARO; OFFUTT; AMMANN, 2014), de modo que ele deve
ser projetado para “imitar” defeitos comuns ou para encorajar o testador a utilizar heu-
risticas comuns no desenvolvimento de testes (AMMANN; OFFUTT, 2017). Operadores
de mutagao sao projetados, geralmente, para uma linguagem de programacao especifica
levando em conta a sua estrutura ou sintaxe, o que faz com que teste de mutagao possa ser
classificado como um critério de cobertura baseado em sintaxe (AMMANN; OFFUTT,
2017). Pesquisas tem projetado operadores de mutagdo para diferentes linguagens de
programagao, como a linguagem C (RICHARD et al., 1989) e Java (MA et al., 2002).
Além disso, operadores de mutagao tem sido projetados para diferentes contextos, como
para o teste de Programas Orientado a Aspectos (FERRARI; MALDONADO; RASHID,
2008), Especifica¢oes Formais (HASSINE, 2013), Servigos Web (LEE; OFFUTT, 2001) e
SQL (SHAHRIAR; ZULKERNINE;, 2008), além de varios outros, como mostrado em (JIA;
HARMAN, 2011).

A partir da definicao e selecao de um conjunto de operadores de mutacao que,
quando aplicados em um programa P, geram um conjunto de mutantes M, o critério de

cobertura de teste de mutacao estabelece como requisito de teste a morte de um mutante.

Definig¢ao 2.4.7 (Cobertura de Mutagao) Dado um conjunto de mutantes M de um

programa P, para cada m € M, matar m é um requisito de teste.
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Dependendo do ntimero de operadores de mutacao escolhidos e do tamanho do
programa a ser testado, o nimero de mutantes gerados pode ser potencialmente grande,
podendo facilmente chegar a milhares de mutantes. Esse fato faz com que o teste de muta-
¢ao tenha um custo elevado. Por esse motivo, diferentes trabalhos se dedicam a pesquisar
formas de reduzir os custos e complexidade do teste de mutagao. Em (HOWDEN;, 1982),
o conceito tradicional de matar um mutante é suavizado ao considerar que um mutante
m é morto por um teste ¢t se o estado interno do programa é diferente imediatamente
apés a execucao do local [ em P, em que [ representa o local onde foi feito a mutacao.
Essa definicao difere do original porque exige apenas que um defeito seja alcangdvel e
que este infecte o estado do programa, mas nao exige que este seja propagado e revelado.
Dessa forma, o resultado final de um mutante pode ser o mesmo do programa original,
mas que mesmo assim este possa ser considerado morto. Esse novo conceito passou a
ser conhecido como matar fracamente (weakly kill) um mutante e, em contrapartida, o
conceito tradicional passou a ser conhecido como matar fortemente (strongly kill) um
mutante. Matar fracamente um mutante pode reduzir o custo e complexidade do teste de
mutacao uma vez que este nao exige que um programa e um mutante sejam executados de
forma completa, mas apenas até o ponto em que foi feita a mutacdo (FERRARI; MAL-
DONADO; RASHID, 2008). Os experimentos apresentados em (OFFUTT; LEE, 1991)
mostram que matar fracamente os mutantes apresenta resultados préoximos aos de matar
fortemente em relacdo a quantidade de mutantes mortos, além de que o custo de matar
fracamente é menor do que matar fortemente, o que faz matar fracamente um mutante
ser uma alternativa viavel. A partir disso, é possivel definir novas formas para a cobertura

de mutacao:

Defini¢ao 2.4.8 (Mutante Fortemente Morto) Dado um mutante m € M para um
programa P e um teste t, é dito que m foi fortemente morto por t se, e somente se, a

saida que P prové para t € diferente da saida que m prové para t.

Definigao 2.4.9 (Cobertura de Mutagao Forte) Dado um conjunto de mutantes M

de um programa P, para cada m € M, matar fortemente m € um requisito de teste.

Definicao 2.4.10 (Mutante Fracamente Morto) Dado um mutante m € M para um
programa P e um teste t, é dito que m foi fracamente morto por t se, e somente se, o
estado interno da execucao de P com t é diferente do estado interno da execugdo de m

com t imediatamente apos a execucgdao de .

Definigdao 2.4.11 (Cobertura de Mutagao Fraca) Dado um conjunto de mutantes

M de um programa P, para cada m € M, matar fracamente m € um requisito de teste.
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A cobertura do teste de mutacao como um requisito de testes pode ser determi-
nada a partir da relacado do nimero de mutantes mortos com o nimero total de mutantes,
nao considerando os mutantes equivalentes. Essa relagdo é conhecida como escore de
mutagao (mutation score) e pode ser utilizada como uma medida de qualidade para o
conjunto de testes (DELAMARO; MALDONADO; JINO, 2017). O escore de mutagao é
calculado como segue (DELAMARO; MALDONADO; JINO, 2017):

DM(P,T)
M(P) — EM(P)

ms(P,T) =

onde ms(P,T) é o escore de mutagdo para um programa P e um conjunto de casos de
teste T', DM (P, T') é o nimero de mutantes do programa P mortos pelo conjunto de casos
de teste T', M (P) é o nimero de mutantes gerados a partir de P, e EM(P) é o nimero

de mutantes equivalentes a P.

Aplicar o teste de mutacao envolve os seguintes passos: geracio dos mutantes,
execucdo do programa original, execucao dos mutantes e a andlise dos mutantes nao mor-
tos para determinar se estes sao ou nao equivalentes (DELAMARO; MALDONADO;
JINO, 2017). Esse processo é mostrado na Figura 2.2, as etapas automatizadas estao
representadas em caixas em negrito e as etapas manuais em caixas tracejadas. Dado um
programa P, é criado um conjunto de mutantes M a partir da aplicagao dos operadores de
mutagao selecionados em P. Em seguida, é gerado um conjunto de casos de teste T, que
pode ser projetado com base nos mutantes em M ou a partir de outro critério a escolha
do engenheiro de testes. Esse conjunto de testes T é entao executado com o programa P.
Caso os testes falhem, significa que é necessario fazer uma correcao no programa P. Em
caso contrario, o conjunto de casos de teste T é executado com os mutantes em M. A
partir dos resultados dos testes, é feito o célculo do escore de mutagao (ms), com base no
numero de mutantes mortos e vivos. A partir desse passo, é necessario decidir se o pro-
cesso do teste de mutacao deve continuar ou nao. Essa decisao pode ser feita com base no
valor de ms, se este for 1, significa que todos os mutantes nao equivalentes foram mortos
pelo conjunto de testes T'. Entretanto, nem sempre é viavel matar todos os mutantes,
dado o grande niimero de mutantes que podem ser gerados. Dessa forma, pode se defi-
nir, a critério do engenheiro de testes, um valor minimo aceitavel para o ms, geralmente
proximo de 1, de modo que quando este for atingido, o conjunto de testes 1" pode ser
considerado bom e o processo pode ser encerrado (DELAMARO; MALDONADO; JINO,
2017). Caso o valor de ms ainda nao seja aceitdvel, é necessario fazer uma analise dos
mutantes vivos. Essa analise pode resultar na identificacao de mutantes equivalentes que
nao haviam sido identificados previamente, de modo que é possivel fazer um novo céalculo
do ms. Se a partir dessa nova analise o valor de ms ainda nao for aceitavel, é necessario

fazer melhorias no conjunto de testes T e repetir o processo de execugao do programa P
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e mutantes em M.

Operadores

.......... '
:Con]unto de Casos ! Nao
de Teste

Programa

Sim
Original ms

Definir ms minimo

'
i

' Andlise dos

: mutantes vivos @
'

Nao

Executar Tem M
e e e m ===

Figura 2.2 — Processo do Teste de Mutagao (caixas em negrito sdo etapas automatizadas
e caixas tracejadas sao etapas manuais).

Fonte: Adaptado de (AMMANN; OFFUTT, 2017)

O teste de mutagao ¢ um dos critérios mais dificeis de satisfazer dado o grande
esforco necessario para aplicar todas as suas etapas, como mostrado na Figura 2.2. Dado
todo esse processo e, como dito anteriormente, a grande quantidade de mutantes que
podem ser gerados, é fundamental que o teste de mutacao seja suportado por uma ferra-
menta que automatize todo ou parte do processo, uma vez que é impraticavel aplica-lo
manualmente. As etapas automatizadas sdo apresentadas com caixas em negrito na Fi-
gura 2.2. Diferentes ferramentas foram desenvolvidas através dos anos para dar suporte
ao teste de mutacio, como a pJava (MA; OFFUTT; KWON, 2005) e a PIT!, ambas
para a linguagem de programagao Java, a Nester?, para a linguagem C#, a Milu (JIA;
HARMAN, 2008), para a linguagem C' e o sistema Proteum (MALDONADO et al., 2001),
que fornece uma familia de ferramentas para teste de mutacao em diferentes linguagens e

contextos.

2.5 Consideracoes Finais

Este capitulo apresentou os conceitos basicos sobre teste de software e teste de
mutacao que sdo abordados neste trabalho. Ao longo dos anos, o teste de mutagao tem
sido investigado de forma ativa na drea de pesquisa de teste de software (JIA; HARMAN,

2011). Estudos tém apontado o teste de mutagdo como um dos critérios mais eficientes

<http://www.pitest.org>.

2 <http://www.nester.sourceforge.net>.
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em detectar defeitos em comparacao a outros critérios, como os trabalhos apresentados
em (FRANKL; WEISS; HU, 1997), (OFFUTT et al., 1996) e (WALSH, 1985). Esses
resultados fazem com que o teste de mutagao seja considerado uma referéncia na area
de teste de software e que, frequentemente, seja utilizado como um padrao de qualidade
para avaliar outros critérios, técnicas e conjuntos de teste de maneira geral (AMMANN;
OFFUTT, 2017). Como dito anteriormente, o teste de mutagdo tem sido aplicado em
diferentes linguagens de programagao e diferentes contextos, como em (DELAMARO;
MALDONADO; MATHUR, 2001), no contexto de integragdo de componentes, (FER-
RARI; MALDONADO; RASHID, 2008), no contexto de programas orientados a aspec-
tos, (HASSINE, 2013), no contexto de méquinas abstratas de estado, e (SHAHRIAR,
ZULKERNINE, 2008), no contexto de SQL, além de outros, como apontado em (JIA;
HARMAN, 2011). Isso mostra que é possivel aplicar o teste de mutacao em diferentes

contextos e tecnologias.

Segundo (DELAMARO; OFFUTT; AMMANN, 2014), trabalhos sobre teste de
mutagao se baseiam, de maneira geral, em (i) uma caracterizagao de defeitos e enganos de
programagao comuns no contexto da tecnologia alvo, e (7i) na estrutura e caracteristicas
da tecnologia alvo para a definicdo dos seus operadores de mutacao. Partindo desse prin-
cipio, diferentes trabalhos, como os (DELAMARO; MALDONADO; MATHUR, 2001)
e (FERRARI; MALDONADO; RASHID, 2008) citados anteriormente, por exemplo, ini-
ciaram suas pesquisas a partir de um estudo sobre defeitos nos contextos alvo e utilizaram
os resultados desse estudo para, entao, definir operadores de mutagao. Nosso trabalho
aplica essa mesma estratégia para projetar operadores de mutagao no contexto de progra-
mas de processamento de Big Data. O desenvolvimento e resultados do nosso trabalho

sao apresentados nos capitulos seguintes.
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3 Sistemas de Processamento de Big Data

Este capitulo apresenta sistemas de processamento paralelo e distribuido em clus-
ter (grupos) de computadores que sao utilizados para o processamento de grandes volumes
de dados (Big Data). Os sistemas apresentados sao o Apache Hadoop (HADOOP, 2019),
Dryad (ISARD et al., 2007) e DryadLINQ (YU et al., 2008), Nephele/PACTs (BATTRE
et al., 2010), FlumeJava (CHAMBERS et al., 2010) e o Apache Spark (ZAHARIA et al.,
2010). Nosso objetivo é apresentar as principais caracteristicas desses sistemas e discutir
suas semelhancas e diferengas em relacdo ao modelo de programacao, fluxo de dados,

representacao dos dados e interface de programacao.

Este capitulo esta organizado da seguinte forma: na Sec¢ao 3.1, apresentamos o
sistema Apache Hadoop e o modelo MapReduce. A Secao 3.2 apresenta o sistema Dryad
e o DryadLINQ. O sistema Nephele e o seu modelo PACTs é apresentado na Secao 3.3.
Na Secao 3.4, apresentamos o FlumeJava e o Apache Beam. A Secdo 3.5 apresenta o
Apache Spark. Por tltimo, a Secao 3.6 apresenta uma discussao sobre as semelhancas

entre os sistemas de processamento de Big Data apresentados.

3.1 Apache Hadoop

O Apache Hadoop é um sistema de cddigo aberto para armazenamento e proces-
samento de dados distribuidos em cluster de computadores (HADOOP, 2019). O Hadoop
implementa o modelo MapReduce (DEAN; GHEMAWAT, 2004), um modelo para pro-
gramagcao paralela em arquiteturas do tipo cluster inspirado nas operagoes map e reduce
da programacao funcional. Este modelo, proposto pela Google, ganhou destaque por ter
sido um dos primeiros a prover um modelo simplificado e escalavel para o processamento
paralelo e distribuido em larga escala, o tornando ideal para o processamento de grandes
volumes de dados (Big Data). Além de implementar o MapReduce, o Hadoop também
fornece o sistema de arquivos distribuidos Hadoop Distributed File System (HDFS) (SH-
VACHKO et al., 2010), que é responsavel por armazenar e gerenciar os dados distribuidos
no cluster de computadores. Com o Hadoop, detalhes complexos do ambiente distribuido
como paralelizacao, distribuicao dos dados, tolerancia a falhas e balanceamento de carga
podem ser abstraidos pelo desenvolvedor, de modo que este pode focar nos aspectos algo-
ritmicos do processamento de dados de seu programa. O Apache Hadoop se tornou uma
infraestrutura para uma série de sistemas de Big Data, como o Hive (THUSOO et al.,
2009) e o Pig (OLSTON et al., 2008), entre outros. A seguir, apresentamos mais detalhes
sobre o modelo MapReduce que é implementado pelo Apache Hadoop.

O modelo de programacao MapReduce consiste em duas etapas: mapeamento
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(Map) e redugdo (Reduce). Em ambas, o desenvolvedor escreve fungoes que recebem
pares chave/valor como entrada e produzem pares chave/valor como saida. A fungao
Map recebe como entrada um par chave/valor e produz como saida zero ou mais pares
chave/valor. Em seguida, esses pares chave/valor sdo agrupados de acordo com a chave
e redistribuidos para serem passados para a etapa de Reducgao. A funcao Reduce recebe
como entrada um par chave/valor em que o valor é uma sequéncia contendo todos os
valores que foram associados com esta chave. Entao, a funcao processa esse grupo de
valores e produz zero ou mais pares chave/valor como saida. A Figura 3.1 mostra uma
visao geral do processo de execucao de um programa MapReduce no Hadoop, as suas

principais etapas sao descritas a seguir:

Particionamento: nesta etapa, o conjunto de dados que sera processado é dividido em
um ntmero fixo de diferentes partes (chamadas de particoes) e distribuido entre
os diferentes computadores (nds) do cluster. No Hadoop, este particionamento é
gerenciado pelo HDFS. Os resultados das etapas seguintes também sao armazenados

e gerenciados pelo HDF'S;

Mapeamento: nesta etapa, cada particao ¢ processada por um processo que executa a
funcao Map definida pelo desenvolvedor. Este processamento respeita a localizagao
das particoes, de forma que cada particio é processada no né em que ela esta
alocada no cluster. O resultado desta etapa é um conjunto de pares chave/valor

gerados pelas fungoes Map;

Redistribuicao (Shuffling): esta etapa reorganiza os pares chave/valor gerados pela
etapa de Mapeamento. Uma vez que cada processo Reduce recebe como entrada
uma sequencia de valores que compartilham a mesma chave, é necessario que todos
os valores que possuam uma chave em comum estejam em um mesmo né no cluster.
Dessa forma, esta etapa reorganiza os dados no cluster ao ordenar os pares pela

chave e redistribuir os valores para agrupa-los em um mesmo né no cluster;

Reducao: nesta etapa, os valores que possuem uma chave em comum sao processados
em um mesmo processo que executa a funcao Reduce definida pelo desenvolvedor.
A fungao Reduce processa esse grupo de valores e produz um tnico par chave/valor

como salda.

A Figura 3.2 apresenta o exemplo de uma aplicacado MapReduce no Hadoop. Essa
aplicacao conta o nimero de ocorréncias de cada palavra em um conjunto de dados. A
implementacgao da etapa de Mapeamento, a partir do método map, pode ser vista entre as
linhas 4 e 12. O método map recebe como entrada uma chave e um valor, em que o valor
consiste em uma linha de texto do conjunto de dados que estd sendo processado (linha

5). Esta linha de texto é separada em palavras na linha 6. Entdo, para cada palavra, é
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Figura 3.1 — Visao geral do processo de execugao do modelos MapReduce no Apache Ha-
doop.

emitida um elemento chave/valor em que a chave é a palavra e o valor o niimero inteiro
1 (linhas 7 a 11). A implementagao da etapa de Reducao, a partir do método reduce,
pode ser vista entre as linhas 16 e 24. O método reduce recebe como entrada uma chave,
que corresponde a uma palavra, e um conjunto de valores que correspondem a todos os
elementos que foram associados com aquela mesma chave. Esses valores sdao somados
entre as linhas 18 e 21. Essa soma, que corresponde ao nimero de ocorréncias da palavra,
¢ emitida junto com a palavra na linha 23. Todo o processo de execucgao, assim como a
etapa de Redistribuicao que ocorre entre o Mapeamento e a Redugao, é coordenada pelo

sistema Hadoop, que 1é e escreve as entradas, saidas e resultados intermediarios no HDFS.

O sistema Hadoop e o modelo MapReduce possuem como vantagens simplicidade,
uma vez que abstrai para o desenvolvedor complexidades da programacao paralela e dis-
tribuida; flexibilidade, uma vez que permite processar dados em qualquer formato, sem
dependéncia de algum modelo ou esquema; tolerancia a falhas, uma vez que falhas sao
comuns em ambientes de cluster de computadores; e escalabilidade, uma vez que suporta

clusters com centenas ou milhares de computadores (LEE et al., 2012).

Apesar das vantagens, estes também possuem uma série de limitagoes, como
destacado em (KALAVRI; VLASSOV, 2013):

e Desempenho: mesmo oferecendo uma escalabilidade que permite que centenas de
computadores sejam utilizados no processamento, programas MapReduce perdem
desempenho de execugao devido ao tempo gasto pelo sistema com processos de
inicializacao, agendamento, coordenacdo e monitoramento de suas etapas. Além
disso, todas as etapas do MapReduce demandam leitura e escrita de entradas e

saidas no HDFS, algo que contribui consideravelmente para o tempo de execucgao;

e Modelo: mesmo oferecendo um modelo simplificado de programagao, desenvolver
programas MapReduce exige grandes habilidades pelo desenvolvedor. Seu modelo

rigido, que obriga o programa ser escrito em etapas fixas de Map e Reduce, faz
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public class WordCount {

public static class TokenizerMapper extends Mapper<Object, Text, Text,
IntWritable >{
public void map(Object key, Text value, Context context) throws
IOException, InterruptedException {
String line = value.toString();
String [] words = line.split(" ");
for (String w : words ) {
Text word = new Text(w);
IntWritable one = new IntWritable(1);
context.write(word, one);

}
}
}

public static class IntSumReducer extends Reducer<Text,IntWritable , Text,
IntWritable> {
public void reduce(Text key, Iterable<IntWritable> values, Context
context) throws IOException, InterruptedException {
Text word = key;
int sum = 0;
for (IntWritable val : values) {
sum += val.get ();
}

IntWritable count = new IntWritable (sum) ;
context.write (word, count);

Figura 3.2 — Exemplo de aplicagdo de contagem de palavras no Hadoop MapReduce.

com que desenvolver operac¢des comuns, como uma jungao por exemplo, nao seja
uma tarefa trivial uma vez que nem todas as operagoes sao facilmente expressadas
em Map e Reduce. Por esse motivo, analises mais complexas precisam ser escritas
como uma sequéncia de programas MapReduce em que os resultados de um sao
utilizados como entradas para os seguintes. Isso faz com que o modelo MapReduce
nao seja adequado para uma série de aplicagoes, como algoritmos de aprendizagem
de maquina (machine learning) e processamento de grafos que podem exigir varias

iteragoes, por exemplo;

e Configuragdo: mesmo abstraindo processos de distribuicao e paralelismo, preparar

uma infraestrutura para execucado de programas MapReduce com o Hadoop exige
a configuracao de uma série de parametros que estao ligados diretamente ao de-
sempenho de execucao. Esses parametros incluem o nivel de paralelismo, niimero e
tamanho das parti¢oes e o fator de replicagdo das partigoes. Configurar de forma
adequada o cluster exige uma série de conhecimentos sobre a infraestrutura, como
saber a quantidade de recursos disponiveis, e sobre as caracteristicas da carga de

trabalho, fazendo com que escolhas erradas tenham uma consequéncia direta no
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desempenho.

Os problemas e limitagoes do MapReduce vem sendo pesquisados de maneira
ativa desde a sua publicacdo em 2004 (LEE et al., 2012). Essas pesquisas impulsio-
naram a criagdo de novos modelos de programacao e sistemas voltados para Big Data.
Alguns projetos optaram por estender o modelo MapReduce para permitir seu uso em
programas iterativos e de fluxo continuo de dados, como os projetos HaLoop (BU et al.,
2010) e DEDUCE (KUMAR et al., 2010). Outros projetos propuseram novos modelos
de programacao e sistemas que abordaram de forma direta as limitagoes do modelo Ma-
pReduce e Hadoop, como o Dryad (ISARD et al., 2007) e DryadLIN@ (YU et al., 2008),
Nephele/PACTs (BATTRE et al., 2010), FlumeJava (CHAMBERS et al., 2010) e Apache
Spark (ZAHARIA et al., 2010). Esses sistemas serao apresentados a seguir.

3.2 Dryad e DryadLINQ

O Dryad (ISARD et al., 2007) é um sistema e modelo para programagao dis-
tribuida desenvolvido pela Microsoft. O DryadLINQ (YU et al., 2008) é uma interface
de programagao baseada no LINQ (Language INtegrated Query) (MEIJER; BECKMAN;
BIERMAN;, 2006) que simplifica o desenvolvimento de aplicagoes para o Dryad.

3.2.1 Dryad

O Dryad (ISARD et al., 2007) é um sistema distribuido de propésito geral para
execucao de aplicagoes de processamento paralelo de dados. No Dryad, aplicagoes sao
representadas como um Grafo Aciclico Orientado (Directed Acyclic Graph ou DAG, em
inglés) em que os vértices sao programas e arestas sdo canais de comunicagao. Os vértices
sao automaticamente mapeados para os computadores no cluster em tempo de execucao
e os canais de comunicagao sdo utilizados para transportar os dados de entrada e saida
dos vértices. O Dryad suporta trés tipos de canais de comunicagao: i) em meméria, i)

em rede usando o protocolo TCP e i) em arquivos temporarios no sistema de arquivos.

O Dryad foi projetado para oferecer um modelo de fluxo de dados flexivel que
nao restringe seus vértices a consumirem e produzirem um tnico conjunto de dados, como
ocorre com o modelo MapReduce. Dessa forma, os vértices podem receber e produzir
um namero arbitrario de entradas e saidas. Esse modelo faz com que o Dryad perca
em simplicidade com relacdo ao MapReduce, mas, em contrapartida, faz ele ganhar em
expressividade ao oferecer um maior controle do fluxo de dados para o desenvolvedor e
possibilitar a aplicacdo de um maior niimero de operacoes que nao sao limitadas apenas

a operagoes do tipo Map e Reduce.
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No Dryad, uma aplicagdo é representada como um grafo G = (Vg, Eg, I¢, Og)
em que Vg é o conjunto de vértices , Eg ¢ um conjunto de arestas direcionadas, e I
e O¢ que sao subconjuntos de Vi e representam os conjuntos de vértices de entrada e
saida, respectivamente. Ao se criar um vértice v, esse pode ser considerado como um grafo
tnico em que G = ({v},0,{v}, {v}). A DAG completa da aplicagdo é definida a partir
da composicao de vértices e subgrafos com operadores que permitem criar varias copias

de um tnico vértice (A), definir arestas entre dois grafos (>= e >) e unir dois grafos (||).

A execugao de uma aplicacao é coordenada pelo job manager, principal compo-
nente do sistema Dryad. Ele é responsédvel por ) instanciar a DAG da aplicacao; i)
agendar e coordenar a execugao dos vértices nos computadores do cluster; i) prover
tolerancia a falhas ao reexecutar tarefas que falharam ou estdo lentas; iv) monitorar a
execugao e coletar estatisticas; e v) fazer transformagdes na DAG dinamicamente para

fazer optimizacoes durante a execucao.

3.2.2 DryadLINQ

O DryadLIN@ (YU et al., 2008) oferece uma interface de alto nivel para o de-
senvolvimento de aplicagoes de processamento de dados em larga escala. O Dryad LINQ
expande o LINQ (Language INtegrated Query) (MEIJER; BECKMAN; BIERMAN, 2006)
para o ambiente de programacao distribuida e paralela do Dryad. O LINQ é uma exten-
sao de linguagem e API para consulta e manipulacao de cole¢oes de dados da plataforma
.NET. Ele fornece uma interface hibrida de programacao declarativa e imperativa, per-
mitindo que programas sejam escritos em uma linguagem similar ao SQL ou através da

chamada de métodos e passagem de fungoes.

As principais abstragoes no LINQ sao as interfaces IEnumerable<T>, que re-
presenta um conjunto de dados abstrato do tipo T, e IQueryable<T>, que é subtipo de
IEnumerable e representa expressoes construidas a partir da combinacao de conjuntos de
dados e operadores LINQ. Essas duas interfaces permitem que programas sejam escritos
sem que o desenvolvedor precise saber como as estruturas foram concretamente implemen-
tadas. Além disso, as expressoes LINQ sao avaliadas de maneira tardia (lazy evaluation),

de forma que s6 sao computadas quando necessario.

O LINQ oferece um extenso conjunto de operadores que permitem fazer mapea-
mentos, filtragens, agregacoes e ordenagoes em cole¢oes de dados, além de outros tipos de
operagoes. O conjunto completo de operagdes do LINQ pode ser visto em (LINQ, 2017),

algumas das principais operagoes sao descritas a seguir:

Select mapeia todos os elementos da colecdo para uma nova forma com base em uma

funcao de transformacao passada como parametro.



Capitulo 3. Sistemas de Processamento de Big Data 34

SelectMany opera de forma semelhante a Select, mas ao invés da funcdo mapear cada
elemento para um novo valor, ela mapeia cada elemento para uma nova colecao de
valores e o resultado da operagao ¢ a concatenacao de todas as colecoes geradas pela
funcdo e uma tnica colegao. Essa operacao se assemelha a etapa de map do modelo
MapReduce.

Where filtra os elementos de uma cole¢ao com base em uma func¢ao de predicado passada

como parametro.

GroupBy agrupa os elementos de uma cole¢do de acordo com uma funcao seletora de
chave passada como parametro, cada grupo na colegdo resultante possui uma chave

em comuil.

Aggregate agrega os elementos de uma colecdo em um tnico valor com base em fungoes
de agregacao passadas como parametro. Essa operacao representa uma agregacao
personalizada da cole¢ao, mas o LINQ também oferece implementagoes de agrega-

¢Oes comuns, como a soma e contagem dos elementos da colecao por exemplo.
Distinct retorna os elementos distintos de uma colecao.

Union produz a uniao entre duas colegoes de forma que a colegao resultante possui todos
os elementos que estavam presentes nas duas cole¢des sem repeticao. Essa operagao
possui 0 mesmo comportamento da operagao de uniao de conjuntos matematicos.
Outras operacoes de conjuntos matematicos como a intersecdo e diferenca entre

conjuntos também estao presentes no LINQ.

Join realiza a juncao entre duas cole¢bes com base em uma funcao seletora de chave
passada como parametro. A colecao resultante possui pares com elementos das

duas colegoes que compartilham uma mesma chave.

OrderBy ordena os elementos de uma cole¢ao com base em uma funcao seletora de chave
passada como parametro. Por padrao, a cole¢ao é ordenada de forma ascendente,

mas também é possivel ordenar em forma descendente.

O DryadLIN@ (YU et al., 2008) compila programas LINQ para computagdes
distribuidas na infraestrutura do Dryad. Nele, os conjuntos de dados ainda sao repre-
sentados de forma abstrata como uma colecao de objetos .NET, mas os seus elementos
estao distribuidos pelos computadores de um cluster. Esse modelo de representacao do
conjunto de dados é apresentado na Figura 3.3. Expressoes LINQ sao optimizadas pelo
sistema DryadLINQ e convertidas em DAGs Dryad de forma eficiente. Ao unir o modelo
expressivo de manipulacao de dados do LINQ com o modelo de execucao distribuida do

Dryad, o Dryad LINQ permite que desenvolvedores escrevam aplicagoes de processamento
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de dados de forma mais simplificada, sem ser necessario se preocupar com a complexidade

de ambientes distribuidos.

Partition .NET objects
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Figura 3.3 — Modelo de dados do DryadLINQ.

Fonte: (YU et al., 2008)

As colegoes no DryadLINQ sao representadas por objetos do tipo DryadTa-
ble<T>, que é um subtipo de IQueryable<T> do LINQ. Objetos DryadTable podem
ser criados a partir de diferentes fontes de dados, como sistemas de arquivos distribui-
dos ou tabelas SQL, e podem conter metadados, como esquemas de tabelas ou informa-
¢oOes sobre particionamentos. Essas informagoes podem ser utilizadas pelo optimizador
do DryadLINQ para fazer optimizagoes na execucao. O particionamento dos dados no
DryadLINQ é feito de maneira transparente pelo sistema, mas ele também oferece a pos-
sibilidade de modificagao pelo desenvolvedor a partir de operagoes que re-particionam a
colecao com base em hash (HashPartition) ou intervalos (RangePartition). Essas opera-
¢oes também podem ser utilizadas para modificar escolhas de optimizacao do plano de

execucao feito pelo Dryad LINQ.

Entradas e saidas em um programas DryadLINQ sao definidas pelas operacoes
GetTable<T> e ToDryadTable<T>, que recebem o enderego de onde os dados estao sendo
lidos ou para onde serao salvos como entrada. Devido ao processamento em paralelo dos
dados, o DryadLINQ impoe que todas as fungoes passadas como parametro nas expressoes
sejam livres de efeito colateral (side-effect free). Essas fungoes podem referenciar objetos
compartilhados, mas o DryadLINQ nao faz nenhuma verificagao para garantir que estes
nao estao sendo modificados e nao faz garantias sobre o resultado das expressoes quando
isso ocorre. Além das operagoes ja existentes no LINQ, o DryadLINQ acrescenta mais

duas operacoes que sao descritas a seguir:

Apply mapeia os elementos de uma colecdo para uma nova forma com base em uma
funcao de transformacao passada como parametro. Entretanto, ao contrario da
operagao Select do LINQ que aplica a funcao em cada elemento da colecao indi-
vidualmente, a operagao Apply aplica a funcao em toda a colecao de dados que é

acessada a partir de um iterador e o seu resultado é uma cole¢ao completa.
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Fork opera de forma semelhante a Apply, mas ao invés de gerar uma tnica colecao a

partir de outra, ela pode gerar varias cole¢oes de dados como saida.

A Figura 3.4 apresenta o exemplo de uma aplicagao no DryadLINQ que conta a
frequéncia de palavas em um conjunto de dados. Inicialmente, é feita uma separagao dos
textos do conjunto de dados de entrada em palavras (linha 2). Em seguida, as palavras
sao agrupadas de modo que a chave é a propria palavra (linha 3). Os valores associados
com a chave também sao a propria palavra, de forma que a quantidade de vezes que a
palavra aparece no texto, é a quantidade de elementos com mesmo valor no grupo. Dessa
forma, a frequéncia de cada palava é obtida a partir da quantidade de elementos no grupo
(linha 4). De maneira geral, a légica dessa aplicacdo no DryadLINQ segue a mesma
l6gica da implementacao no Hadoop MapReduce, apresentada na Figura 3.2. Entretanto,
esta segue um fluxo de dados em que a légica da aplicacao é determinada por sucessivas
aplicacoes de operacgoes no conjunto de dados, enquanto que no Hadoop MapReduce cada
etapa ¢é implementada com um fluxo de controle.

var input = DryadLinq.GetTable<Doc>("file://path")
var words = input.SelectMany (docs => docs.Line. Split(’ 7));
var groups = words.GroupBy(word => word) ;

var counts = groups.Select (group => new Pair(group.Key, group.Count()));
counts . ToDryadTable("output.txt");

Figura 3.4 — Exemplo de aplicagdo de contagem de palavras no DryadLINQ.

3.2.3 Execucao

O fluxo de execuc¢ao de um programa DryadLINQ é apresentada na Figura 3.5.

Seus passos sdo descritos a seguir:

(1) Um programa que cria um objeto com expressoes Dryad LINQ é executado. Devido
ao seu modelo de avaliagdo tardia, a execucao das expressoes nao sao iniciadas de
fato.

(2) A invocagao da operagao ToDryadTable desencadeia a execugdo em paralelo das

expressoes.

(3) O DryadLINQ compila as expressoes LINQ em um plano de execugao distribuida
no Dryad. Nesse processo, o compilador decompoe as expressoes em subexpressoes,
de forma que cada uma vai ser executada em um vértice separado na DAG, gera
cddigo e dados estaticos para vértices remotos e gera codigos de serializacao para os
tipos de dados requisitados. Nesta etapa o DryadLINQ também faz optimizagoes

estaticas no plano de execucao. Essas optimizagoes incluem unir operagoes em um
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Figura 3.5 — Visao geral da execugao de um programa DryadLINQ).

Fonte: (YU et al., 2008)

mesmo processo (pipelining), remover redundancias em etapas de particionamento,
antecipar agregacoes para reduzir a quantidade de dados trafegados na rede (eager
aggregation) e reduzir o tempo gasto com leitura e escrita de entradas e saidas ao
utilizar canais de comunicagdo em memoria ou rede sempre que possivel ao invés de

arquivos.

O sistema invoca um job manager (JM) especifico do DryadLINQ para coordenar

a execucao e fazer optimizacoes dinamicas.

O JM cria um grafo de execugdo (DAG) com base no plano de execugao criado no

passo (3).

O Dryad executa o cédigo de cada um dos vértices contidos na DAG seguindo a

ordem indicada pelo JM.

Quando a execucao de todo o grafo ¢é finalizada com sucesso, o Dryad escreve os

resultados nas tabelas de saida (OQutput Tables).

O processo do JM ¢ finalizado e o controle da aplicacao é retornado para o Drya-
dLINQ. O DryadLINQ cria objetos locais do tipo DryadTable que referenciam as
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tabelas de saida. Esses objetos podem ser utilizados em novas expressoes ou ter

seus elementos acessados no programa do usuario.

(9) O controle retorna para a aplicacao do usudrio que pode acessar o conteiudo da

DryadTable através de uma interface de iterador.

(10) A aplicacdo pode gerar novas expressoes DryadLINQ a serem executadas com a

repeticao dos passos (2)—(9).

3.3 Nephele/PACTs

O Nephele/PACTs (BATTRE et al., 2010) é um sistema de processamento de
dados em larga escala que fornece Contratos de Paralelizagio (PACTSs) como modelo
de programacao e estes sdo automaticamente optimizados para serem executados no
Nephele (WARNEKE; KAO, 2009), um motor de execugao de sistemas distribuidos em
nuvem. A Figura 3.6 descreve o processo de execucdo do sistema, nele um programa
escrito no modelo PACTs é compilado para um programa de fluxo de dados em grafo no
modelo do Nephele e, em seguida, este ¢ executado em um ambiente de cluster em nuvem.
O Nephele/PACTs forma a base do projeto Stratosphere (ALEXANDROV et al., 2014),

uma plataforma completa para analise de Big Data.
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Figura 3.6 — Processo de compilagao e execugao no Nephele/PACTs.

Fonte: (BATTRE et al., 2010)

3.3.1 Nephele

O sistema Nephele (WARNEKE; KAO, 2009) é um motor de execugao distribuida
para programas implementados como DAGs. O Nephele trabalha de forma semelhante
ao Dryad (ISARD et al., 2007). Nele, as arestas representam canais de comunicacao que
transferem dados entre os subprogramas. Os vértices da DAG sao programas sequenciais
executaveis que processam dados dos canais de entrada e escrevem seus resultados nos

canais de saida.

O Nephele se encarrega do agendamento de tarefas e configuracao dos canais de
comunicagao, além de oferecer um mecanismo de tolerancia a falhas que ajuda a minimizar
o impacto de falhas de Hardware durante a execucao. O Nephele suporta alocamento

dindmico de recursos de Hardware em ambientes de nuvem, como o Amazon EC2, por
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exemplo. Isso faz com que o Nephele se destaque em relagao ao Dryad que é projetado
para fazer alocagao estatica dos recursos de Hardware. Entretanto, o Nephele nao suporta

optimizacoes em tempo de execucao como o Dryad.

Assim como o Dryad, o Nephele possui trés tipos de canais de comunicacao: 1)
em memoria (in memory), i) rede (network) e i) arquivo (file). Os canais de rede e
em memoria permitem uma execucao com baixa laténcia de forma que uma tarefa pode
consumir os dados de saida de outra de maneira rapida. Ja os canais de comunicac¢ao de
arquivos salvam todo o contetdo de saida de uma tarefa em arquivos temporarios antes de
passa-los para a tarefa seguinte, fazendo com que estes também funcionem como pontos
de checagem que podem ajudar nos casos em que ocorre alguma falha de execugdo. Para

persisténcia e armazenamento de dados o Nephele utiliza sistemas de aquivos distribuidos
como o HDFS.

3.3.2 PACTs

O modelo de programagao PACT é representado como um grafo de fluxo de da-
dos que contem noés de entrada, nés de saida e nés de processamento que sao chamados
Contratos de Paralelizacio (PACTs) (BATTRE et al., 2010). Este pode ser visto como
uma generalizacao do modelo de programacao MapReduce (DEAN; GHEMAWAT, 2004).
Neste modelo, programas sao implementados através do fornecimento de um cédigo se-
quencial que representa alguma tarefa especifica (chamada de func¢io do usudrio) para
algum PACT e anexando este a um fluxo de dados. Um PACT opera sobre dados do tipo

chave/valor e define propriedade da entrada e saida dos dados.

Input First-order function | Output
Contract (user code) Contract

Figura 3.7 — Componentes de um PACT.

Fonte: (BATTRE et al., 2010)

A Figura 3.7 mostra os componentes de um PACT. Podemos ver que ele é com-
posto de um Contrato de Entrada (Input Contract), uma fungao do usuério (First-order
function) e um Contrato de Saida (Output Contract), sendo que este ultimo é opcional.
O contrato de entrada define como a fungao do usuario é executada em paralelo e o con-
trato de saida define propriedades sobre os valores retornados pela funcao do usuario que

podem ajudar na optimizacao da execugao do programa.
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No processamento paralelo de dados, nao é necessario ter conhecimento de todo
o contexto do conjunto de dados para processar um elemento. Dessa forma, subconjuntos
do conjunto de dados conseguem ser processados de maneira independente um do outro.
No modelo PACTSs; esses subconjuntos sao chamados de Unidades de Paralelizagao (UP).
A quantidade de UPs é o que determina o nivel maximo de paralelizagao de uma aplicacao
uma vez que cada UP pode ser processada de forma independente. Nesse contexto, os
Contratos de Entrada sdao fungoes de segunda ordem que definem como os dados de
entrada sao mapeados em UPs e que fazem a chamada da fun¢do do usuério para cada
UP. Podem receber como entrada um tnico conjunto de dados ou multiplos conjuntos de
dados. O modelo possui cinco contratos de entrada padrao, os contratos Map e Reduce,
que recebem um unico conjunto de dados de entrada, e os contratos Cross, CoGroup
e Match, que recebem multiplos conjuntos de entrada. KEsses contratos sao descritos a

seguir:

Map opera de forma igual a etapa de map no modelo MapReduce. Este contrato con-
sidera cada par chave/valor como uma UP e, consequentemente, faz a chamada da

funcao do usuério independentemente pra cada elemento no conjunto de dados.

Reduce faz com que cada par chave/valor que possui a mesma chave sejam atribuidas &
mesma UP, de forma que os elementos no conjunto de dados sdo particionados pela
chave. Em seguida, cada UP é processada por uma instancia da funcao do usuario,
fazendo com que este contrato tenha o mesmo comportamento da etapa reduce no

modelo MapReduce.

Cross ¢ definido como o produto Cartesiano sobre os elementos dos seus conjuntos de
entrada. Apéds, a funcdo do usuario é aplicada em cada elemento resultante do

produto Cartesiano.

CoGroup particiona os elementos chave/valor de seus conjuntos de entrada de acordo
com a chave. Em seguida, os elementos que possuem a mesma chave sao atribuidos
a uma mesma UP e processada por uma mesma instancia da funcao do usuario.
Este contrato opera de forma semelhante ao Reduce, entretanto aceita multiplos

conjuntos de entrada.

Match de forma semelhante ao CoGroup, este contrato particiona os conjuntos de dados
de acordo com a chave. Entretanto, ao invés de criar uma UP para todos os valores
de uma mesma chave, este cria uma UP para cada combinacao de dois elementos
com a mesma chave e cada combinacao é processada por uma instancia da funcao
do usudrio. Neste contrato, se algum elemento chave/valor de um dos conjuntos de
dados de entrada nao tiver algum elemento com a chave correspondente no outro
conjunto, este elemento nao ¢é processado pela fungao do usuario, fazendo com que

o Match opere como uma jungao interna (inner join).
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Os cinco contratos sao representados na Figura 3.8. Na figura, as formas dese-
nhadas com linhas tracejadas representam as unidades de paralelizagdo (UPs) que cada
contrato define com base nos conjuntos de pares chave/valor de entrada. As setas indicam
como os pares nos conjuntos de entrada sao mapeados para UPs. Em seguida, cada UP

é processada de forma independente por uma instancia da fungao do usuario.

Key Fields

‘ Value Fields

1
Input Independent
Subsets Input Independent
Subsets
(b) Reduce
Input 2
[ B0 E‘IVII
_
......... Y.-.I
Independent Input 1 Independent
Subsets Subsets
(c) Cross (d) Match
Input 2
| mn]
S Y.
(D > e
l3><——’lI|lIl _____________
L Y gl S
Input 1 Independent
Subsets

(e) CoGroup

Figura 3.8 — Representacao dos cinco Contratos de Paralelizacao de Entrada do Nephe-
le/PACTs.

Fonte: (HUESKE et al., 2012)

Os contratos de saida sao componentes opcionais dos PACTs que especificam
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propriedades sobre os elementos que sao produzidos pelas fungoes do usuario. Essas
propriedades sdo definidas em termos da chave dos pares chave/valor de saida e podem ter
relacao com a chave dos pares de entrada. As propriedades nao sao forcadas pelo sistema,
elas devem ser garantidas pela funcao do usuario. Logo, erros ao definir o contrato de
saida para a funcao do usuario podem acarretar em comportamento errado ou ineficiente
do programa. Esses contratos de saida sao utilizados pelo sistema para inferir quando o
particionamento e a ordenacao das chaves deve ser mantida e, assim, fazer optimizacoes

na execuc¢ao do programa. Os quatro contratos de saida sao definidos a seguir:

Same-Key impoe que cada par chave/valor gerado pela fun¢ao do usudrio deve possuir
a mesma chave dos valores que o geraram. Dessa forma, o contrato faz com que as

propriedades de particionamento e ordem das chaves sejam preservadas.

Super-Key impde que cada par chave/valor que é gerado pela fungdo do usudrio possui
uma super chave dos pares chave/valor que o geraram. Dessa forma, a fungao

preserva o particionamento e a ordem parcial das chaves.

Unique-Key impoe que cada par chave/valor produzido pela fungao do usuario deve
possuir uma chave tnica em todo o conjunto de dados. Os pares gerados sao parti-

cionados de acordo com a chave.

Partitioned-by-Key impde que os pares chave/valor gerados pela funcdo do usuério
devem manter o mesmo particionamento das chaves. Este contrato trabalha de
forma similar a Super-Key ao fazer com que o particionamento pela chave seja

mantido, mas nao impoe nenhuma ordem dentro das partigoes.

A Figura 3.9 apresenta o exemplo da aplicacao de contagem de palavras imple-
mentada no PACTs. A implementacao de um PACT segue a mesma forma de implemen-
tacao de uma etapa no Hadoop MapReduce, de modo que cada contrato de entrada deter-
mina a interface do método a ser implementado pelo desenvolvedor e sua implementacao
segue uma logica de fluxo de controle. Dessa forma, a aplica¢ao pode ser implementada da
mesma forma em que foi implementada no Hadoop MapReduce com a implementacgao de
um contrato Map e um contrato Reduce. Assim sendo, a implementagao do Map (linhas
3 & 13) separa um texto em palavras e emite um par chave/valor com cada palavra e o
ndimero inteiro 1, e a implementagao do contrato Reduce (linhas 15 a 26) faz a soma dos
valores associados com a chave, possuindo a mesma logica de implementagao do exemplo
na Figura 3.2. O que diferencia ambas as aplicacoes ¢ a definicdo do plano de execugao,
ou fluxo de operacgoes, que deve ser determinado de forma explicita no PACTs (linhas 28
a 24). Enquanto o Hadoop MapReduce possui um modelo rigido com duas operacoes e
ordem de execucao fixas, o PACTs é flexivel ao permitir que mais operagoes sejam feitas

seguindo a ordem definida pelo desenvolvedor.



Capitulo 3. Sistemas de Processamento de Big Data 43

=~ o

o 3 O Gt

11
12
13
14
15
16

17
18
19
20
21
22
23
24
25
26
27
28
29

30
31
32
33

34
35

public class WordCount implements PlanAssembler ,

PlanAssemblerDescription {

public static class TokenizeLine extends MapStub {
public void map(PactRecord record, Collector<PactRecord> collector)

{

String line = record.getField (0, PactString.class).getValue();

String [] words = line.split(" ");

for (String w : words ) {
PactString word = new PactString(w);
PactInteger one = new PactInteger(1);
collector . collect (new PactRecord (word, one));

}
}
}

public static class CountWords extends ReduceStub {
public void reduce(Iterator <PactRecord> records, Collector<
PactRecord> collector) throws Exception {
PactString word = null;

int sum = 0;
for (PactRecord val : records) {
word = word != null ? word : val.getField (0, PactString.class);

sum += val.getField (1, PactInteger.class).getValue();
}
PactInteger count = new PactInteger (sum);
collector . collect (new PactRecord (word, count));

}
}

public Plan getPlan(String ... args) {

FileDataSource source = new FileDataSource(TextInputFormat.class ,
datalnput, "Input Lines");

MapContract mapper = MapContract. builder (TokenizeLine. class).input (
source ) ;

ReduceContract reducer = new ReduceContract.Builder (CountWords. class
, PactString.class, 0).input(mapper).build();

FileDataSink out = new FileDataSink (RecordOutputFormat.class , output
, reducer , "Word Counts");

return new Plan(out, "WordCount Example") ;

Figura 3.9 — Exemplo de aplicagao de contagem de palavras no Nephele/PACTs.
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3.3.3 Compilacdo e Execucao

O processo de execucao de um programa PACT pode ser dividido em duas etapas.
Na primeira, o programa PACT é passado para um compilador que gera a partir dele uma
DAG no modelo do sistema Nephele. Essa DAG possui vértices e arestas e representa
de maneira simplificada o fluxo de dados que serao executados em paralelo. Nela, cada
vértice possui uma das fungoes do usuario especificada no programa junto com o cédigo
do PACT utilizado. O codigo do PACT é responsavel por fazer o pré-processamento dos
dados de entrada de forma a deixa-los na forma da UP definida pelo contrato de entrada.
As arestas definem os canais de comunicacao que sao utilizados para transportar os dados

entre as fungoes do usuario.

Dada as caracteristicas declarativas dos contratos, o compilador pode utilizar
diferentes estratégias de execugao que levam em consideracao informagoes como o tamanho
dos dados e particionamento para uma melhor optimizagao. Essas optimizacoes podem
ser a nivel de um tnico PACT, como definir uma melhor estratégia para a criacao das UPs
que serao processadas pela funcado do usuario, como também em multiplos PACTs que
estdo no programa, como definir que o particionamento e ordenacao dos dados devem ser
mantidos entre dois PACTs, por exemplo. Apds essa etapa de compilagdo e optimizacao,

a DAG resultante é processada no sistema Nephele.

Na segunda etapa, o sistema Nephele estende a DAG para execucao em paralelo.
Nesse processo, sao criadas multiplas instancias dos vértices da DAG. O nimero de instan-
cias dos vértices pode variar de acordo com os parametros de configuracao, como o nivel de
paralelismo, e as estratégias de cada contrato. Os canais de comunicagao associados aos
vértices também precisam ser multiplicados. A forma de fazer essa multiplicacao também
depende das configuragoes e estratégias definidas nos codigos dos contratos de entrada e
salda do vértice. De maneira geral, a estratégia de execugao do programa PACT depende

do padrao de conexao entre as subtarefas, cédigo do PACT e canais de comunicacao.

3.4 Flumelava e Apache Beam

FlumeJava (CHAMBERS et al., 2010) é um sistema proposto pela Google que
oferece uma interface de alto nivel para o desenvolvimento de aplica¢oes de processamento
em paralelo de dados. Foi projetado como uma biblioteca Java centrada no conceito de
colegoes paralelas, que oferecem uma abstragao para a forma em que dados distribuidos sao
representados sem ser necessario ter conhecimento sobre detalhes de baixo nivel, como
a distribuicao fisica dos dados, particionamento e formatacao. Colecoes paralelas dao
suporte a uma série de operacoes paralelas que podem ser compostas para criar opera-
¢Oes mais complexas e desenvolver aplicacoes que requerem uma sequéncia de operacoes

(conhecidas como pipelines).
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O FlumeJava foi criado como uma alternativa ao MapReduce (DEAN; GHE-
MAWAT, 2004), que possui um modelo restrito que faz com que as aplicagoes tenham
que ser desenvolvidas em duas etapas fixas, map e reduce. Dessa forma, aplicagoes mais
complexas, que exigem um maior nimero de operagoes, precisam ser desenvolvidas como
uma sequéncia de varias aplicagoes MapReduce. O FlumelJava simplifica o desenvolvi-
mento de pipelines ao permitir que varias operagdes possam ser feitas em uma tunica

aplicacgao.

Posteriormente, o FlumeJava foi incorporado ao Modelo Dataflow (AKIDAU et
al., 2015) da Google. Este modelo unificou os conceitos de processamento de dados do
FlumeJava com os conceitos de processamento de fluxo continuo de dados (stream pro-
cessing) do MillWheel (AKIDAU et al., 2013), também proposto pela Google. O Modelo
Dataflow possui uma implementagao de c6digo aberto chamada Apache Beam (BEAM,
2016). Este permite que programas de processamento de dados sejam escritos em lin-
guagem Java, Python e Go, além de permitir que os programas sejam executados em

diferentes plataformas de execucao.

3.4.1 Conceitos

Vamos apresentar os principais conceitos do FlumeJava utilizando a nomenclatura
utilizada pelo Apache Beam, uma vez que este é a implementacao mais atual deste modelo.

O Apache Beam é centrado em trés classes e conceitos principais:

Pipeline classe que encapsula todo o processamento dos dados, o que inclui a leitura dos
dados de entrada, aplicacao de operacgoes e a escrita dos dados de saida. Todas as

aplicacoes Apache Beam devem criar ao menos um objeto Pipeline.

PCollection classe que representa conjuntos de dados distribuidos (colegoes paralelas)
que sao processados em pipelines. Geralmente, um pipeline é iniciado com a criagao
de um objeto PCollection a partir da leitura dos dados de alguma fonte e, a par-
tir deste, novos objetos PCollection sao criados através da aplicagoes de operagoes.
Uma PCollection possui as caracteristicas de ter seus elementos com um tipo especi-
fico, serem imutéveis (ap6s criada, nenhum elemento pode ser adicionado, removido
ou alterado), ndo permitir acesso aleatério a seus elementos e poder ter um niimero

limitado (batch processing) ou ilimitado (stream processing) de elementos.

PTransform classe que representa uma operagao de processamento de dados (operagoes
paralelas, que no Apache Beam sao chamadas de transformagoes) no pipeline. Uma
transformacao pode receber um ou mais objetos PCollection como entrada, realizar
algum processamento em paralelo com os dados contidos nessas colegoes e produzir

zero ou mais objetos do tipo PCollection como saida.
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De maneira geral, uma aplicagdo Apache Beam ¢ iniciada com a criacao de um
objeto Pipeline e a criacao de um ou mais objetos PCollection iniciais, que leem dados de
alguma fonte externa. Entao, sdo aplicadas uma série de transformacoes até uma ultima

que escreve os resultados da execuc¢ao do pipeline em alguma fonte de dados externa.

3.4.2 Transformacoes

O Apache Beam oferece seis transformacoes primitivas e uma série de outras que

sao construidas a partir dessas. As transformagoes primitivas sdo descritas a seguir:

ParDo (parallelDo no FlumeJava) é a transformacdo mais basica do Apache Beam. Ela
permite que seja feita alguma computacao sobre os elementos de um PCollection de
entrada para a geragao dos elementos de um PCollection de saida, se assemelhando a
etapa de map no modelo MapReduce. Esta computacao é feita através da aplicagao
de uma funcao fornecida pelo desenvolvedor, representada por um objeto DoFn que
encapsula algum processamento, que recebe um elemento da cole¢ao de entrada e
produz zero ou mais elementos da colecdo de saida. E a partir desta transformacao

que operacoes basicas de mapeamento e filtragem, por exemplo, sao implementadas.

GroupByKey ¢ a transformacio que permite o processamento de colegoes que possuem
elementos do tipo chave/valor. Esta operacao captura a esséncia da etapa de shuffie
do modelo MapReduce, pois recebe como entrada uma PCollection de elementos
chave/valor (representados pela classe KV que representa uma tupla contendo uma
chave e um valor associado a ela), e gera como saida uma PCollection contendo
elementos do tipo chave/valor em que o valor é uma colegdo contendo todos os

valores que eram associados com uma chave tinica na PCollection inicial.

CoGroupByKey ¢ a transformagao que realiza uma jungao relacional entre duas cole-

¢oes do tipo chave/valor que possuem a chave do mesmo tipo.

Combine é a transformagao que realiza a combinagdo (ou agregagao) de elementos de
uma colecdo em um unico valor. Pode ser utilizada de duas formas distintas. A
primeira, é para combinar todos os elementos de uma PCollection em um tnico
elemento. A segunda forma é para combinar os valores associados a uma chave em
um PCollection do tipo chave/valor. A combinagdo dos elementos ¢ feita através
de uma funcao fornecida pelo desenvolvedor que deve respeitar as propriedades de
associatividade e comutatividade (BEAM, 2016). Essa operagao se assemelha as
etapas Combine e Reduce do modelo MapReduce, pois inicialmente os elementos
sdo combinados de forma parcial, respeitando a sua localizacao fisica (combine), e

depois os resultados intermedidrios sao combinados em um tnico valor (reduce).
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Flatten ¢é a transformacao que recebe como entrada dois ou mais objetos PCollection
que compartilham elementos do mesmo tipo e retorna um tnico objeto PCollection

contendo a uniao de todos os elementos das colegoes de entrada.

Partition ¢é uma transformacgido que opera de forma contraria a transformacao Flatten,
recebe uma PCollection como entrada e divide o seu contetiddo em um niimero fixo de
cole¢bes menores. A divisao dos elementos é feita a partir de uma funcgao fornecida
pelo desenvolvedor que determina como os elementos serao distribuidos nas outras

colegoes.

A partir dessas seis transformagoes primitivas o Apache Beam fornece uma sé-
rie de operacoes derivadas comumente encontradas em outros sistemas, como operacoes
de selecdo, agregacao e ordenacao. Além de permitir que varias transformacoes sejam

compostas para que sejam criadas transformacoes mais complexas.

A Figura 3.10 apresenta o exemplo da aplicagdo de contagem de palavras no
Apache Beam. A aplicagdo é iniciada com a criagdo de um Pipeline (linha 2) e de um
PCollection inicial com a leitura do conjunto de dados de entrada (linha 4). Primeira-
mente, é aplicada a transformacao ParDo para separar as linhas do texto em palavras e
depois emitir para cada palavra um objeto chave/valor (KV) em que a chave é a palavra
e o valor o nimero inteiro 1. Em seguida, é aplicada a transformacao GroupByKey para
agrupar os valores associados a cada chave (linha 16). Por tltimo, ¢é aplicada a transfor-
macao Combine para somar o grupo de valores associados com cada chave, que resulta

na quantidade de vezes em que cada palavra aparece.

3.4.3 Avaliacdo Diferida, Optimizacao e Execucdo

De forma a permitir uma execugao optimizada de pipelines, o Apache Beam (as-
sim como o FlumeJava) executa suas operagoes de maneira tardia (lazy) utilizando uma
avaliacao diferida (deferred evaluation). Nesse tipo de avaliacdo, cada objeto PCollection
no pipeline é marcado internamente como diferido (ainda nao computado) ou materia-
lizado (computado). Cada colegdo marcada como diferida possui uma referéncia para
a transformacao que gerou ela. Por sua vez, cada transformagao diferida possui refe-
réncias para as suas colegoes de entrada. O resultado dessas referéncias entre colecoes e

transformacoes nao computadas é uma DAG que forma um plano de execugdo do pipeline.

Antes de ser executado, o plano de execucgao do pipeline é passado por um processo
de optimizacao que inclui a fusao de transformacoes do tipo ParDo, de modo a reduzir o
numero de etapas na execuc¢ao, a combinacao de operacoes ParDo, GroupByKey, Combine
e Flatten em um programa MapReduce e a fusdao dos programas MapReduce gerados.
Uma vez optimizado, o plano é entao executado seguindo a ordem topologica da DAG. O

FlumelJava foi projetado para seguir uma forma de execugao em programas MapReduce,
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PipelineOptions options = PipelineOptionsFactory.create () ;
Pipeline p = Pipeline.create(options);

PCollection<String> lines = p.apply (TextIO.read () .from("hdfs://path"));

PCollection<KV<String , Integer>> words = lines.apply (ParDo. of (new DoFn<
String , KV<String , Integer >>() {
QProcessElement
public void processElement (ProcessContext c¢) {
String [] words = c.element().split (" ");
for (String word : words) {
c.output (KV.of (word, 1));

}
1)

PCollection<KV<String , Iterable<Integer>>> groups = words.apply (
GroupByKey.<String , Integer>create());

PCollection<KV<String , Integer>> counts = groups.apply(
Combine.<String , Integer>groupedValues(
new Sum.SumlIntegerFn()));

counts.apply (TextIO. write ().to("wordcounts")).run().waitUntilFinish () ;

Figura 3.10 — Exemplo de aplicacao de contagem de palavras no Apache Beam.

mas uma vez que seu modelo de programacao é independente do MapReduce, este pode

ser executado em diferentes sistemas de processamento de dados.

No Apache Beam foi apresentado o conceito de executores (runners), que separa
os pipelines da plataforma que vai executa-los. Estes fazem com que um pipeline possa
ser desenvolvido totalmente independente de onde vai ser executado e a0 mesmo tempo
permite que este seja executado em varios sistemas de processamento de dados diferentes.
Atualmente, o Apache Beam possui runners para diferentes sistemas como o Google Clud

Dataflow, Apache Spark, Apache Flink e o Apache Hadoop, além de outros.

3.5 Apache Spark

O Apache Spark é um framework de propédsito geral para processamento para-
lelo de dados em cluster de computadores (SPARK, 2019). Spark foi criado como uma
alternativa ao modelo MapReduce ao oferecer processamento em memoria (ZAHARIA et
al., 2010). Este é mais adequado para aplicagoes iterativas, como algoritmos de aprendi-
zagem de maquina, e analises interativas, como consultas exploratérias em conjuntos de
dados, que sao limitacoes no modelo MapReduce uma vez que esse escreve os resultados
de cada etapa em disco. Spark permite que aplicagoes de Big Data sejam escritas nas
linguagens de programacao Scala, Java, Python e R. Além disso, Spark oferece bibliote-

cas proprias para trabalhar com dados estruturados utilizando uma API com estilo SQL
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(SparkSQL), aprendizado de maquina (MLIib), processamento de fluxo continuo de dados
(Spark Streaming) e processamento de grafos (GraphX) (SPARK, 2019).

A principal abstracao do modelo de Spark é o Resilient Distributed Dataset
(RDD), uma colecao de dados particionados nos computadores de um cluster que po-
dem ser processados em paralelo (ZAHARIA et al., 2012). Um RDD é tolerante a falhas,
o que significa que suas parti¢oes podem ser reconstruidas caso ocorra alguma falha no
processo de execugao. Para isso, RDDs utilizam um sistema de linha do tempo que ras-
treia a sequéncia de operagoes que devem ser executadas para reconstruir uma partigao

quando dados sao perdidos.

Uma aplicagdo Spark é um programa (comumente chamado de Driver) que exe-
cuta uma funcdo principal contendo uma sequéncia de operacoes em RDDs. O Dri-
ver entao se conecta com o cluster para executar essas operagoes em paralelo (SPARK,
2019). No Driver deve ser criado um contexto Spark (SparkContext), que é responsavel
por gerenciar informagoes internas da aplicagao e se conectar com o cluster (GANELIN
et al., 2016). Inicialmente um RDD pode ser criado de duas formas: i) ao referenciar
um conjunto de dados em algum sistema de armazenamento, como o sistema de arquivos
distribuidos HDF'S, por exemplo; ou i) ao paralelizar no cluster alguma cole¢ao de dados
do Driver, como listas e arrays (SPARK, 2019). A partir desses RDDs iniciais é possivel
aplicar uma série de operagoes Spark para compor uma aplicacdo de processamento de

dados.

3.5.1 Operacoes

Operagoes em Spark podem ser classificadas de duas formas de acordo com o tipo
dos seus resultados: transformacoes e acoes. Transformagcodes sao o grupo de operagoes
que criam novos RDDs a partir de outros ja existentes (SPARK, 2019). Em Spark,
transformagoes sao avaliadas de maneira tardia (lazy evaluation) (ZAHARIA et al., 2010),
de modo que elas s6 sao computadas quando necessario. Dessa forma, quando uma
transformacao é chamada ela nao é computada de fato, mas sua operagao é registrada
para ser realizada posteriormente. Muitas das operagoes de Spark recebem fungoes como
parametro de entrada e aplicam essas fungoes sobre os elementos do RDD para gerar
os elementos do novo RDD. Além disso, exite um grupo de transformacgoes que s6 sao
habilitadas em RDDs de tuplas chave/valor (operagoes que geralmente terminam com
o sufixo byKey). Essas transformacoes operam sobre os valores agrupados pela chave.

Algumas das principais transformagoes de Spark sao descritas a seguir:

map mapeia cada item do RDD para um novo valor com base em uma func¢ao de trans-

formacgao passada como parametro e retorna um novo RDD com os valores gerados.
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flatMap opera de forma semelhante ao map, mas a fun¢do passada como parametro pode
mapear um item para zero ou mais novos valores e o RDD resultante possui todos
os valores gerados. Essa transformacao é semelhante a etapa de Map no modelo
MapReduce.

filter filtra os itens do RDD com base em uma funcao de predicado passada como para-
metro. O RDD resultante possui todos os itens que foram avaliados como verdadeiro

pela funcao.

groupByKey agrupa os itens de um RDD de tuplas chave/valor com base na chave, de
forma que o RDD resultante possui tuplas com chave e uma cole¢do com os valores
que tinham a chave em comum. Essa transformagao possui o mesmo comportamento
da etapa de shuffle do modelo MapReduce.

reduceByKey agrega os itens de um RDD de tuplas chave/valor com base na chave
através de uma funcao de agregacao passada como parametro. Essa funcao recebe
dois valores como entrada e retorna um novo valor do mesmo tipo como saida. O
RDD resultante possui tuplas chave/valor em que o valor é a agregacao de todos os

valores que eram associados com essa chave.

aggregateByKey também agrega os itens de um RDD de tuplas chave/valor com base
na chave, mas possui um comportamento mais genérico que o reduce ByKey ao per-
mitir que os valores sejam agregados para um tipo diferente. Para isso, essa trans-
formacao recebe como parametro um valor inicial do novo tipo, uma funcao que
agrega um valor do novo tipo com um valor do tipo antigo e uma fungao que agrega

dois valores do novo tipo.
distinct retorna um novo RDD que contem apenas elementos distintos do RDD inicial.

union produz a uniao do contetido de dois RDDs de modo que o RDD resultante possui
todo o contetido dos dois RDDs. Essa operacao ¢ semelhante a operacao de uniao
de conjuntos mateméaticos, entretanto ela nao garante que o RDD resultante nao
vai ter elementos repetidos, fazendo com que seja necessario chamar a operacao
distinct para garantir essa propriedade. Spark também possui as transformacgoes
subtract e intersect que sao baseadas nas operacoes de diferenca e intersecao de
conjuntos matematicos, sendo que esta ultima garante que o RDD resultante nao

possui elementos duplicados.

join realiza a jungao entre dois RDDs de tuplas chave/valor em que as chaves sao do
mesmo tipo. O RDD resultante possui tuplas chave/valor em que o valor é uma

tupla contendo valores dos dois RDDs iniciais que possuiam a chave em comum.

sortByKey ordena os itens de um RDD de tuplas chave/valor de acordo com a chave. O

RDD resultante pode ter seus itens ordenados de forma ascendente ou descendente.



Capitulo 3. Sistemas de Processamento de Big Data 51

repartition reorganiza os itens do RDD em um novo ntimero de partigoes que pode
ser maior ou menor que o numero inicial. Essa reorganizacao ¢é feita de maneira
aleatéria e todos os itens sao redistribuidos através da rede. O RDD resultante
possui o mesmo conteido que o RDD inicial, mas com uma distribuicao de particoes

diferente.

coalesce opera de forma semelhante ao repartition, mas quando o novo niimero de par-
ticoes ¢ menor que o inicial, ela une partigdoes que estao em um mesmo computador

no cluster ao invés de redistribuir os dados na rede.

Transformagdes podem ser estreitas (narrow) ou amplas (wide) dependendo do
grau de distribuigdo dos conjuntos de dados (ZAHARIA et al., 2012). Transformacoes
estreitas sdo aquelas em que cada particaio do RDD de origem s6 é utilizada por no
maximo uma particao do RDD novo gerado pela operacao. Operagdoes como map, flatMap
e filter sao exemplos de transformagoes estreitas. Ja transformacoes amplas sao aquelas
em que cada particio do RDD de origem é utilizada para criar multiplas parti¢oes do
novo RDD. Geralmente, esse tipo de transformacao opera sobre conjuntos de dados de
tuplas chave/valor que precisam ter seus dados agrupados por chave, como as operagoes
reduceByKey e join, por exemplo. Esse tipo de operagao causa uma reorganizagao dos
dados no cluster de modo a agrupar valores que possuem uma mesma chave em uma
mesma partigdo. Assim como no modelo MapReduce, essa reorganizacao nos dados é
chamada de shuffle. Esse mecanismo envolve copiar e enviar dados entre os nés do cluster,
fazendo com que seja um processo complexo e custoso (SPARK, 2019). A Figura 3.11
mostra uma representagao de uma transformagao estreita (Narrow Transformation) e uma
transformagao ampla ( Wide Transformation). Nela as setas pretas indicam a dependéncia
entre partigoes do RDD de origem (na parte de cima da figura) e as parti¢gdes do RDD

resultante da transformagao (na parte de baixo da figura).

O segundo grupo de operacoes Spark sao as agoes. Diferentemente das transfor-
magoes, acoes retornam valores que nao sao RDDs para o Driver ou escrevem o contetido
do RDD em algum sistema de armazenamento. Uma vez que as agoes resultam em resul-
tados concretos, essas sdo as operagoes que disparam a execucao das transformacoes uma
vez que estas s6 sdo avaliadas quando necessario (lazy evaluation). Com esse sistema, o
Spark consegue optimizar a execugao das aplicagoes ao executar transformacgoes estreitas
em um mesmo processo (pipeline) e criar diferentes estigios para operagoes amplas que
desencadeiam o processo de shuffle (ZAHARIA et al., 2012). Algumas das principais

agoes sao descritas a seguir:

reduce agrega os elementos de um RDD em um tnico valor através de uma fungao de
agregacao passada como parametro. Esta funcao recebe dois valores e retorna um

valor do mesmo tipo. Devido a sua execucao em paralelo, a func¢ao passada como
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Narrow Wide
Transformation Transformation
rdd.map(f) rdd.reduceByKey(f)

Figura 3.11 — Representacao de transformacao estreita e ampla.

parametro deve respeitar as propriedades de comutatividade e associatividade para

que o resultado seja computado de forma correta.
collect retorna todo o conteido do RDD como uma array para o programa Driver.
count retorna o niimero de elementos no RDD.

saveAsTextFile escreve o conteido de um RDD para arquivos em algum sistema de
arquivos. O contetido do RDD é salvo em varias partes de acordo com o seu niimero

de parti¢oes. O conteido pode ser salvo em sistemas de arquivos distribuidos como
o HDFS (SHVACHKO et al., 2010).

Uma vez que RDDs sao computados apenas quando uma acao ¢ chamada, se um
RDD for utilizado por mais de uma agao, este vai ser computado novamente para cada
chamada. Para evitar esse tipo de repeticao, Spark permite que um RDD seja persistido
de tal modo que ele é computado apenas uma tnica vez, com a chamada da primeira
acao, e seu conteudo é salvo para ser utilizado de forma direta nas agoes subsequentes.
Spark permite diferentes niveis de persisténcia, como persisténcia em memoria, em disco

ou em ambos, além de permitir que os dados sejam serializados ou nao.

A Figura 3.12 apresenta o exemplo de uma aplicacdo de contagem de palavras
no Apache Spark. A aplicagdo é iniciada com a leitura de um conjunto de dados na linha
1. Em seguida, é feita a aplicacao da transformacao flatMap que separa cada linha de
texto em palavras (linha 2). O RDD com palavras ¢ transformado em um RDD do tipo
chave/valor com a aplicagdo da transformagao map que gera pares chave/valor em que a
chave ¢ a palavra e o valor o nimero inteiro 1 (linha 3). A contagem de palavras ¢ feita

com a aplicacao da transformacao reduce ByKey que agrupa os valores por chave e depois
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aplica uma func¢ao associativa que soma todos os valores e que resulta na frequéncia de
cada palavra (linha 4). A aplicagdo ¢ finalizada com a chamada da agao saveTextFile que

executa as transformagoes e salva o seu conteido (linha 5).

val texts = sc.textFile("hdfs://...")

val words = texts.flatMap(line => line.split(" "))
val pairs = words.map(word => (word, 1))

val counts = pairs.reduceByKey((a, b) => a + b))

counts.saveAsTextFile("hdfs://...")

Figura 3.12 — Exemplo de aplicagao Spark de contagem de palavras.

3.5.2  Variaveis Compartilhadas

O modelo de computacao paralela de Spark requer que cada né no cluster tenha
copias dos processos que serao executados. Logo, funcao e valores passados como para-
metros para as operacoes Spark devem ser copiados e enviados entre os nés dos cluster.
Em situagoes em que o cluster possui um grande niimero de computadores ou o tamanho
das varidveis é grande, esse processo pode ser custoso devido ao grande nimero de copias

e transferéncias que precisam ser feitas.

Além disso, uma vez que cada né do cluster possui cépias locais dessas varia-
veis, qualquer modificagao feita em alguma variavel nao é propagada de volta para o
Driver (SPARK, 2019). Esse comportamento livre de efeitos colaterais ¢ o desejado na
maioria dos casos, entretanto certos tipos de aplicagoes podem requerer que modificagoes
em varidveis sejam propagadas para o Driver. Exemplos de aplicagoes desse tipo sao
as aplicagoes iterativas que utilizam uma variavel para controlar o nimero de iteragoes.
Visando resolver esses dois tipos de problemas, o Spark fornece dois tipos de variaveis
compartilhadas, as varidveis de transmissao (Broadcast Variables) e os acumuladores (Ac-
cumulator) (ZAHARIA et al., 2010).

Quando uma variavel é copiada e enviada para um ndé no cluster, esta nao é
copiada uma unica vez para cada nd, mas sim um numero de vezes igual ao nimero
de tarefas (tasks) que serao executadas no né, em que o numero de tarefas depende do
numero de partigoes do RDD. Isso significa que cada né do cluster possui varias copias
de uma mesma variavel, algo que é custoso em casos de muitas tarefas e varidveis com
tamanho pesado. As variaveis de transmissao sdo o meio fornecido por Spark para evitar
um numero alto de copias de uma variavel e reduzir a sobrecarga que estas causam. Com
uma variavel de transmissao, ao invés de Spark criar uma cépia para cada tarefa que vai
ser executada no né, Spark cria uma Unica coépia no né e permite que diferentes tarefas
tenham acesso a essa copia (SPARK, 2019). Uma vez que varidveis de transmissao sao

acessadas por diferentes processos, essas nao podem ser modificadas.
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Acumuladores sao variaveis que podem ser modificadas, através de operacoes que
adicionam novos valores a elas, e ter seus valores propagados dos nés do cluster para o
Driver. Uma vez que acumuladores sao modificados de forma paralela, eles suportam
apenas operagoes comutativas e associativas (SPARK, 2019). Geralmente, acumuladores
sao utilizados para implementar contadores que sdo atualizados nos nés do cluster e

utilizados no Driver.

3.5.3 Cluster Spark

Quando um programa Driver se conecta com o cluster para executar uma aplica-
¢ao, este interage com o gerenciador do cluster (Cluster Manager), trabalhadores ( Wor-
kers) e processos executores (Ezecutors). A interacdo entre o Driver e o cluster é re-
presentada na Figura 3.13. O gerenciador do cluster é responsavel por coordenar os
computadores do cluster (nds) e alocar os seus recursos, como CPU e meméria. Spark
possui um gerenciador de cluster préprio (Standalone Cluster), mas também permite que
outros gerenciadores sejam utilizados, como o Hadoop Yarn (HADOOP, 2019) e o Apache
Mesos (MESOS, 2019). Os outros componentes sao agnosticos com relagao ao gerenciador

do cluster, significando que o gerenciador utilizado nao faz diferenca para eles.

Driver

Spark Context

Worker Node Worker Node

Executor Executor

Figura 3.13 — Visao geral do cluster.

Os trabalhadores sao os nés do cluster que executam processos executores e tare-
fas (GANELIN et al., 2016). Cada né possui uma quantidade fixa de recursos que podem
ser utilizados pelos executores. Cada processo executado possui uma instancia da Java
Virtual Machine (JVM) e encapsula uma quantidade limitada dos recursos do né para
ser utilizado na execucao de tarefas. O nimero de executores e a quantidade de recursos
alocados para eles sao parametros escolhidos quando uma aplicacao é submetida para
execucao no cluster. A forma em que o cluster é configurado para executar uma aplicacao
tem um impacto direto em seu desempenho (GANELIN et al., 2016).
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3.5.4 Execucao

Quando uma aplicacao é submetida para execucao, o programa Driver se comu-
nica com o gerenciador do cluster para requisitar recursos para ela ser executada (GANE-
LIN et al., 2016). Para cada a¢do chamada na aplicagao, é criado um job que possui um
plano de execucao com base nas operacoes chamadas nos RDDs. Esse plano de execucao
é representado como uma DAG de transformacoes que precisam ser computadas para que
a acao seja executada. Essa DAG representa a “linha do tempo” que é utilizada por Spark

para rastrear as operagoes que precisam ser re-executadas em casos de falha.

Como forma de optimizacao, a DAG é separada em estagios. O ntimero de estagios
depende do nimero de transformagoes amplas que sao feitas na aplicagdo. Transforma-
¢Oes estreitas que sdo executadas em sequéncia sao agrupadas em um mesmo estagio e
transformacoes amplas que requerem um processo de shuffle geram estagios diferentes.
Cada estagio é entao separado em tarefas para serem executadas nos processos executores.
O ntmero de tarefas depende do ntimero de parti¢es do RDD e cada tarefa é processada
no mesmo n6 em que sua partigao estd alocada (GANELIN et al., 2016). Todas as tarefas
executam uma mesma opera¢ao em particoes diferentes no cluster e seus resultados sao
unificados posteriormente em um tinico RDD (GANELIN et al., 2016).

3.6 Discussoes

Os modelos e sistemas para processamento paralelo de Big Data apresentados
possuem uma série de diferengas e semelhancas. Uma vez que nosso foco é principalmente
no modelo de programacao, vamos comparar os sistemas apresentados em trés aspectos:

fluxo de dados, abstracoes e interface de programacao.

O MapReduce que é implementado pelo Apache Hadoop apresenta o modelo mais
simples de todos ao sintetizar o programa em duas fungoes fixas de Map e Reduce, que
consomem e produzem pares chave/valor como entrada e saida. Como dito anteriormente,
esse modelo se apresenta muito limitado para representar cargas de trabalho mais comple-
xas que podem exigir uma quantidade maior de operagoes que nao podem ser expressas
em um unico programa MapReduce. Dessa forma, todos os outros sistemas apresentados
neste trabalho possuem modelos mais flexiveis que nao limitam a quantidade de operacoes

em uma aplicacao.

No Dryad, programas sao representados como grafos aciclicos orientados (DAG)
em que cada vértice executa uma func¢ao definida pelo desenvolvedor. Cada vértice pode
receber um numero arbitrario de entradas e produzir um nimero arbitrario de saidas.
Essa caracteristica faz com que o Dryad tenha o modelo mais flexivel de todos. Apesar
disso, esse modelo aumenta a complexidade do desenvolvimento porque exige que todo o

fluxo de dados da aplicacao seja definido de maneira explicita pelo desenvolvedor. Para
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simplificar o desenvolvimento nesta plataforma, o DryadLINQ adiciona uma camada de
abstragao sob o Dryad. Nele, um conjunto de dados distribuidos é abstraido como uma
tnica cole¢ao (DryadTable) que pode ser manipulada através de uma grande quantidade
de operagoes de alto nivel (LINQ). No DryadLINQ, um programa é definido através de
uma sequéncia de operacoes sobre colegoes que tem origem em alguma fonte de dados,
como algum sistema de arquivos distribuidos ou banco de dados SQL. Este programa
é, entao, compilado de maneira eficiente para uma DAG do Dryad, fazendo com que o

desenvolvedor nao tenha que definir o fluxo de dados manualmente.

O sistema Nephele opera de forma semelhante ao Dryad em termos de modelo
de programacao, de forma que seus programas também sao representados como DAGs e
seus vértices sao fungoes definidas pelo usuario. Os PACTs adicionam uma camada de
abstragao sob o Nephele ao expandir o fluxo de dados e operagoes do modelo MapReduce.
Um PACT é definido por um contrato de entrada, que define o tipo de operacao que sera
realizada ao indicar como os dados de entrada sdo representados, uma fun¢ao definida
pelo desenvolvedor que processa esses dados, e um contrato opcional de saida, que define
propriedades sobre os resultados da funcao que podem ser utilizadas no processo de op-
timizagdo. Um programa é definido como uma sequéncia de PACTs que operam sobre
conjuntos de dados do tipo chave/valor. Um programa PACTs é, entao, compilado para

uma DAG optimizada para ser executada no sistema Nephele.

O FlumeJava foi proposto como uma interface de alto nivel que simplificava o
desenvolvimento de pipelines (sequéncias de operagoes) no modelo MapReduce. Este deu
origem ao Apache Beam, que expandiu os conceitos do FlumeJava para uma interface
unificada que permite o desenvolvimento de pipelines em diferentes sistemas para proces-
samento de Big Data. No Apache Beam, um conjunto de dados distribuidos é abstraido
como uma tnica cole¢ao (PCollection). Essa colegao é processada através de operagoes
que transformam uma colegao em outra (PTransform). Um programa (Pipeline) é defi-
nido a partir de uma cole¢ao de dados iniciais, gerados a partir de alguma fonte de dados,
uma sequéncia de transformagoes sobre essas cole¢oes e uma operacao final que salva os
resultados do processamento em alguma fonte externa. O plano de execucao de um pro-
grama no Apache Beam forma uma DAG que é definida a partir das dependéncia entre
transformacoes que precisam ser executadas para computar uma colecdo. Essa DAG é
utilizada pelo Apache Beam para definir um plano de execucao em diferentes plataformas

(Runners).

O Apache Spark tem como principal abstracdo o RDD. Este representa um con-
junto de dados particionados que podem ser processados em paralelo. RDDs sao proces-
sados através de dois tipos de operagoes: transformacoes e agoes. Transformacoes sao
operacoes que geram novos RDDs a partir de outros. Ja ac¢des sdo operacoes que geram

algum resultado diferente de um RDD, como resultar em algum valor agregado ou salvar
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o conteido do RDD em alguma fonte externa. No Spark, transformagoes sao avaliadas
de forma tardia (lazy), de forma que s6 sao computadas apds a chamada de alguma agao.
Dessa forma, uma aplicacao Spark é definida a partir de um conjunto de RDDs iniciais,
que sao criados a partir de alguma fonte de dados, uma sequéncia de transformacoes em
RDDs e uma acao que finaliza o processamento. Essa sequéncia de operagoes é repre-
sentada como uma DAG que forma um plano de execugao baseado na dependéncia entre

transformacgoes.

Com excecao do modelo MapReduce, todos os modelos apresentados tem seus
programas representados através de DAGs. De maneira geral, os vértices representam
operagoes que fazem algum tipo de processamento no conjunto de dados. Os resultados
do processamento de um vértice sao passados para os seguintes até chegar ao ultimo que
finaliza o processamento. A forma em que os dados sao transportados entre os vértices
(operagoes) pode variar de acordo com o sistema. No Dryad e Nephele/PACTs, os dados
sao transportados através de canais de comunicagao, que sao formas de armazenamento
intermediario para o qual um vértice 1é os dados de entrada e escreve os dados de saida.
Ja o DryadLINQ, Apache Beam e Apache Spark, optaram por criar uma abstracao para
conjuntos de dados distribuidos e representar um programa através de operagoes que vao
fazendo transformacgoes nesses conjuntos de dados. Dessa forma, ¢ possivel dizer que o
DryadTable (DryadLINQ), PCollection (Apache Beam) e RDD (Apache Spark) possuem

conceitos analogos.

Com relacao a interface de programacao, os sistemas Dryad e o Nephele ofere-
cem um modelo flexivel ao permitir que operacgoes possam ser definidas sem nenhuma
interface fixa. Dessa forma, operagoes definidas pelo desenvolvedor podem receber um
numero arbitrario de entradas e produzir um nimero arbitrario de saidas. Além disso, a
comunicag¢ao entre operacoes deve ser definida de maneira explicita, o que pode dificultar
a programacao. Os outros sistemas optaram por fornecer interfaces de alto nivel em que
as operacoes possuem um tipo de entrada, processamento e saida bem definidos. Esse tipo
de interface simplifica o desenvolvimento porque permite que o desenvolvedor se foque em
operacoes mais especificas e nao exige que ele administre detalhes de baixo nivel, como

adequar o tipo de saida de uma operagao com a entrada de outra.

Ao analisar as operagoes disponiveis em cada sistema, é possivel ver que existem
varias semelhangas em relagido aos tipos de operagoes. A Tabela 3.1 apresenta uma com-
paragao entre os tipos de operacoes disponiveis nos sistemas. Na tabela, as operacoes sao
classificadas como: Mapeamento, que representa operacoes que mapeiam um valor para
outros a partir de alguma func¢ao de transformacao; Filtragem, que representa operagoes
que removem valores de uma colecao com base em algum predicado; Agrupamento, que
representa operagoes que agrupam valores com base em uma chave; Agregagdo, que repre-

senta operagoes que sintetizam um grupo de valores em um tnico valor; Conjuntos, que
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representa operagoes que sao inspiradas nas operacoes de conjuntos matematicos; Juncao,
que representa operacoes que fazem uma juncgao relacional entre dois conjuntos de dados;

e Ordenacao, que representa operacgoes que ordenam os valores do conjunto de dados.

Tabela 3.1 — Comparacao das interface de programacao de sistemas de processamento de

Big Data.
MapReduce | DryadLINQ PACTs Apache Beam | Apache Spark
Mapeamento Map Select, Select- Map ParDo map, flatMap
Many
Filtragem ~ Where ~ ~ filter
Agrupamento ~ GroupBy ~ GroupByKey groupByKey
Agregacao Reduce Aggregate Reduce, CoGroup Combine reduce, re-
duceByKey,
aggregateByKey
Conjuntos ~ Union, Intersect, Cross Flatten union, intersec-
Except, Distinct tion, subtract,
distinct
Juncao ~ Join Match CoGroupByKey | join
Ordenacao ~ OrderBy ~ ~ sortByKey

Na Tabela 3.1 é possivel ver que todos os sistemas possuem operacoes equivalentes
as operagoes Map (Mapeamento) e Reduce (Agregacao) do modelo MapReduce, de modo
que se torna facil escrever um programa no estilo MapReduce em qualquer um dos outros
modelos. Os sistemas que fornecem a maior quantidade de operagoes sao o DryadLINQ e
o Apache Spark, possuindo operagoes em todos os tipos seguindo a classificacao utilizada
na tabela. Ja& o PACTs e Apache Beam também possuem uma quantidade ampla de

operacgoes que podem ser compostas para a criagao de operagoes mais complexas.
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4 Uma Taxonomia de Problemas de Desem-

penho para Apache Spark

Este capitulo apresenta o resultado de um estudo sobre problemas de desempenho
em aplicacoes Spark. A partir desse estudo, foi desenvolvida uma taxonomial que agrupa
e categoriza problemas que podem afetar negativamente o desempenho de execugdo de
uma aplicacao Spark. As fontes desses problemas vao desde decisoes de projeto no desen-
volvimento das aplicagoes a critérios de ajustes de configuracao no cluster que vai executar
a aplicacao. O objetivo dessa taxonomia é modelar problemas de desempenho de execu-
¢do em aplicagdes Spark e fornecer um guia para desenvolvedores e administradores de
cluster sobre aspectos que devem ser levados em consideracao durante o desenvolvimento

ou execu¢ao de uma aplicacdo Spark com o objetivo de se ter um melhor desempenho.

Este capitulo esta organizado da seguinte forma: a Secao 4.1 apresenta a taxo-
nomia de problemas de desempenho para Spark; a Secao 4.2 apresenta os experimentos
realizados para ilustrar os problemas de desempenho descritos na taxonomia; e a Se¢ao 4.3

apresenta uma discussao dos resultados dos experimentos.

4.1 Taxonomia

A taxonomia é dividia em seis categorias de problemas de desempenho como
mostrados na Figura 4.1: Gerenciamento de Recursos do Cluster; Particionamento dos
Dados; Transmissao de Dados; Persisténcia de Dados; Redistribuicao de Dados; e Projeto
da Aplicagao. Essas categorias e os problemas descritos em cada uma sao apresentados a

seguir.

I1 - Gerenciamento de Recursos do Cluster: este grupo descreve problemas que sao
relacionados ao alocamento dos recursos do cluster para executar uma aplicagdo Spark. Os
recursos considerados sdo o nimero de computadores (workers) no cluster e a quantidade
de ntcleos de CPU e memoéria RAM disponiveis em cada computador. Ter um bom
desempenho na execugao de uma aplicagao esbarra no desafio de encontrar a configuracao
que melhor equilibra os recursos disponiveis no cluster com a carga de trabalho exigida

pela a aplicacao que serd executada (GANELIN et al., 2016).

L A Taxonomia de Problemas de Desempenho e os resultados de seus experimentos deram origem a

um artigo intitulado “A Taxonomy of Performance Issues for Apache Spark” Este artigo foi escrito
em parceria com os professores Dr. Martin Alejandro Musicante, Dr®*. Genoveva Vargas-Solar e Dr?.
Anamaria Martins Moreira. O artigo foi submetido para o Journal Cluster Computing e no momento
se encontra em fase de avaliagdo.
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Figura 4.1 — Taxonomia de Problemas de Desempenho.

11.1: Memoria Insuficiente: quando uma aplicacao é submetida para execugao no cluster,
o desenvolvedor ou administrador do cluster deve destinar uma quantidade de memoria
RAM suficiente para a execucao. Alocar uma quantidade insuficiente de meméria pode
causar perda de desempenho por diferentes motivos. Quando um RDD ¢ persistido em
memoéria para ser reutilizado em diferentes agoes, por exemplo, se a meméria RAM nao
for suficiente para armazenar todo o contetido do RDD, Spark faz com que apenas parte
desse contetudo seja salvo e computa a parte nao salva novamente sempre que necessa-
rio (SPARK, 2019), algo que pode lidar com uma sobrecarga na execugio e perda de
desempenho. Além disso, alocar pouca memoria para os executores pode causar erros por
falta de memoéria devido a grande quantidade de dados que estao sendo processados ou
perda de desempenho quando dados sao transferidos entre disco e memoria (GANELIN

et al., 2016).

Por exemplo, vamos considerar um cluster com apenas dois nés (workers) em que
cada computador possui 16 nicleos de CPU e 8 GB de meméria RAM disponiveis para
execucao. Se configurarmos o cluster para executar mais de oito processos executores
em cada noé, cada executor vai ter menos de 1 GB de memoéria RAM disponivel. Essa
quantidade é menor que a disponivel na configuragdo padrao de Spark (1 GB) (SPARK,

2019), o que pode ter um impacto negativo no desempenho da aplicacao.

11.2: Alocagio Ineficiente de Recursos: a estratégia utilizada para alocar os recursos
do cluster para executar uma aplicacdo tem impacto direto no seu desempenho. Essa
estratégia envolve determinar o niimero de processos executores e quantidade de memoria
RAM e ntcleos de CPU alocados para cada executor. Mesmo nos casos em que todos
os recursos do cluster estao disponiveis para uma aplicagao, o desempenho depende das
caracteristicas da aplicacao e conjunto de dados que sera processado e se a quantidade de

executores foi configurada de maneira equilibrada.
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Vamos considerar novamente o exemplo de um cluster com dois nés com 16 ni-
cleos de CPU e 8 GB de memdéria RAM cada. E possivel configurar esse cluster para
executar uma aplicacao de diferentes formas. Por exemplo, é possivel configurar o cluster
para ter um processo executor com 16 nicleos de CPU e 8 GB de memoria RAM em
cada no, ou ter dois processos executores com 8 niicleos de CPU e 4 GB de memoria em
cada no, além de outras possiveis configuracoes. Em ambos os casos, todos os recursos do
cluster estariam disponiveis para a aplicacdo, entretanto, o desempenho pode ser diferente
para cada configuracao. Essa influéncia do niimero de executores no desempenho pode
ser vista nos casos em que o conjunto de dados esta sendo lido a partir de um sistema de
arquivos distribuidos como o HDFS (GANELIN et al., 2016), por exemplo. O ntimero de
operacoes simultaneas suportadas pelo HDFS depende do niimero de partigoes do con-
junto de dados em cada n6 do cluster. Dependendo do tamanho do conjunto de dados e
de como este esta distribuido através do cluster, uma configuragdo com menos executores
pode ter um pior desempenho porque fard com que uma quantidade maior de nicleos de
CPU em um mesmo executor tenham que ler os dados de uma mesma particio no né.
Em contrapartida, o caso com um maior niimero de executores e uma menor quantidade
de niicleos de CPU por executor pode ter um melhor desempenho porque vai ter uma
quantidade menor de ntcleos lendo uma mesma particdo, o que por sua vez potencia-
liza o uso dos niicleos porque se tem uma quantidade maior de nucleos lendo diferentes
partigdes (GANELIN et al., 2016).

I2 - Particionamento dos Dados: o nimero de parti¢coes de um RDD e o nimero
de ntucleos de CPU alocados para a aplicacdo determinam a quantidade de dados que
podem ser processados em paralelo. A estratégia de particionamento do RDD pode vir
junta com o conjunto de dados, algo que acontece ao se ler dados do HDFS, por exem-
plo. Uma vez que o HDFS particiona automaticamente o conjunto de dados em varios
blocos, Spark aproveita essa configuracao e cria uma particado no RDD para cada bloco
no HDFS (SPARK, 2019). Entretanto, essa estratégia de particionamento também pode
ser configurada ou programada de forma explicita através da defini¢do do nimero de par-
ticoes que um RDD vai ter. Essa estratégia pode ser ajustada de acordo com o ntimero

de ntcleos de CPU disponiveis para a aplicagdo com o objetivo de maximizar seu uso.

12.1: Particionamento Ineficiente: a quantidade de particdes de um conjunto de dados
determina o tamanho de cada particdio e o nimero de tarefas que Spark executa em
paralelo. Isso ocorre porque Spark agenda e executa uma tnica tarefa para processar os
dados de cada particio (KARAU; WARREN, 2017). A quantidade de nticleos de CPU
disponiveis para a aplicacao restringe o nimero de tarefas que podem ser executadas em
paralelo. Dessa forma, quando um conjunto de dados é dividido em poucas particoes,
a aplicagdo pode nao usufruir de todo potencial do cluster uma vez que Spark pode

deixar recursos 0ciosos no caso que tiver uma quantidade menor de partigoes para serem
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processadas do que nucleos de CPU disponiveis (KARAU; WARREN, 2017). Além disso,
ter uma quantidade menor de particoes faz, consequentemente, com que cada particao
tenha uma quantidade maior de dados, o que pode pressionar a memoria nas tarefas e
no garbage collector (GANELIN et al., 2016). Em contrapartida, a situacao contraria,
em que um conjunto de dados esta dividido em muitas parti¢oes, pode fazer com que a
aplicagao sofra com sobrecarga porque ter um numero de particoes muito maior que o

numero de nucleos de CPU faz com que tarefas tenham que aguardar recursos ficarem
disponiveis para poderem ser processadas (KARAU; WARREN, 2017).

A escolha do nimero de particdes em relagdo ao nimero de ntcleos de CPU
disponiveis nao é trivial, como mostrado em (LI et al., 2017). Escolher o ntimero de
particoes exatamente igual ao niimero de nticleos pode nao ser eficiente porque dependendo
do tamanho do conjunto de dados, ter uma particaio com muitos dados pode sobrecarregar
a memoria durante a sua execugao da tarefa. Nos experimentos realizados em (LI et al.,
2017), os melhores desempenhos foram obtidos ao se escolher uma quantidade de 1.5
tarefas (ou partigoes) por nicleo de CPU. Na documentacao de Spark (SPARK, 2019),
é recomendado se ter de duas a quatro tarefas por niicleo. Com base nesses valores, no
exemplo do cluster que contem 16 nicleos de CPU apresentado anteriormente, o nimero

de partigoes ideal deve ser entre 24 (1.5 vezes) e 64 (4 vezes) partigoes.

13 - Transmissao de Dados: a troca de dados entre o programa Driver e os executores
pode causar uma sobrecarga na execugao porque Spark precisa enviar copias desses dados
para cada tarefa que sera executada. Dessa forma, reduzir a quantidade de dados que
sera transmitido do Driver para os executores pode reduzir o impacto negativo que essa

transmissao tem no desempenho da aplicacao.

13.1: Nao Utilizar Varidveis de Transmissao (Unbroadcasted Variable): quando uma
clausura (closuse, uma fungao com referéncias externas) é passada como pardmetro para
uma operacao, Spark envia cépias de todos os valores locais referenciados por essa fungao
para todas as tarefas criadas para essa operacao. Se o nimero de tarefas for muito
alto, Spark cria e envia copias desses valores nessa mesma quantidade. Isso pode causar
uma sobrecarga na execugao, principalmente nos casos em que o tamanho dos valores for

grande, e prejudicar o desempenho da aplicacao.

Para reduzir essa sobrecarga, Spark fornece varidveis de transmissao (broadcast
variables). Ao utilizar uma varidvel de transmissao, Spark envia uma cépia dessa varidvel
para cada executor ao invés de enviar uma cépia para cada tarefa. Dessa forma, as
tarefas podem ler a versao local do executor ao invés de ter uma copia cada uma, o que
pode reduzir consideravelmente a quantidade de dados transmitidos. Logo, nao utilizar
variaveis de transmissao nos casos em que existe um grande numero de tarefas ou as

variaveis a serem transmitidas possuem um tamanho pesado pode impactar de forma
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Figura 4.2 — Ilustragao do problema de nao utilizar varidveis de transmissao.

negativa o desempenho da aplicagao.

Por exemplo, se um RDD possuir 1000 partigoes divididas e um cluster com 10
computadores e um executor em cada um, um valor local sem variavel de transmissao
seria copiado 1000 vezes, uma média de 100 vezes para cada executor. Mas utilizando
uma variavel de transmissao, esse valor seria copiado apenas 10 vezes. Essa situacao pode
ser vista na Figura 4.2. Podemos ver que no caso em que uma variavel de transmissao
nao foi utilizada (a), cada tarefa tem sua prépria copia desse valor. No segundo caso com
varidvel de transmissao (b), esse valor foi copiado apenas uma vez por executor e suas
tarefas referenciam essa copia local. Essa reducao na quantidade de dados transmitidos

pode ter um grande impacto no desempenho quanto maior for a dimensao da aplicacao.

I4 - Persisténcia de Dados: Spark adota uma abordagem de avaliacao tardia (lazy eva-
luation), dessa forma, um RDD sé é computado quando alguma agao é chamada. Entao,
quando um mesmo RDD ¢ utilizado em diferentes agoes, este é computado novamente
para cada acao chamada. Para evitar essa repeticao, Spark permite que RDDs sejam per-
sistidos em disco ou memoria para quando computados uma primeira vez, nao precisem
ser computados novamente nas agoes subsequentes. O ato de persistir um RDD ou nao
pode levar a problemas de desempenho dependendo do tamanho do conjunto de dados,

complexidade da carga de trabalho e nivel de persisténcia.

14.1: RDD Nao-Persistido: utilizar um RDD em mais de uma acao pode acarretar em
operagoes redundantes devido a abordagem de avalizacao tardia de Spark. Nos casos
em que o RDD demanda muito esfor¢o para ser computado, como varias operacoes que
demandam etapas de reorganizagao dos dados (shuffle), esse trabalho redundante de com-

putar o mesmo RDD varias vezes pode prejudicar o desempenho da aplicacao.

1/.2: Nivel de Persisténcia Ineficiente: por padrao, RDDs sdo persistidos em memoéria.
Apesar disso, outros niveis de persisténcia estao disponiveis em Spark, tais como em disco
ou em disco e memoria juntos, além de permitir que os dados sejam serializados ou nao.

Dependendo do contexto da aplicagdo e do tipo do conjunto de dados, diferentes niveis
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de persisténcia proporcionam variagoes no desempenho da aplicacao. Consequentemente,
escolher um nivel de persisténcia errado para o contexto pode prejudicar o desempenho
da aplicacao ao invés de melhorar, o que é pretendido com a persisténcia. Escolher o
melhor nivel de persisténcia, ou seja, aquele que melhor se adéqua ao contexto de sua
aplicagao levando em conta o tamanho do conjunto de dados e os tipos de operagoes que

estao sendo feitas, constitui um desafio.

I5 - Redistribui¢do de Dados (Data Shuffling): redistribuir dados do tipo chave/-
valor no cluster para agrupar valores com mesma chave em uma mesma particao ¢ um
processo custoso. Devido ao esforco para se fazer esse processo e o seu impacto no de-
sempenho da aplicacao, o uso de operagoes que exigem redistribuicao dos dados deve ser
minimizado ou evitado sempre que possivel. Uma maneira de reduzir esses custos é fazer
uso dos recursos que Spark disponibiliza para controlar o particionamento e, consequen-

temente, reduzir a quantidade de dados que precisam ser redistribuidos.

I5.1: RDD Naio Pré-Particionado (Not Pre-Partitioned RDD): Spark permite que o parti-
cionamento de um RDD de dados do tipo chave/valor seja controlado de maneira explicita
pelo desenvolvedor. Esse processo é feito com o uso de particionadores (Partitioners) que
agrupam os valores que possuem uma chave comum em uma mesma particdo, através
de uma funcdo que opera sob a chave para determinar para qual particdo um valor vai
ser distribuido. Controlar como dados do tipo chave/valor sdo agrupados pode reduzir
a comunicacao entre os computadores do cluster e, consequentemente, melhorar o de-
sempenho da aplicagdo (KARAU; WARREN, 2017). Isso acontece porque operagoes que
trabalham com chave/valor, como a operagao reduceByKey por exemplo, se beneficia de
um pré-particionamento do RDD uma vez que os valores que possuem uma chave em co-
mum ja se encontram em uma mesma particao. Dessa forma, o processo de redistribuicao

dos dados nao é mais necessario, o que pode melhorar o desempenho da aplicacao.

Essa situagao ¢é representada na Figura 4.3. Nela, é possivel ver que o RDD
nao pré-particionado (representado em azul no lado esquerdo) realiza um processo de
redistribuicao (shuffling) para agrupar os valores com mesma chave e processar a opera-
cao reduceByKey. No segundo caso, o RDD pré-particionado (representado em vermelho
no lado direito) nao precisa fazer um processo de redistribuigdo. Isso faz com que ao
pré-particionar um RDD de chave/valor, uma transformacao ampla (wide transforma-
tion, transformagao que exige redistribuigdo de dados) pode se tornar estreita (narrow

transformation, que nao exige redistribui¢do dos dados).

15.2: Particionamentos Diferentes: de maneira geral, transformagoes que operam sob
chave/valor se beneficiam de um RDD ja particionado. Entretanto, isso pode ser ainda
mais importante para transformacgoes que operam sob dois RDDs, como operagoes de

juncao (join). Mesmo nos casos em que os dois RDDs ji estdo particionados, se eles
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Figura 4.4 — Particionamentos Diferentes.

foram particionados com diferentes particionadores o processo de redistribuicao ainda
ocorre uma vez que valores que possuem uma mesma chave em ambos os RDDs podem nao
estar em uma mesma particdo. Dessa forma, pré-particionar ambos os RDDs utilizando
o mesmo particionador antes de uma operacao de jun¢ao pode reduzir mais um estagio

de redistribuicao e, consequentemente, melhorar o desempenho da aplicacao.

Essa situacao ¢é representada na Figura 4.4. Podemos ver que na situacao em
que a juncao é feita com dois RDDs que nao estdo co-particionados (a), o processo de
redistribuicdo ocorre independentemente deles terem sido pré-particionados ou nao. Na
situagao oposta (b), os valores de ambos os RDDs que possuem uma mesma chave ja se
encontram em uma mesma particao, fazendo com que o processo de redistribuicdo nao

seja necessario.

16 -Projeto da Aplicacao: diferentes operacoes de Spark podem ser utilizadas para se
obter um mesmo resultado. Entretanto, mesmo realizando tarefas similares, o desempenho
de cada operagao pode variar consideravelmente. Dessa forma, escolher corretamente uma

operacao em determinadas situagoes pode melhorar o desempenho de uma aplicacao.

16.1: groupByKey versus reduceByKey: as operagoes groupByKey e reduceByKey podem
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ser utilizadas para aplicar uma funcao a todos os valores que possuem uma mesma chave.
Entretanto, a maneira em que cada operacgao realiza a redistribuicao dos dados é dife-
rente (GANELIN et al., 2016). Com a operagao groupByKey, a redistribuigao é feita
em todo o conjunto de dados e, s6 apés, todos os valores com uma mesma chave sao
processados em uma Unica tarefa. J4 com a operagdo reduceByKey, primeiro é realizada
a reducao local com os valores que possuem uma mesma chave e que ja se encontram
em uma mesma particao. Em seguida, esses resultados intermediarios sao redistribuidos
para serem processados com outros de mesma chave. Essa diferenca no momento em que
a redistribuicao ¢é feita pode reduzir consideravelmente a quantidade de dados que sao

trafegados no cluster, impactando no desempenho da aplicagao.

As figuras 4.5 e 4.6 mostram exemplos de aplicagoes que utilizam as operacoes
groupByKey e reduceByKey para realizar uma mesma tarefa. Em ambas, as operagoes
estao sendo utilizadas para somar todos os valores que possuem uma mesma chave. Na
Figura 4.5, a operagdo groupByKey ¢é aplicada para agrupar os valores (linha 3) e, em
seguida, a operacao map é utilizada para somar todos os valores nesse grupo (linha 4).
No segundo exemplo (Figura 4.6), apenas a operagao reduceByKey é aplicada (linha 3).
Ambas aplicagoes estao realizando a mesma tarefa e vao gerar os mesmos resultados.
Apesar disso, os desempenhos serdo diferentes devido as diferencas entre groupByKey
e reduceByKey. E importante destacar que nem sempre as duas operacoes podem ser

utilizadas para se fazer uma mesma tarefa.

1 val pairs = userVisits .map( u =
2 (u.sourceIP , u.adRevenue))
3 val results = pairs.groupByKey ()
4 .map(v => (v._ 1, v. 2.sum))
Figura 4.5 — Exemplo de reducao com groupByKey.
1 val pairs = userVisits .map( u =
2 (u.sourceIP , u.adRevenue))

3 val results = pairs.reduceByKey(_ + )

Figura 4.6 — Exemplo de reducao com reduceByKey.

16.2: reduceByKey versus aggregateByKey: operacoes de agregagao sao comumente apli-
cadas em dados do tipo chave/valor para reduzir os valores que possuem uma mesma
chave a um tnico valor. Em certas ocasides, é necessario agregar os valores e modifi-
car o seu tipo. Com Spark, isso pode ser feito de diferentes maneiras ao se utilizar as
operagoes groupByKey, reduceByKey ou aggregateByKey. Entretanto, nao sé a forma em
que cada operacao administra a redistribuicao dos dados ¢ diferente, como também seu

comportamento é diferente quando é necessario criar objetos de tipos diferentes para se
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mudar o tipo dos valores agregados. Essa diferenca na criagdo de objetos pode impactar

no desempenho da aplicacao.

Pelo motivo apresentado no problema 6.1, a operagao groupByKey deve ser evi-
tada nos casos em que se faz alguma agregacdo. Para utilizar a operacao reduceByKey
em agregacoes que envolvem mudanca de tipo deve-se primeiro mapear todos os valores
do RDD para o novo tipo para em seguida fazer a agregagdo. Essa operacdo faz com
que novos objetos sejam criados na mesma quantidade do tamanho do RDD, o que pode

acarretar em uma sobrecarga na memoria e no Garbage Collector (GANELIN et al., 2016).

A Figura 4.7 apresentam um exemplo em que é feita uma agregagao com mudanga
de tipo utilizando a operacao reduceByKey. Nela, temos um RDD de dados do tipo
chave/valor em que a chave é o endereco de um site (destURL) e o valor o IP de um
usudrio que visitou este site (sourcelP) na linha 1. Nesse exemplo, queremos obter o
conjunto de usuarios distintos que visitaram cada site. Para isso, mapeamos todos os
usudrios para um tipo de conjunto (linha 2) e em seguida unimos todos os conjuntos
com reduceByKey (linha 3). Como o tipo de conjunto ndo permite repetigao de objetos,

obtemos um conjunto com os usuarios distintos.

val userAccesses = userVisits.map(u => (u.destURL, u.sourcelP))
val mapUserAccess = userAccesses.map(u => (u._1, Set(u. 2)))
val distinctSites = mapedUserAccess.reduceByKey(_ ++ _)

Figura 4.7 — Agregacao com mudanca de tipo utilizando reduce ByKey.

Em contrapartida, com a operacao aggregateByKey é possivel evitar a criacao
de uma grande quantidade de objetos novos e ignorar a etapa de mapeamento. Isso é
possivel porque a operagao permite que valores de tipos diferentes sejam agregados, o que
reduz a quantidade de objetos novos que precisam ser criados. A Figura 4.8 apresenta um
exemplo em que se é feita a mesma aplicacao que o exemplo da Figura 4.7, mas utilizando
aggregate ByKey. A operacao aggregateByKey recebe como entrada trés valores: um valor
do novo tipo (linha 4), geralmente um valor identidade; uma funcao que agrega um valor
do tipo antigo com um valor do novo tipo, gerando outro valor do novo tipo (linha 5); e
uma fung¢ao que agrega dois valores do novo tipo (linha 6). Com esses trés parametros,
a operacgao aggregateByKey evita que novos objetos sejam criados na mesma quantidade
de objetos no RDD porque ela nao precisa mapear todos os valores do RDD para o novo
tipo. Com relacao a redistribuicao dos dados, ambas as operagoes trabalham de forma
semelhante os redistribuir resultados intermediarios ao invés de todo o conjunto de dados.
Dessa forma, a operagao aggregateByKey fornece um melhor desempenho para agregacoes

que envolvem mudanca de tipo.

16.3: repartition versus coalesce: em certas ocasides, ¢ necessario mudar o nimero de

particoes de um RDD para se evitar sobrecargas e melhorar a paralelizacdo no processa-
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val userAccesses = userVisits.map(u => (u.destURL, u.sourcelP))
val zeroValue = collection.mutable .Set[String ] ()
val distinctSites = userAccesses

.aggregateByKey (zeroValue)
((set, v) = set += v,
(setOne, setTwo) => setOne 4++= setTwo)
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Figura 4.8 — Agregacao com mudanca de tipo utilizando aggregate ByKey.
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Figura 4.9 — repartition versus coalesce.

mento dos dados (GANELIN et al., 2016). Para isso, Spark disponibiliza duas operagoes,
repartition e coalesce. A operacao repartition redistribui os dados no cluster de maneira
aleatoria para um numero de parti¢bes que pode ser menor ou maior que o nimero de
partigdes no RDD inicial (GANELIN et al., 2016). A operacao coalesce também tem o
mesmo comportamento quando o novo niimero de partigoes é maior que o original. Entre-
tanto, quando o numero de parti¢bes é menor, a operagao coalesce evita a redistribuicao
dos dados ao unir particoes que se encontram em um mesmo computador no cluster. Con-
sequentemente, a operacao coalesce tem um melhor desempenho porque consegue reduzir

o nimero de particdes em um mesmo estagio, diferentemente de repartition.

A diferenca entre as operagoes repartition e coalesce é representada na Figura 4.9.
No caso em que se é utilizado repartition (a), as novas partigoes podem conter elementos
de diferentes partigoes, que podem estar em diferentes nos do cluster, do RDD de origem.
Ja no caso com coalesce (b), esse resultado é obtido ao se unir partigoes que estavam em
um mesmo no, sem que a redistribuicao dos dados seja necessaria, o que pode acarretar em
um melhor desempenho. Mas é importante destacar que ambas as operagoes possuem o
mesmo comportamento nos casos em que o numero de parti¢coes é aumentado. Além disso,
em determinadas situagoes o comportamento da operacao repartition pode ser desejado
uma vez que este redistribui os dados de maneira equilibrada entre as particbes. Uma
situacao em que isso pode ser necessario é quando se é feito algum tipo de filtragem no
RDD e algumas parti¢oes podem ficar com um nimero de elementos muito diferente de

outras, causando um desbalanceamento no processamento.
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4.2 Experimentos

Para ilustrar a forma em que os problemas descritos na taxonomia podem apare-
cer em aplicacoes e sua influéncia no desempenho de execucao, fizemos experimentos em
um ambiente de cluster. O objetivo dos experimentos foi executar aplica¢gdes Spark que
simulassem os problemas descritos na taxonomia. Em seguida, os desempenhos dessas
aplicagoes foram comparados com o desempenho de outras versoes dessas mesmas apli-
cagoes que nao possuiam os problemas. Caracterizamos os experimentos realizados neste
estudo descrevendo o ambiente de execucao, metodologia, conjuntos de dados, aplica¢oes

e resultados.

4.2.1 Ambiente de Execucao

Os experimentos foram executados em um cluster com quatro nés de mdquinas
virtuais hospedado no Data Center do Instituto Metropole Digital. Cada nd possui 8
nucleos vCPU utilizando a CPU Intel Xeon x5650 2.67Ghz, 8 GB de memoria RAM e
dois discos virtuais anexados com 112 GB de espaco armazenados em discos rigidos SAS
Nearline 7k - LFF (3,5”). Os nés sao conectados através de uma rede LAN de 10 Gbps.
Dos 8 GB de memoria RAM disponiveis em cada nd, 6 GB sao dedicados para Spark os
outros 2 GB sao utilizados pelo sistema operacional e pelo Hadoop HDFS, que é utilizado
para armazenar os conjuntos de dados e resultados das aplicagdes. O Standalone Cluster
disponibilizado por Spark foi utilizado como gerenciador do cluster nos experimentos. Dos
quatro nés disponiveis, um foi configurado como o né principal (master), que gerencia
o cluster Spark e o sistema de arquivos distribuidos Hadoop HDFS. Os outros trés nés
sdo utilizados pelo né principal (slaves) para executar as aplicagoes Spark e armazenar os
dados do HDFS. A versao de Spark utilizada nesses experimentos foi a 2.2.0 (SPARK,
2019), que era a versdo atual quando os experimentos foram realizados. FEsse ambiente
de execugao permite que os problemas de desempenho descritos na taxonomia sejam

investigados sob diferentes configuracoes.

4.2.2 Metodologia

Os experimentos foram conduzidos para mostrar a influéncia que os problemas
descritos tém no desempenho de aplicagoes Spark. Os experimentos foram feitos de forma
semelhante aos experimentos apresentados em (LI et al., 2017), um dos poucos trabalhos
que mostraram experimentalmente a influéncia dos parametros de configuracao do cluster
em Spark. Uma vez que sao observadas diferencas de desempenho em sucessivas execugoes
de uma mesma aplicagao, nos executamos cada experimento por oito vezes e relatamos a
média dos resultados. Para reduzir a influéncia de valores atipicos nos resultados (outliers,

valores que apresentam uma grande diferenga em relacdo aos outros), nés utilizamos a
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média truncada (trimmed mean) (MARONNA; MARTIN; YOHAI 2006). Essa média
desconsidera parte dos maiores e menores valores que podem influenciar negativamente
os resultados. Para calcular a média truncada, nés descartamos os resultados com maior
e menor tempo de duragao das oito execugoes e computamos a média aritmética das seis
execugoes restantes. Nosso processo se diferencia do apresentado em (LI et al., 2017)
porque este executou os experimentos apenas quatro vezes e apresentou a média dos

resultados.

Os experimentos foram submetidos para execugao sob diferentes perfis de con-
figuragao do cluster. Definimos 10 perfis de configuracao com variagbes no niimero de
executores e quantidade de nicleos de CPU e memoéria RAM por executor. Os 10 perfis
de configuracao podem ser vistos na Tabela 4.1. Para mostrar a influéncia no ntimero
de executores, as configuragoes da confl até a confj variam o nimero de executores em
relagdo ao ntmero de nds no cluster (3). Nessas quatro configuragdes, o nimero de ni-
cleos de CPU (8) e quantidade de memoéria RAM (6 GB) em cada né foram igualmente
divididos pela quantidade de executores em cada nd. Essas quatro configuragoes sao as

unicas dentre os 10 perfis que utilizam todos os recursos disponiveis no cluster.

Para mostrar a influéncia do ntimero de niicleos de CPU, fixamos o nimero de
executores e memoéria RAM e variamos a quantidade de ntcleos disponiveis em cada
executor. Essa variacao esta presente na configuragao confl1, que foi utilizada como base
para os outros perfis, e nas configuragoes conf5 a conf7. Seguindo o mesmo padrao,
fixamos o nimero de executores e nimero de ntcleos de CPU e variamos a quantidade
de memoéria em cada executor para mostrar a influéncia da memoéria RAM na execucao.
Essa variacao pode ser vista na configuragdo confl e nas configuragoes conf§ a conf10.
Com essas 10 configuragoes, conseguimos demonstrar diferentes formas de configurar o
cluster e a influéncia individual que cada um dos trés pardmetros (nimero de executores,
memoria RAM e niicleos de CPU) tem no desempenho da aplicagao. Todas as aplicagoes
deste experimento foram executadas utilizando essas 10 configuragoes. Assim sendo, cada
aplicagao foi executada oito vezes em cada configuracao, totalizando 80 execucoes para

cada aplicacao.

4.2.3 Conjuntos de Dados

Nos experimentos foram utilizados conjuntos de dados de trés fontes diferentes.
Esses conjuntos foram escolhidos de acordo com o tipo de andlise que queriamos fazer
de modo a utilizar os recursos de Spark e simular os problemas descritos na taxonomia.

Esses conjuntos de dados sao apresentados e caracterizados a seguir:

AMPLab Big Data Benchmark: é um benchmark para sistemas de analise de grandes
volumes de dados desenvolvido no laboratério AMPLab na UC Berkley (AMPLAB, 2019).
Este benchmark foi baseado no apresentado em (PAVLO et al., 2009). Os conjuntos de



Capitulo 4. Uma Taxonomia de Problemas de Desempenho para Apache Spark 71

Tabela 4.1 — Perfis de configuracao do cluster.

Conf ID | Executores | Memoéria | Nicleos
confl 3 6 GB 8
conf?2 6 3 GB 4
confs 12 1536 MB 2
conf) 24 768 MB 1
confs 3 6 GB 1
conf6 3 6 GB 2
conf7 3 6 GB 4
conf8 3 3 GB 8
conf9 3 1536 MB 8
conf10 3 768 MB 8

dados desse benchmark consistem em um conjunto de documentos HI'ML nao estrutu-
rados (Documents) e duas tabelas estruturadas (Rankings e UserVisits). Esses conjuntos
de dados estao disponiveis em diferentes versoes com diferentes escalas de tamanho. Nos
nossos experimentos, utilizamos as duas tabelas estruturadas com fator de escala 5. A
tabela Ranking possui um total de 6.38 GB de dados e a tabela UserVisits possui 126.8
GB de dados.

MovieLens: é um sistema para recomendacao de filmes? que permite que usudrios atri-
buam notas a filmes e recebam recomendagcoes de outros filmes com base em suas prefe-
réncias (HARPER; KONSTAN, 2015). O grupo de pesquisa GroupLens® vem coletando
e disponibilizando dados do sistema MovieLens desde 1998 para propdésitos educacionais,
de pesquisa e industria. Diversas versoes dos conjuntos de dados do MovieLens estao
disponiveis, com dados coletados em diferentes anos e com diferentes fatores de tamanho.
Nos nossos experimentos, utilizamos duas versdes. A primeira é o conjunto de dados dis-
ponibilizado em 2003 que contem 1 milhao de notas atribuidas por 6000 usuarios a 4000
filmes. O segundo conjunto utilizado foi publicado em 2017 e contem 26 milhGes de notas

atribuidas a 45 mil filmes por 270 mil usudrios.

Yelp: é uma rede social* para resenhas e recomendacoes de restaurantes e hotéis, além de
outros tipos de empresas. O Yelp disponibiliza um conjunto de dados aberto com parte
dos dados de empresas, resenhas e usuarios para propositos académicos. O conjunto de
dados tem 5.2 milhoes de resenhas sobre 174 mil empresas, além de outros dados. Nos
nossos experimentos, utilizamos o conjunto de dados com as resenhas que possui 3 GB de

dados (consideramos apenas o texto da resenha).

2
3
4

https://movielens.org
https://grouplens.org
https://www.yelp.com
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4.2.4 Aplicacoes

O conjunto de aplicagbes Spark selecionado para este experimento foi escolhido
com o objetivo de mostrar experimentalmente os problemas descritos na taxonomia. Dessa
forma, todos os problemas descritos na taxonomia, com excecdo dos problemas descritos
na primeira categoria (I1), possuem ao menos uma aplicagao simulando-os. Os proble-
mas da categoria /1 sado relacionados com as configuragoes do cluster, entao os problemas
dessa categoria foram simulados através dos diferentes perfis de configuracao apresenta-
dos anteriormente. Para o desenvolvimento dessas aplicagoes, utilizamos como referéncias
exemplos utilizados para ilustrar os recursos de Spark e exemplos de aplica¢oes apresenta-
dos em (KARAU; WARREN, 2017), assim como aplicagbes mais especificas apresentadas
em (SARWAR et al., 2001) e (AMPLAB, 2019).

Uma vez que queremos demonstrar o impacto dos problemas no desempenho
de execucao, desenvolvemos diferentes versoes das aplicagoes de modo a ter ao menos
uma versao em que o problema esta presente e uma versao em que o problema nao esta
presente. Com isso, pudemos comparar os resultados de desempenho de uma aplicagao
com e sem o problema para avaliar o impacto deste no desempenho da execucdo. As
aplicagoes sao mostradas na Tabela 4.2, onde é possivel ver uma descri¢do, problema
relacionado e conjunto de dados utilizado. As aplicagdo estao disponiveis publicamente
no repositério (NETO et al., 2019).

425 Resultados

Os resultados dos desempenhos de execucao das aplicagoes serao apresentados em
termos dos tempos de execucgao e informacgoes sobre entradas e saidas de dados. Uma vez
que os problemas do primeiro grupo (/1) sao relacionados com configuragdes do cluster e
nao com a aplicagao, vamos utilizar os resultados agregados de todas as aplicagdes para
analisar os problemas desse grupo. A Tabela 4.3 apresenta os resultados agregados das
aplicagoes para cada perfil de configuracao apresentado na Tabela 4.1. Nela é possivel
ver o numero total de jobs, estagios e tarefas executados com sucesso ou falhas, além de
informagoes sobre o tempo como a duracao da aplicagao, tempo de execuc¢ao acumulado e
tempo de CPU. Esses resultados mostram a influéncia que os parametros de configuracao

do cluster tem no desempenho geral.

Para investigar problemas especificos e comparar seus impactos, analisamos os
resultados de desempenho utilizando uma configuragao fixa. Escolhemos o perfil de con-
figuracao confl como base uma vez que este foi utilizado como referéncia em todos os
pardmetros de configuracao. A Tabela 4.4 apresenta os resultados individuais de desem-
penho de cada uma das 21 aplica¢oes executadas neste experimento, incluindo o nimero
de jobs, estagios e tarefas, além dos tempos da aplicagdo. Os resultados referentes as

entradas e saidas de dados ¢é apresentado na Tabela 4.5, incluindo o total de bytes que
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Tabela 4.2 — Aplicagoes executadas nos experimentos.

App ID | Aplicagao Descrigao Problema Conjunto de Dados
1 Join Query - Diferentes Par- | Essa aplicagdo realiza uma jungao entre dois RDDs que 15.2
ticionadores foram particionados por diferentes ou mesmos :
2 Join Query - Mesmos Parti- | particionadores.
cionadores. AMPLab Big Data
3 Aggregation Query - | Essa aplicagao realiza uma agregacao de alta 16.1 Benchmark
groupByKey cardinalidade utilizando as transformagao groupByKey !
4 Aggregation Query - redu- | ou reduceByKey.
ceByKey
5 Distinct User Visits Per | Essa aplicagao realiza uma agregacao com mudanca de 16.2
Page - aggregateByKey tipo utilizando as transformagoes aggregate ByKey ou :
6 Distinct User Visits Per | reduceByKey.
Page - reduceByKey
7 Scan and Filter Query - co- | Essa aplicacao mapeia e filtra o conjunto de dados e, 16.3
alesce além disso, faz uma mudanga no niimero de parti¢oes b
8 Scan and Filter Query - re- | do RDD utilizando coalesce ou repartition.
partition
9 Movies Ratings Average | Essa aplicagao calcula as médias das notas dos filmes e I
- Utilizando varidveis de | salva os resultados utilizando seus nomes. O
transmissao mapeamento dos identificadores (IDs) dos filmes para os
10 Movies Ratings Average - | seus nomes é feito com o uso de varidveis que associam
Sem varidveis de transmis- | IDs com nomes (dicionarios). Essas varidveis sdo
530 transmitidas com e sem varidveis de transmissdo. MovieLens
11 Movies Recommendation - | Essa aplicagao recomenda filmes utilizando uma técnica
24 Particoes de Filtragem Colaborativa baseada em itens. Nessa 2.1
12 Movies Recommendation - | aplicagdo, o niimero de particoes do RDD ¢ alterado :
48 Particoes para multiplos do nimero de nicleos de CPU
13 Movies Recommendation - | disponiveis no cluster (24, 48, 72 and 96).
72 Particoes
14 Movies Recommendation -
96 Partigoes
15 MovieLens Exploration -
N&o persistindo
16 MovieLens Exploration - | Essa aplicagdo explora o conjunto de dados do 14.1, 14.2
Persistindo em meméria MovieLens fazendo diferentes anélises e chamando
17 MovieLens Exploration - | vérias agdes. Os RDDs utilizados em mais de uma agao
Persistindo em disco podem ter sido persistidos ou ndo utilizando diferentes
18 MovieLens Exploration - | niveis de persisténcia.
Persistindo em meméria e
disco
19 MovieLens Exploration -
Persistindo em meméria
com serializa¢do dos dados
20 NGrans Count - Sem Pré- | Essa aplicacao calcula os n-grams em um conjunto de I
Particionamento dados e conta a frequéncia de cada n-gram. Na o1 Yelp
q g
21 NGrans Count - Com Pré- | aplicagdo é utilizada a operacao reduceByKey e esta foi
Particionamento aplicada em um RDD com e sem pré-particionamento.

Tabela 4.3 — Resultados de desempenho agregados para cada perfil de configuragao.

ConfID| J |FJ| S |FS T FT | AD RT CT DT DCT | RST | JGCT
confl 92| 0 |197| O | 15084 | 0 |2,1h |424h|204h | 12min | 3,0min| 3s 9,3h
conf2 92| 0 |197| 0 | 15125 | 2 |20h |39,7h | 187h | 19min | 4,3 min| 3s 74 h
conf3 91| 0 | 208 | 3 | 15554 | 45 |2,1h |39,1h|16,7h | 27 min | 6,9 min | 4s 4,8 h
conf4 89| 5 | 275 | 30 | 22154 | 528 | 3,1 h | 448h | 169h | 1,0h | 14min | 6s 3,0h
confb 921 0 | 197 O | 15084 | 0 |38h|[109h| 94h |3,0min |23 min | 1,08 | 38 min
conf6 921 0 |197| 0 | 15084 | O [24h|13,1h|10,6h |45min|24min| 1s 1,3h
conf7 92| 0 |197| O | 15084 | 0 |2,0h |21,0h|143h | 7,0min | 2,7min| 1s 34h
conf8 92| 0 |197| O | 15084 | 0 |22h |429h|197h | 12min | 3,0min | 2s 119 h
conf9 92| 0 |197| O | 15089 | 5 |24h |478h | 199h | 13min | 3,0min | 4s 16,4 h
confl0 | 83| 2 | 209 | 15 | 14989 | 215 |39 h | 574 h | 21,6 h | 14 min | 3,0min | 8s | 243 h

Legendas: Conf ID: ID da Configuracao; J:

Numero total de Jobs; FJ: Ntumero total de

Jobs que falharam; S: Numero total de Estagios; F'S: Numero total de Estagios que falha-
ram; T: Numero total de Tarefas; FT: Numero total de Tarefas que falharam; AD: Du-
ragao total das Aplicagoes; RT: Tempo total de execucao dos executores; CT: Tempo
total de CPU dos executores; DT: Tempo total gasto com desserializacao pelos executo-
res; DCT: Tempo total de CPU gasto com desserializagao pelos executores; RST: Tempo
total gasto com serializagao de resultados; JGCT: Tempo total gasto com o processo de
Garbage Collection pela JVM.
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Tabela 4.4 — Resultados de tempo de desempenho para cada aplicacao.

App ID | Jobs | Stages | Tasks AD RT CT DT | DCT | RST | JGCT
1 2 7 1377 | 12min | 4,4 h 21h |b54s| 9s 0,2s | 43 min
2 2 6 1335 | 12min | 4,3 h 20h | 59s| 8s 0,3 s | 30 min
3 1 2 2134 | 90min | 3,5 h 1,8h [49s| 16s | 0,3s | 54 min
4 1 2 2134 |82 min | 3,2h 14h |[49s| 16s | 0,3s | 48 min
5 1 2 2134 | 10 min | 4,0 h 1,8h |54s| 18s | 0,3s | 44 min
6 1 2 2134 | 11 min | 4,2 h 22h |56s| 17s | 0,3s | 53 min
7 1 1 50 20 s 49 min | 3,1 min | 29s | 4s |42 ms 16 s
8 1 2 150 59 s 18 min | 9,6 min | 29s | 4s | 23 ms 46 s
9 2 4 582 38 s 5,8min | 34 min | 20s | 8s | 74 ms 11 s
10 2 4 582 ols 42 min | 26 min | 39s | 19s | 81 ms 328
11 4 9 194 | 71min| 23h 53 min | 43s| 7s |45 ms | 52 min
12 4 9 38 |4,6min| 14h 42 min | 41 s 8s 0,2s | 28 min
13 4 9 578 | 3,8min | 1,1h 32min [ 43s| Os 0,1 s | 17 min
14 4 9 770 3,3min | 56 min | 28 min | 44s| 10s 0,2s | 14 min
15 12 25 80 1,0 min | 3,8 min | 3,4 min | 9s 4s |12 ms 13 s
16 12 25 80 52's 3,3 min | 28 min | 9 s 4s 11 ms 16 s
17 12 25 80 598 s 3,8 min | 3,4 min | 9 s 4s 14 ms 11s
18 12 25 80 53 s 34min [ 29 min | 10s | 4s |13 ms 17s
19 12 25 80 1,0 min | 3,9 min | 3,5 min | 10 s 4s 12 ms 12 s
20 1 2 64 29 min | 8,5 h 37h | 27s| 3s 5 ms 2,3 h
21 1 2 80 11 min 3,7h 22h | 28s| 4s 9 ms | 33 min

Legendas: App ID: ID da Aplicacao; AD: Duragao da Aplicacao; RT: Tempo total de
execucao dos executores; CT: Tempo total de CPU dos executores; DT: Tempo total gasto
com desserializacao pelos executores; DCT: Tempo total de CPU gasto com desserializagao
pelos executores; RST: Tempo total gasto com serializagao de resultados; JGCT: Tempo
total gasto com o processo de Garbage Collection pela JVM.

sao lidos e escritos em cada aplicacao.

4.3 Discussoes

Vamos analisar os resultados dos experimentos e discutir o impacto que cada
problema descrito na taxonomia tem no desempenho de execucgao da aplicagdo. A andlise
do impacto levard em consideragao principalmente o tempo de duragao das aplicagoes.
Para essa andlise, vamos considerar o speedup como métrica de comparacao entre as
diferentes configuragoes e versoes de uma mesma aplicagao. Para o calculo do speedup,
escolhemos o tempo de uma configuragao ou aplicacao como base e dividimos esse pelo
tempo de duracao das configuragoes ou aplicagdes ao qual queremos comparar. Quanto
maior o speedup, melhor o desempenho em relagao a base. Vamos discutir os problemas

seguindo as mesmas categorias apresentadas na taxonomia.

I1 - Gerenciamento de Recursos do Cluster: para investigar os problemas relaciona-
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Tabela 4.5 — Resultados de entradas e saidas para cada aplicacao.
App ID IR ow SR SW CM CD
1 123,0 GB | 124,0 MB 92,0 MB 6,0 GB 0 Bytes 0 Bytes
2 123,0 GB | 124,0 MB 92,0 MB 6,0 GB 0 Bytes 0 Bytes
3 118,0 GB 6,0 MB 6,0 GB 6,0 GB 0 Bytes 0 Bytes
4 118,0 GB 6,0 MB 1611,0 MB | 1611,0 MB 0 Bytes 0 Bytes
5 118,0 GB | 15,0 GB 12,0 GB 12,0 GB 0 Bytes 0 Bytes
6 118,0 GB | 15,0 GB 12,0 GB 12,0 GB 0 Bytes 0 Bytes
7 5,0 GB 12,0 MB 0 Bytes 0 Bytes 0 Bytes 0 Bytes
8 5,0 GB 21.0 MB 5,0 GB 5,0 GB 0 Bytes 0 Bytes
9 676,0 MB | 1877,0 KB | 1702,0 KB | 136,0 MB 0 Bytes 0 Bytes
10 676,0 MB | 1877,0 KB | 1706,0 KB | 136,0 MB 0 Bytes 0 Bytes
11 23,0 MB | 101,0 MB 63,0 KB | 1865,0 MB 0 Bytes 0 Bytes
12 23,0 MB | 156,0 MB 63,0 KB | 1949,0 MB 0 Bytes 0 Bytes
13 23,0 MB | 159,0 MB 64,0 KB | 1999,0 MB 0 Bytes 0 Bytes
14 23,0 MB | 169,0 MB 64,0 KB | 2034,0 MB 0 Bytes 0 Bytes
15 711,0 MB | 4,0 MB 2,0 MB 467,0 MB 0 Bytes 0 Bytes
16 779,0 MB | 4,0 MB 0 Bytes 467,0 MB | 1144,0 MB | 0 Bytes
17 7120 MB | 4,0 MB 0 Bytes 467,0 MB 0 Bytes 262,0 MB
18 779,0 MB | 4,0 MB 0 Bytes 467,0 MB | 1144,0 MB | 0 Bytes
19 712,0 MB | 4,0 MB 0 Bytes 467,0 MB | 262,0 MB 0 Bytes
20 3,0 GB 3,0 GB 3,0 GB 3,0 GB 0 Bytes 0 Bytes
21 3,0 GB 3,0 GB 7,0 GB 7,0 GB 0 Bytes 0 Bytes

Legendas: App ID: ID da Aplicagao; IR: Total de bytes de entrada lidos; OW: Total de
bytes de saida escritos para o HDF'S; SR: Total de bytes lidos no processo de distribuicao
(shuffle); SW: Total de bytes escritos no processo de distribuicao (shuffle); CM: Total de
bytes persistidos em memoéria; CD: Total de bytes persistidos em disco.

dos com as configuragoes do cluster, nés analisamos a influéncia dos trés parametros que
normalmente sao escolhidos quando uma aplicagao é submetida para execugao: nimero
de executores e quantidade de nicleos de CPU e meméria RAM para cada executor. A
Figura 4.10 apresenta os speedups do tempo total de duragdo de todas as aplicagbes em
cada um dos perfis de configuracdo, tendo como base o tempo da configuragao confl que

foi utilizado como referéncia em todos os outros perfis.

Primeiro vamos analisar o impacto da variacao do niimero de executores no de-
sempenho, que pode ser observado nos speedups das configuragoes confl, conf?2, conf3, e
conf4. Podemos observar que as configuracoes conf2 e conf3, que tinham de duas a quatro
vezes o numero de executores de confl, respectivamente, obtiveram um resultado de 6%
a 3% melhor que confl, mesmo tendo um maior nimero de falhas em jobs, estagios e
tarefas, como observado na Tabela 4.3. Dentre as quatro configuragoes, a que apresenta
a maior discrepancia em comparagao as outras ¢ a conf4, que era a configuragdo com o

maior niimero de executores e menor nimero de recursos por executor. Essa configuracao
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Figura 4.10 — Speedups dos experimentos de Gerenciamento de Recursos do Cluster.

teve um desempenho 32% pior que a confl e o maior nimero de falhas dentre todas as

configuragoes.

A influéncia do nimero de nucleos de CPU pode ser vista nos resultados de
desempenho das configuracoes conf, conf6, conf7 e a confl. Essas configuracoes possuem
um nimero fixo de executores e de meméria RAM por executor e variam no nimero de
ntucleos de CPU. Esse nimero impacta na quantidade de tarefas que podem ser executadas
em paralelo. Na Figura 4.10 podemos observar que a configuracdo conf7 obteve um
resultado 7% melhor que a conf! mesmo tendo utilizado metade do nimero de nicleos de
CPU que este. Utilizando um quarto do niimero de ntcleos disponiveis, a conf6 teve um
desempenho 12% pior em relacao ao confl. A configuracao confs que teve o menor niimero
de ntcleos de CPU por executor teve o pior desempenho dentre as quatro configuragoes.
Esses resultados mostram que o nimero de nicleos de CPU tem um impacto direto no
desempenho de execucgao. Apesar disso, ter todos os niicleos disponiveis nao significa ter

o melhor desempenho, como os resultados de confl mostraram.

O impacto que a quantidade de memoéria RAM tem no desempenho de execugao
pode ser observado nos resultados das configuragoes confl, conf8, conf9 e conf10. Essas
quatro configuracoes possuem um numero fixo de executores e de nicleos de CPU por
executor, mas variam na quantidade de memoria RAM. Utilizando metade da memoria
disponivel, a configuracao conf§ teve um desempenho similar confl que utilizava toda
a memoria, variando apenas 1% para pior. Os resultados obtidos com as configuracoes
conf9 e confl0 mostraram que reduzir ainda mais a quantidade de meméria piora o
desempenho de execugao. Essas configuragoes possufam 1/4 e 1/8 da memoria disponivel,
respectivamente, e obtiveram desempenhos 12% e 46% pior que conf1. Além disso, essas
configuragoes tiveram falhas que foram relacionadas a falta de memoria que nao foram

observadas nas configuragoes confl e confs.

Os resultados de desempenho acumulado para cada configuracao corroboram os

problemas descritos na categoria de Gerenciamento de Recursos do Cluster. As configura-



Capitulo 4. Uma Taxonomia de Problemas de Desempenho para Apache Spark 7

¢oes que possufam a menor quantidade de meméria por executor (confs e conf10) foram
as que tiveram o maior nimero de falhas e os piores desempenhos. Especialmente no caso
da configuragao conf10, que tinha um nimero fixo de executores e niicleos, foi possivel
observar que uma pouca quantidade de memoria pode ser responsavel por uma queda de
desempenho e um maior nimero de falhas na aplicacao, como descrito no problema [1.1.
No geral, todas as configuragoes sustentam o que é descrito no problema /7.2 uma vez que

a maneira que o cluster é configurado tem impacto direto no desempenho da aplicagao.

12 - Particionamento dos Dados: para demonstrar a influéncia do niimero de parti¢oes
de um RDD no desempenho da aplicagao, como discutido no problema [2.1, executamos
uma aplicacdo em que a quantidade de particoes do RDD foi dividida em diferentes
numeros. A aplicacdo implementava um sistema de recomendacao de filmes utilizando
uma técnica de Filtragem Colaborativa baseada em itens (SARWAR et al., 2001). O
numero de parti¢oes foi variado nas aplica¢oes de acordo com o niimero de niicleos de
CPU disponiveis (24), possuindo de uma a quatro vezes essa quantidade de partigoes.
Essas aplicagoes sao as com identificador 11, 12, 13 e 14, como apresentado na Tabela 4.2.
Os seus resultados de desempenho podem ser vistos em seus respectivos identificadores
na Tabela 4.4.

Inefficient Partitioning
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Figura 4.11 — Speedups dos experimentos de Particionamento de Dados.

A Figura 4.11 apresenta os speedups dessas aplicagoes tendo como base a apli-
cacao 11 que utilizou 24 particoes. Podemos observar que o desempenho de execucao
foi melhor na medida em que o nimero de parti¢oes cresceu. A aplicagdo 12, que tinha
48 particoes, teve um resultado 55% melhor que a aplicacao 11. Ja a aplicacdo com o
maior nimero de partigoes (96), teve um resultado mais que duas vezes melhor, o que
significa que nos nossos experimentos ela foi executada em menos da metade do tempo
que a aplicacao 11. Ao comparar a diferenca de desempenho entre as quatro, podemos ver
que a diferenga entre duas aplicagoes sucessivas (a com 48 e 72 parti¢oes, por exemplo),
diminui na medida em que o nimero de parti¢oes vai subindo. Esse resultado sugere que
ao aumentar ainda mais o nimero de partigoes, ¢ possivel chegar a um limite de parti¢oes

que quando ultrapassado o desempenho de execugao comeca a cair ao invés de melhorar.
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Nesse experimento nés nao quisemos identificar esse limite, mas mostrar a influéncia que
o numero de particdes de um RDD pode ter no desempenho da aplicagao. Dessa forma,
esses resultados mostram o impacto da estratégia de particionamento que é descrito no

problema [2.1.

I3 - Transmissao de Dados: desenvolvemos uma aplicacao que calcula a média das
notas recebidas por um filme no conjunto de dados do MovieLens para investigar o pro-
blema I3.1. Nessa aplicagdo, temos um conjunto de dados com os identificadores (IDs)
dos filmes e suas notas e um outro conjunto de dados contendo os seus IDs e nomes. Uma
vez que a quantidade de dados no conjunto com nomes é muito menor que o do conjunto
de notas, combinamos as duas tabelas fazendo uso de uma variavel diciondrio que asso-
cia IDs com nomes. Para ver a influéncia de variaveis de transmissao no desempenho,
desenvolvemos uma versao em que a variavel é referenciada utilizando uma varidavel de
transmissao (Aplicagdo 9) e uma versao sem utilizar variavel de transmissao (Aplicagao

10). Os resultados de ambas podem ser vistas na Tabela 4.4.

Unbroadcasted Variable

Without Broadcast Variables With Broadcast Variables

Figura 4.12 — Speedups dos experimentos de Transmissao de Dados.

A Figura 4.12 apresenta os speedups para os dois casos tomando como base a
aplicagdo que nao utilizou varidveis de transmissao. Podemos ver que a aplicagao que
utilizou varidveis de transmissao obteve um desempenho 31% melhor que do que a versao
que nao utilizou. Esse resultado confirma o que é descrito no problema 3.1 uma vez
que mostra que nao utilizar varidveis de transmissao em ocasioes que a variavel tem um

grande tamanho ou é copiada muitas vezes causa uma perda de desempenho na aplicacao.

14 - Persisténcia de Dados: para investigar os problemas relacionados com a persistén-
cia de dados desenvolvemos uma aplicagao que explora o conjunto de dados do MovieLens.
Essa aplicacao obtém diferentes informagdes como o niimero de filmes produzidos por ano,
os géneros de filmes mais populares por ano e os filmes mais bem avaliados por década,
além de outras informagoes. Para cada informacao obtida, uma acao é chamada para
salvar os dados obtidos no HDFS e outra para exibir os resultados no programa Driver.

Dessa forma, diferentes RDDs sao utilizados em mais de uma acao. Com o intuito de
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avaliar a influéncia da persisténcia de RDDs e o nivel de persisténcia, executamos diferen-
tes versoes dessa aplicagao no qual tem uma versao em que nenhum RDD reutilizado foi
persistido e outras em que os RDDs foram persistidos utilizando diferentes niveis de per-
sisténcia. Os niveis de persisténcia utilizados foram: em memoéria (MEMORY ONLY),
em que o RDD ou parte dele é salvo na meméria e a parte que nao cabe é recomputado
quando necessario; em disco (DISK__ONLY), em que o RDD é salvo no disco; em me-
moria e disco (MEMORY _AND_DISK), em que parte do RDD é salvo em memoria e
a parte que nao cabe é salva em disco; e em memoria com os dados serializados (ME-
MORY _ONLY _SER), no qual os dados do RDD séo serializados antes de serem salvos

na memoria.

Data Persistence

) . . . . .

Not Persisting Persisting - DISK_ONLY

i 5~ i 5~ i 5
MEMORY_AND_DISK ~ MEMORY_ONLY ~ MEMORY_ONLY_SER

Figura 4.13 — Speedups dos experimentos de Persisténcia de Dados.

As aplicagoes 15 a 19 da Tabela 4.2 s@o as que tratam da persisténcia de dados.
Os resultados do seu desempenho em relacao ao tempo podem ser vistos na Tabela 4.4 e
os resultados sobre entradas e saidas podem ser vistos na Tabela 4.5, onde é possivel ver
a quantidade de dados (bytes) salvos em memoria e em disco. A Figura 4.13 apresenta os
speedups desses experimentos tendo como base a aplicacdo que nao persistiu os RDDs.
Podemos ver a influéncia de persistir os dados ou nao ao comparar a aplicacdo que nao
persistiu (Aplicacdo 15) com as demais. Com excecdo da aplicagdo que persistiu em
meméria com serializagao dos dados (Aplicagao 19), que teve um desempenho semelhante,
as demais aplicacgoes tiveram um desempenho melhor. No caso com serializacao, o tempo
gasto com essa serializacao dos dados reduziu o tempo ganho com a persisténcia, o que
justifica a semelhanca. Ja os outros casos obtiveram desempenhos de 4% & 17% melhor, o

que mostra que persistir RDDs que sao reutilizados melhora o desempenho da aplicacao.

O problema 1.2 fala sobre a importancia do nivel de persisténcia no desempenho
da aplicacdo. Podemos ver essa influéncia ao comparar os resultados das aplicagoes que
persistiram os dados. Podemos ver que os melhores resultados foram obtidos com as
aplicagoes que persistiram em memoria (Aplicagao 16) e em memoria e disco (Aplicagao
18). Ambas tiveram um resultado semelhante porque a quantidade de dados persistidos

foram suficientes para caber na memoria, ndo sendo necessario recomputar ou salvar em
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disco parte dos dados, como podemos ver na Tabela 4.5. Persistir os dados em disco
tem a sobrecarga causada pela leitura e escrita de dados em disco que é mais lento que
em memoria. Apesar disso, persistir os dados ou parte deles em disco pode ser uma boa
opcao em casos em que existe uma grande quantidade de dados para serem persistidos
e estes nao cabem na memoria, o que nao foi o caso do nosso experimento. O caso que
teve o pior desempenho foi a aplicacao em que os dados foram persistidos em memoria
com serializagdo dos dados. Mesmo assim, a quantidade de dados salvos na memoria foi
menor nesse caso, como pode ser visto na Tabela 4.5, algo que pode ser uma melhor opcao
nos casos em que a memoria fica cheia. Esses resultados mostram a influéncia do nivel de

persisténcia no desempenho de uma aplicagao, como descrito no problema 14.2.

I5 - Redistribuicdo de Dados (Data Shuffling): para investigar o problema I5.1
escolhemos uma aplicagdo que calcula n-grams e suas frequéncias em um conjunto de
dados. N-grams sao sequéncias contiguas de n palavras coletadas a partir de um texto.
Desenvolvemos duas versoes dessa aplicagdo, uma em que o RDD de chaves/valor nao é
pré-particionado antes da operagao reduce ByKey (Aplicacao 20) ser chamada e uma versao
em que o RDD é particionado antes dessa operagao (Aplicagao 21). O desempenho de
ambas pode ser visto na Tabela 4.4. Os speedups dessas aplicagoes tendo como base
a aplicagdo que nao pré-particionou pode ser visto na Figura 4.14. Podemos ver que o
desempenho da versao em que o RDD foi pré-particionado foi mais que duas vezes melhor
que a versao que nao particionou. Esse resultado corrobora o que é descrito no problema
I5.1 em que pré-particionar ou ndo um RDD do tipo chave/valor antes de operagdes que

envolvem redistribuicao pode ter um grande impacto no desempenho da aplicacao.

Non Pre-Partitioned RDD

2,5

Speedup

i

0,5 1 ' ] I
. N
Non Pre-Partitioned Pre-Partitioned

Figura 4.14 — Speedups dos experimentos de RDD Nao Pré-Particionado.

Para os experimentos relacionados ao problema 5.2 desenvolvemos uma apli-
cagdo que realiza uma jungao entre dois RDD baseado no Join Query do benchmark do
AMPLab Big Data Benchmark (AMPLAB, 2019). Para ver a influéncia de fazer uma jun-
¢do com RDDs co-particionados ou nao, executamos uma versao em que ambos os RDDs
sdo pré-particionados utilizando diferentes particionadores (Aplicagdo 1) e uma versao em

que utilizamos os mesmos particionadores para os dois (Aplicacao 2). Os seus resultados
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de desempenho podem ser vistos na Tabela 4.4 e os speedups tendo como base o caso em
que os RDDs nao sao co-particionados podem ser vistos na Figura 4.15. E possivel ver
que ambos o0s casos tiveram um desempenho muito semelhante, variando apenas 1% para

melhor no caso em que os RDDs sao co-particionados.

Different Partitioner

Different Partitioners Same Partitioners

Figura 4.15 — Speedups dos experimentos de Particionamentos Diferentes.

Apesar da pouca diferenca no desempenho, é possivel observar outras diferencas
entre as duas aplicagoes, como o nimero de estagios e tarefas. Na Tabela 4.4 é possivel ver
que a aplica¢ao que nao tinha os RDDs co-particionados (Aplicagdo 1) teve um estégio de
redistribuigdo a mais que a outra com co-particionamento (Aplicagao 2), além de um maior
numero de tarefas. Esse resultado corresponde com o que é esperado na teoria e descrito
no problema [5.2 uma vez que o caso com co-particionamento reduziu a redistribuicao
de dados. Entretanto, nossos experimentos nao apresentaram uma diferenca significante
nos desempenhos. Isso pode ter ocorrido devido as nossas escolhas no desenvolvimento da
aplicagao, como o desenvolvimento dos particionadores, ou devido ao nosso ambiente de
cluster limitado. Assim sendo, consideramos que mais experimentos sdo necessarios para
investigar esse problema, esperamos que diferencas mais notaveis possam ser observadas

através de mudancas na aplicagao e em um ambiente de cluster com mais recursos.

16 - Projeto da Aplicagao: para investigar o problema /6.1 que trata do impacto de es-
colher groupByKey ao invés de reduce ByKey para aplicar uma fungao a valores associados
a uma chave, desenvolvemos uma aplicagdo baseada na Aggregation Query do benchmark
AMPLab Big Data Benchmark (AMPLAB, 2019). Essa aplicagao faz uma agregacao para
somar todos os valores associados a uma mesma chave. Desenvolvemos uma versao em
que essa agregacao ¢é feita utilizando a operacao groupByKey (Aplicagao 3) e outra em que
é utilizado a operagao reduceByKey (Aplicacao 4). O desempenho de ambos podem ser
vistos na Tabela 4.4 e os seus speedups normalizados pelo caso que utilizou groupByKey
podem ser vistos na Figura 4.16. Podemos ver que a aplicacao que utilizou reduce ByKey
teve um desempenho 10% melhor que a versao que utilizou groupByKey. Esse resultado
esta de acordo com o que é descrito no problema /5.1 uma vez que observamos um me-

lhor desempenho da aplicagdo que usou reduceByKey devido a forma que essa aplicagao
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gerencia a redistribuicao dos dados que transfere uma quantidade menor de dados pelo

cluster.

groupByKey vs. reduceByKey

GroupByKey ReduceByKey

Figura 4.16 — Speedups dos experimentos de groupByKey versus reduceByKey.

Desenvolvemos uma aplicagdo que explora o conjunto de dados do AMPLab Big
Data Benchmark para investigar o problema [6.2. A aplicacdo computa o conjunto de
usudrios distintos que visitaram um site na tabela UserVistis. Para isso, a aplicacao faz
uma agregacao que envolve a mudanca do tipo do valor agregado semelhante aos exemplos
apresentados nas figuras 4.7 e 4.8. Desenvolvemos uma versao que utiliza a operacao redu-
ceByKey (Aplicacao 6) e outra que utiliza aggregate ByKey (Aplicagao 5). Seus resultados
de desempenho podem ser vistos na Tabela 4.4 e seus speedups tendo como base a apli-
cagdo que utilizou reduce ByKey podem ser vistos na Figura 4.17. Nela é possivel ver que
a aplicagao que utilizou aggregate ByKey teve um desempenho 5% melhor que a aplicacao
que usou reduceByKey. Mesmo nao tendo uma diferenca muito significante, conseguimos
observar a diferenca das duas aplicagoes em agregacoes que possuem mudanga de tipo,

como descrito no problema [6.2.

reduceByKey vs. aggregateByKey

ReduceByKey AggregateByKey

Figura 4.17 — Speedups dos experimentos de reduceByKey versus aggregateByKey.

Para investigar o problema 6.3 desenvolvemos uma aplicacao baseada no Scan
Query do benchmark AMPLab Big Data Benchmark (AMPLAB, 2019). A aplicagao
faz uma simples filtragem e selecao na tabela Rankings. Para ver a diferenca entre as
operagoes repartition e coalesce, desenvolvemos duas versoes dessa aplicagao, uma em que

reduzimos o nimero de particoes do RDD utilizando repartition (Aplicagdo 8) e outra
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que utilizou coalesce (Aplicacao 7). Seus resultados podem ser vistos na Tabela 4.4 e seus
speedups tendo como base a aplicagdo que usou repartition na Figura 4.18. Nela podemos
observar uma diferenca significante no desempenho das duas aplicagbes. A aplicacao
que utilizou coalesce teve um desempenho quase trés vezes melhor que a aplicagao que
utilizou repartition. Outra diferenca que pode ser observada ¢ no niimero de estagios na
Tabela 4.4. Uma vez que a operagao coalesce une particoes em um mesmo nd ao invés de
redistribuir os dados, nos casos de reducao de particoes, ela consegue evitar um estagio de
redistribuicao, ao contrario da operacao repartition. Esses resultados corroboram o que é

descrito no problema 16.35.

repartition vs. coalesce

3,5
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Speedup
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Figura 4.18 — Speedups dos experimentos de repartition versus coalesce.

De maneira geral, nossos experimentos mostraram que os problemas descritos
na taxonomia podem ser observados na pratica. E importante destacar que o ambiente
de cluster utilizado possui uma quantidade limitada de recursos. Essa situagdao pode
ter impactado na diferenca de desempenho entre as aplicacbes mais eficientes e aquelas
com piores resultados. Esperamos que diferencas maiores possam ser observadas em
ambientes que possuem uma quantidade maior de recursos e permitem mais possibilidades

de configuracao.

As maiores diferencas entre speedups foram observadas nos experimentos dos pro-
blemas 5.1 e 16.3. Nelas, as versoes sem os problemas tiveram um desempenho de 2.6 a
2.9 vezes melhor, respectivamente, que as versoes com os problemas. Ambos os problemas
eram relacionados com a possibilidade de reduzir ou evitar a redistribuicao de dados. Isso
mostra que a redistribuicao de dados pode ter uma grande influéncia no desempenho de
execucao da aplicacao e que deve ser levado em conta no seu desenvolvimento. As meno-
res diferencas entre os speedups foram observadas nos experimentos dos problemas 5.2 e
16.2, que tiveram diferencas de apenas 1% e 5%, respectivamente, entre as versoes com e
sem problemas. Essas pequenas diferencas podem ser justificadas por nossas escolhas nos
conjuntos de dados e aplicagoes. Mesmo assim, pudemos observar que parte dos proble-
mas descritos foi confirmado ao analisar mais resultados além do tempo de duragao, como

o numero de estagios e tarefas. Planejamos revisitar os experimentos desses problemas ao
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procurar exemplos e conjuntos de dados em que diferencas nos desempenhos de execucao

possam ser mais notaveis.
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5 Uma Taxonomia de Defeitos Funcionais

para Apache Spark

Este capitulo apresenta o resultado de um estudo sobre defeitos em aplicacoes
Spark. A partir desse estudo, foi desenvolvida uma taxonomia que agrupa e categoriza
defeitos que podem aparecer no codigo de aplicagoes Spark e resultar em falhas na execu-
¢ao. Os defeitos identificados nesta taxonomia surgiram, principalmente, de uma anélise
empirica da documentacao de Spark (SPARK, 2019) e cddigo fonte de aplicagdes Spark
desenvolvidos pelo autor ou outras fontes, como as aplicagoes apresentadas em (ZAHA-
RIA et al., 2015), (GANELIN et al., 2016) e (KARAU; WARREN, 2017). O objetivo
desta taxonomia é modelar possiveis defeitos que podem aparecer no desenvolvimento de
aplicagoes Spark e servir como um guia para o desenvolvimento de aplicagoes de modo
a evitar esses tipos de defeitos, assim como para o desenvolvimento de casos de testes e

técnicas de teste para sistemas do tipo.

Este capitulo esta organizado da seguinte forma: a Secao 5.1 apresenta a taxo-
nomia de defeitos funcionais para Spark; a Secao 5.2 apresenta uma série de exemplos de
aplicagoes Spark que sao utilizados para ilustrar os defeitos descritos na taxonomia; e a

Secao 5.3 finaliza o capitulo com discussoes sobre a taxonomia.

5.1 Taxonomia

A taxonomia é dividia em trés categorias principais, seguindo o tipo de operacao
ou recurso de Spark: Transformacao, Acao e Acumuladores. Além disso, existem subca-
tegorias que visam restringir os defeitos em categorias mais especificas seguindo o tipo
de operacao que estd sendo feita. Alguns dos defeitos identificados foram recorrentes e
podem aparecer em operacoes das trés categorias principais, como defeitos relacionados a
operagoes de agregacao. Por esse motivo, optamos por repetir os defeitos nas trés catego-
rias uma vez que o contexto em que cada uma delas representa é diferente. A taxonomia

é apresentada na Figura 5.1. As categorias e defeitos descritos sdo apresentados a seguir.

F1 - Transformacao: este grupo descreve defeitos que podem surgir devido ao uso de
operagoes de transformacgao em aplicacoes Spark. Esses defeitos podem ser causados de-
vido a escolhas erradas de programacao ou enganos ao utilizar uma transformacao em uma
aplicagdo. Por exemplo, o defeito pode ocorrer devido a chamada de uma transformacao
incorreta ou devido a passagem de um pardmetro errado para a transformacao. Defeitos

e subgrupos dessa categoria sao apresentados a seguir.
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F1.1: Sequéncia de Transformacoes Errada: considerando uma aplicagdo Spark como
uma sequéncia de transformagoes em RDDs seguidas por uma agao, este defeito se refere
a chamada de uma transformacao em uma ordem incorreta na sequéncia, respeitando os
tipos de RDDs de entrada e saida. Por exemplo, em uma sequéncia de transformacoes,
duas transformagoes podem ter como entrada e saida RDDs do mesmo tipo. Dessa forma,
se a ordem dessas duas transformagoes forem trocadas uma com a outra na aplicacao,
esta nao ird sofrer um erro de tipagem. Entretanto, a aplicagdo pode ter um resultado
inesperado uma vez que a ordem em que as transformagcoes sdo feitas é importante na

analise.

F1.2: Conjuntos: este subgrupo representa defeitos relacionados com transformacoes que
simulam as operagdes de conjuntos matematicos em Spark (union, subtract e intersection)
entre dois RDDs. Essas operagoes possuem comportamentos semelhantes as suas contra-
partes em conjuntos matematicos, entretanto, nao respeitam as mesmas propriedades

matematicas.

F1.2.1: FElementos Duplicados em Operacoes de Conjuntos: apesar de Spark fornecer
operacgoes semelhantes as operacoes de conjuntos matematicos, nem todas as operacoes
respeitam a propriedade de que nao se deve ter elementos duplicados, como ocorre com
conjuntos matematicos. Dessa forma, este defeito se refere ao erro seméantico de assumir
essa propriedade ao utilizar as operagoes de conjuntos de Spark. A operacao de intersecao
(intersection) é a tinica das trés operagoes em que o RDD resultante nao possui elementos
duplicados. Ja as operacoes de unido (union) e diferenca (subtract) podem gerar RDDs
com elementos duplicados, sendo necessario chamar a transformacao distinct apos elas

para retirar elementos duplicados no RDD, quando necessério.

F1.2.2: Operacao de Conjuntos Incorreta: este defeito se refere a aplicacao de uma trans-
formagao de conjuntos incorreta (union, subtract e intersection). Por aplica¢do incorreta,
nos referimos ao engano de fazer a chamada a uma transformagao no lugar de outra. Por
exemplo, fazer a chamada da transformagao de intersegao (intersection) entre dois RDDs

no lugar da transformacao de diferenga (subtract).

F1.3: Mapeamento: defeitos desse grupo sao relacionados com as transformagoes de mape-
amento de Spark (map, flatMap, mapPartitions, mapPartitionsWithIndex). Essas trans-
formacoes aplicam funcgoes de transformacao passadas como parametro aos elementos do

RDD de forma a criar um novo RDD que contem os valores mapeados do primeiro RDD.

F1.3.1: Definicao Incorreta do Mapeamento: este defeito se refere a definicdo incorreta
de uma func¢do de transformacgao passada para uma transformacdo de mapeamento de

forma que os elementos do primeiro RDD sdo mapeados de forma errada para elementos
do novo RDD.

F1.3.1.1: Defini¢ao Incorreta do Mapeamento para Chave/Valor: este defeito pode ser
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considerado como uma especializagdo do defeito F1.3.1 pois se refere ao mapeamento
incorreto de elementos de um RDD que nao possui tuplas de chave/valor para um elemento
do tipo chave/valor. Este defeito pode estar relacionado a definigao incorreta da chave,
valor ou ambos. Consideramos esse defeito de forma separada dado a importancia que
RDDs do tipo chave/valor tém em Spark, tendo um conjunto préprio de transformagoes

que operam sobre esse tipo.

F1.4: Filtragem: este grupo representa defeitos relacionados com transformagoes de fil-
tragem de Spark que recebem uma funcdo de predicado como parametro e removem

elementos que nao sao avaliados como verdadeiros pela funcao.

F1.4.1: Definicio Incorreta do Predicado: este defeito se refere a definicdo incorreta da

funcao de predicado utilizada para filtrar elementos em uma transformagao de filtragem.

F1.5: Agregacao: este grupo representa defeitos relacionados com transformagoes de agre-
gacao que recebem fungoes de agregacao como parametro e aplicam essas fungoes sobre

valores agregados por chave em RDDs do tipo chave/valor.

F1.5.1: Agregacio Nao-Comutativa e Nao-Associativa: este defeito se refere a defini¢ao
incorreta da funcao de agregacao passada para transformacoes de agregacao de modo que
a funcao nao respeita as propriedades de comutatividade e associatividade. Uma vez que a
funcao de agregacao é aplicada de forma paralela, se ela ndao for comutativa e associativa,

o seu resultado é nao deterministico (CHEN et al., 2017).

F1.5.2: Definicao Incorreta de Agregagdo: este defeito se refere a definicao incorreta da

funcao de agregacao utilizada para agregar valores em transformacoes de agregacao.

F1.6: Ordenacao: este grupo representa defeitos relacionados com transformagoes de

ordenac¢ao que ordenam RDDs com base em uma chave.

F1.6.1: Ordenacao Incorreta: este defeito se refere a incorreta aplicagao da transforma-
¢ao de ordenacgao, como por exemplo ordenar de forma decrescente ao invés de ordem

crescente.

F1.7: Juncao: este grupo representa defeitos relacionados com transformacoes de juncao

que fazem uma jungao relacional entre dois RDDs.

F1.7.1: Tipo de Juncao Incorreta: este defeito se refere a aplicagao de uma transformacao
de jungao incorreta (join, rightOuterJoin, leftOuterJoin, fullOuterJoin) de modo que foi

escolhida uma juncao de um tipo ao invés de outro.

F2 - Acao: este grupo descreve defeitos que podem surgir devido ao uso de operagoes de
agao em aplicagoes Spark. Assim como os defeitos em transformacoes, defeitos em agoes

podem ser causados devido a escolhas erradas de programacao ou enganos ao utilizar uma
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acao em uma aplicacdo. Por exemplo, um defeito pode aparecer devido a uma chamada

incorreta de uma acao ou a um valor incorreto passado como parametro para a acao.

F2.1: Chamada de Acao Incorreta: este defeito se refere a chamada de uma agao incorreta,
ou seja, chamar uma acao ao invés de outra. Por exemplo, chamar uma acao relacionada
com RDDs de tipos numéricos (DoubleRDDFunctions) incorreta, como a agao min ao

invés de max, entre outras.

F2.2: Agregacgdo: este grupo representa defeitos relacionados com agoes de agregacao que
recebem funcgoes de agregacao como parametro e aplicam essas fungoes sob valores de um
RDD.

F2.2.1: Acio de Agregacao Nao-Comutativa e Nao-Associativa: de forma semelhante
a F1.5.1, agoes de agregacao, como a reduce por exemplo, também sao aplicadas de
forma paralela. Dessa forma, se a funcao de agregacao passada como parametro nao for

comutativa e associativa, seu resultado é nao deterministico.

F2.2.2: Definicao Incorreta de Acao de Agregacdo: este defeito se refere a definicao in-

correta da funcao de agregacao utilizada para agregar valores em agoes de agregacao.

F3 - Acumuladores: este grupo descreve defeitos relacionados com as variaveis com-
partilhaveis do tipo acumulador. Por exemplo, o defeito pode ocorrer ao se definir um

acumulador personalizado.

F3.1: Varidvel Livre ao invés de Acumulador: este defeito se refere ao uso de uma va-
riavel livre (varidvel utilizada em uma funcao que foi definida fora de seu escopo) dentro
de uma transformacao ou agao para propagar valores agregados dos executores para o
programa Driver. Quando uma clausura (fungdo que possui referéncias a variaveis livres)
¢é passada para uma operacao Spark, as variaveis livres referenciadas nessa funcao sao
copiadas e enviadas para cada tarefa que vai ser executada no cluster. Entao, quando
uma variavel dessas é modificada dentro da operagao Spark, seu valor nao é propagado
para o programa Driver porque foi a variavel local que foi modificada e nao a que se
encontra no Driver. Para que esse valor fosse propagado para o programa Driver, deve-se
utilizar um acumulador. Logo, nao utilizar um acumulador nesse caso pode ocasionar um

comportamento incorreto.

F3.2: Acumulador Personalizado: defeitos desse grupo se referem a definicdo de um
acumulador personalizado. Spark oferece implementacoes para acumuladores de tipos
padroes, como tipos numeéricos, por exemplo. Para outros tipos de dados é possivel

desenvolver um acumulador préprio.

F3.2.1: Acumulador Nao-Comutativo e Ndao-Associativo: este defeito se refere a definicao

de um acumulador personalizado que nao respeita as propriedades de comutatividade e
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associatividade. Assim como transformacoes e acoes de agregacao, acumuladores agregam
valores de forma paralela, logo, se estes nao respeitarem essas propriedades o seu resultado

é nao deterministico.

F3.2.2: Definicao Incorreta do Acumulador: este defeito se refere a definicao de um

acumulador personalizado de forma incorreta.

5.2 Exemplos

Para ilustrar a forma em que o defeitos funcionais descritos na taxonomia podem
aparecer no codigo da aplicagao Spark, vamos apresentar uma série de exemplos de co-
digos de aplicagoes Spark e, em seguida, apresentar possiveis defeitos de acordo com a
taxonomia. Os exemplos serdo apresentados a seguir. A Figura 5.2 apresenta o exemplo
de uma aplicagdo Spark que faz uma simples analise em arquivos de Log. Um RDD com
o conteido dos arquivos de log é criado na linha 1. Na linha 2, é aplicada uma transfor-
macao de filtragem para pegar logs de erros. Em seguida, é aplicada uma transformacao
de mapeamento para pegar apenas uma parte do contetido do log na linha 3. Na linha
4, é feita uma nova filtragem para limitar o contetiido que possui uma palavra especifica.

Por 1ultimo, é aplicada a acao count que conta a quantidade de elementos do RDD.

1 val fooCount = sc.textFile("hdfs://logs—path")
2 filter (_.startsWith ("ERROR"))

3 .map(__.split ("\t")(2))

4 .filter (_.contains("foo"))

) .count

Figura 5.2 — Exemplo de aplicagao Spark que faz uma andlise em arquivos de Log.

A Figura 5.3 apresenta o exemplo de uma aplicagdo Spark que computa um valor
estimado para a constante 7. Este exemplo é um dos exemplos padroes encontrados na
documentagao de Spark (SPARK, 2019). Esta aplicacao estima o valor de 7 através do
M¢étodo de Monte Carlo ao selecionar pontos aleatérios em um quadrado unitario de (0, 0)
a (1,1) e ver quanto desses pontos caem dentro de um circulo unitério, a fracao deste valor
deve ser aproximadamente /4. Na linha 1, é criado um RDD que contem os niimeros de
1 & n (que representa o nimero de pontos aleatérios que serao criados). Entre as linhas
2 e 6, é feito um mapeamento no RDD para gerar um ponto aleatério e verificar se este
estd (1) ou nao (0) dentro do circulo. A contagem de pontos dentro do circulo é feita na
linha 7 através da chamada da agdo reduce que soma todos os valores do RDD e o valor

estimado de 7 ¢ impresso na linha 8.

A Figura 5.4 apresenta o exemplo de uma aplicagdo Spark que computa n-grams
a partir de um conjunto de dados de textos e depois calcula a frequéncia de cada n-gram.

Este exemplo tem a mesma implementacao da aplicagao 20 (Tabela 4.2) que foi utilizada
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1 wval rdd = spark.sparkContext.parallelize (1l until n)
2 val pointsInsideCircle = rdd.map { i =

3 val x = random * 2 — 1

4 val y = random *x 2 — 1

5 if (xxx + yxy <= 1) 1 else 0

6 }

7 val count = pointsInsideCircle.reduce(  + )

8 println(s"Pi is roughly ${4.0 % count / (n — 1)}")

Figura 5.3 — Exemplo de aplicagao Spark que estima o valor de .

Fonte: Baseado em (SPARK, 2019)

nos experimentos da taxonomia de problemas de desempenho. Na linha 1, é feita a leitura
do conjunto de dados a partir de um enderego que pode ser um arquivo no HDFS. Na linha
2, é chamada a transformacao de mapeamento flatMap para dividir os textos de entrada
em frases separadas por ponto final, fazendo uso de uma expressao regular para isso.
Essa divisao é necessaria porque n-grams, palavras contiguas em um texto, devem fazer
parte de uma mesma frase. Em seguida, ¢é feita novamente a chamada da transformacao
flatMap na linha 3 em que é passada a funcdo nGrams que recebe como entrada o niimero
n e a string de uma frase e retorna uma lista de n-grams. Na linha 4, a transformagao
de filtragem filter é chamada para remover n-grams vazios ou que possuam um Numero
de palavras diferente de n. Na linha 5, o RDD de n-grams é transformado em um RDD
do tipo chave/valor em que a chave é o préprio n-gram e o valor o niimero inteiro 1. A
frequéncia de cada n-gram é calculada na linha 6 em que é chamada a transformacao
de agregacao reduceByKey que agrupa os valores pela chave (n-gram) e depois soma os
valores, o que no caso resulta na quantidade de vezes que cada n-gram aparece. A linha 7
finaliza a aplicagdo com a agao saveAsTextFile que inicia a execugao das transformagoes

e salva o seu conteudo.

1 val input = sparkContext.textFile (inputURL)

2 val sentences = input.flatMap(x => x.split ("(?7<=[a—z])\\.\\s+"))

3 val ngrams = sentences.flatMap (nGrams(n, _))

4 val ngramsFiltered = ngrams. filter (1 = 1. filter (w = !w.trim.isEmpty).
size =— n && 1 != List. fill (n — 1)(start) :+ end)

5 val ngramsPairs = ngramsFiltered .map(x = (x, 1))

6 val ngramsCount = ngramsPairs.reduceByKey ((x, y) = x + y)

7 ngramsCount . saveAsTextFile (outputURL)

Figura 5.4 — Exemplo de aplicacao Spark que computa n-grams e calcula suas frequéncias.

A Figura 5.5 apresenta um exemplo com as transformagoes de conjuntos de Spark
baseado no exemplo apresentado em (KARAU; WARREN, 2017). Nele, dois arrays de
nimeros inteiros (linhas 1 e 2) sdo paralelizados para criarem RDDs (linhas 3 e 4). Em
seguida, sdo aplicadas as transformagoes de intersegao (linha 5) e subtracao (linha 6) entre

os dois RDDs. Apds, é feita uma unidao entre os resultados das ultimas transformacoes
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(linha 7) e, por dltimo, é feita uma verificagdo para constatar que o resultado da uniao é
diferente do primeiro RDD (linha 8).

val a = Array (1, 2, 2, 3, 3, 3, 4, 4, 4, 4)
val b = Array (3, 4)

val rddA = sc.parallelize (a)

val rddB = sc.parallelize (b)

val intersection = rddA.intersection (rddB)
val subtraction = rddA.subtract (rddB)

val union = intersection.union(subtraction)

assert (!rddA . collect () .sorted.sameElements(union. collect () .sorted))
Figura 5.5 — Exemplo de aplicacao Spark com transformacgoes de conjuntos.

A Figura 5.6 apresenta um exemplo de uma aplicacdo que contem uma juncgao e
ordenagao baseado no Join Query do benchmark do AMPLab Big Data Benchmark (AM-
PLAB, 2019) (também utilizada nos experimentos da taxonomia de problemas de desem-
penho, nas aplicagoes 1 e 2). Entre as linhas 1 e 4, sdo lidos os conjuntos de dados e feito
mapeamentos para transformar os dados de texto para objetos especificos. Na linha 5, é
feita uma filtragem em wuserVisits para remover elementos com base em um periodo de
datas e, em seguida, o RDD ¢ transformado para o tipo chave valor. Na linha 6, o RDD
rankings ¢ mapeado para o tipo chave/valor. A juncao entre os dois RDDs é feita na linha
7. Os dados sao mapeados para projetar apenas os campos que serao agregados na linha
8 e, em seguida, sao agrupados e agregados na linha 9. Os resultados da agregacao sao

ordenados na linha 10 e o seu contetido é salvo na linha 11.

1 wval rankingsLines = sparkContext.textFile (inputRankingsURL)

2 val rankings = rankingsLines.map(parseRankings)

3 wval userVisitsLines = sparkContext.textFile (inputUserVisitsURL)

4 val userVisits = userVisitsLines .map(parseUserVisits)

5 wval subqueryUV = userVisits. filter (u = u.visitDate.after (datel) && u.
visitDate.before (date2)) .map(u => (u.destURL, u))

6 val subqueryR = rankings.map(r => (r.pageURL, r))

7 val subqueryJoin = subqueryR.join (subqueryUV)

8 val subquerySelect = subqueryJoin.values.map(v => (v._2.sourcelP, (v._ 2.
adRevenue, v._ 1.pageRank)))

9 val subqueryAggregation = subquerySelect.groupByKey () .map(v = (v._1, v._2
.map(__._1).sum, v._2.map(_._2).sum / v._2.map(_._2).size))

10 val results = subqueryAggregation.sortBy(_. 2, false)

11 results.saveAsTextFile (outputURL)

Figura 5.6 — Exemplo de aplicacao Spark com operagoes de juncao e ordenacao.

Fonte: Baseado em (AMPLAB, 2019)

A Figura 5.7 apresenta um exemplo de uma aplicagao Spark que contem chamadas
as agoes numéricas de Spark (agoes que operam sob RDDs de tipos numéricos) baseado
em um exemplo apresentado em (ZAHARIA et al., 2015). Neste exemplo, sdo removidos

valores atipicos (outliers) de um conjunto de dados numéricos com base na média e desvio
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padrao deste conjunto. Na linha 1, o RDD distance que possui um conjunto de distancias
em formato de String é mapeado para um RDD numérico e persistido em meméria para
ser reutilizado em diferentes agoes. Na linha 2, a agdo stdev, que s6 é habilitada em RDDs
numéricos, é chamada para se obter o desvio padrao do conjunto. A média do conjunto
¢é obtida na linha 3 através da acao mean. Os valores atipicos sao removidos na linha
4 através de uma transformacao de filtragem que remove elementos com base no desvio

padrao e média. O contetdo desse RDD é impresso na linha 5 apdés a chamada da acao

collect.
val distanceDoubles = distance.map(string => string.toDouble).persist ()
val stddev = distanceDoubles.stdev ()
val mean = distanceDoubles.mean()
val reasonableDistances = distanceDoubles. filter (x => math.abs(x—mean) < 3
x stddev)

println (reasonableDistance. collect () .toList)

Figura 5.7 — Exemplo de aplicacao Spark com ag¢des numéricas.

Fonte: Baseado em (ZAHARIA et al., 2015)

A Figura 5.8 apresenta um exemplo de uma aplicacao Spark que utiliza acumula-
dores baseado em um exemplo apresentado em (GANELIN et al., 2016). Neste exemplo,
variaveis acumuladoras sao utilizadas para contar niimeros pares e impares em um RDD.
Na linha 1, é criado um RDD a partir da paralelizacdo de um array de niimeros. Acu-
muladores sao criados nas linhas 2 e 3. Entre as linhas 4 e 7, é chamada a agao foreach
que aplica uma funcao para cada elemento do RDD. Nesta func¢ao, os acumuladores sao
incrementados para contar nimeros pares e impares. Os valores dos acumuladores sao
impressos nas linhas 8 e 9.

val myRdd = sc.parallelize (Array(1,2,3,4,5,6
val evenNumbersCount = sc.longAccumulator (0)
var unevenNumbersCount = sc.longAccumulator (
myRdd. foreach (element => {

if (element % 2 — 0) evenNumbersCount 4= 1
else unevenNumbersCount +=1

)

println(s" Even numbers ${ evenNumbersCount.value }")
println (s" Uneven numbers ${ unevenNumbersCount.value }")

7))

0)

Figura 5.8 — Exemplo de aplicagdo Spark que utiliza um acumulador.

Fonte: Baseado em (GANELIN et al., 2016)

A Figura 5.9 apresenta um exemplo de implementacao de um acumulador perso-
nalizado de Spark baseado no exemplo apresentado em (GANELIN et al., 2016). Neste
exemplo, foi criado um acumulador para acumular nomes de arquivos que foram proces-
sados com erros. Para se implementar um acumulador, deve-se estender o tipo Accumu-

latorV2 (linha 1) e prover implementacoes para operagoes padrao. Entre as principais
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operagoes que compoe o comportamento do acumulador, estao a add (linhas 14 a 18), que
adiciona um novo elemento no acumulador, e a merge (linha 25 a 27) que une o conteido

de dois acumuladores.

1 class ErrorFilesAccum extends AccumulatorV2[String, String] {
2 var initialValue: String = "'

3

4 def value = initialValue

5

6 def reset (): Unit = {

7 initialValue = "'

8 }

9

10 def isZero: Boolean = {

11 initialValue .isEmpty

12}

13

14 def add(s: String): Unit = {

15 var str = "'

16 if (lisZero) str =", " + s else s
17 initialValue = initialValue + s
18}

19

20 def copy(): ErrorFilesAccum = {

21 val newAcc = new ErrorFilesAccum ()
22 newAcc.initialValue = value

23 }

24

25 def merge(other: AccumulatorV2[String, String]) = {
26 add (other . value)

27 }

28 }

Figura 5.9 — Exemplo de implementacao de um acumulador personalizado.

Fonte: Baseado em (GANELIN et al., 2016)

A Tabela 5.1 apresenta exemplos de defeitos que podem aparecer nos exemplos de
aplicagoes apresentados. Nela, é possivel ver um exemplo para cada defeito apresentado

na taxonomia de defeitos funcionais.

5.3 Discussoes

Neste trabalho, utilizamos uma metodologia iterativa e incremental para a ané-
lise de diferentes fontes para identificar e classificar defeitos em aplicagoes Spark. Como
resultado, desenvolvemos uma taxonomia de defeitos funcionais que descreve alguns dos
possiveis defeitos que podem ser encontrados nas principais operagoes de transformacao
e acao de Spark, assim como no uso e desenvolvimento das variaveis compartilhaveis acu-
muladores. Os defeitos descritos nesta taxonomia foram mostrados através de exemplos

de aplicagoes e possiveis defeitos sintetizados na Tabela 5.1. Esperamos que os defeitos
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Tabela 5.1 — Exemplos de defeitos e suas classificagoes segundo a Taxonomia de Defeitos
Funcionais de Spark.

Fig.

Linhas

Defeito

Classificagao

Consideragoes

5.2

2

filter(!__.startsWith("ERROR"))

F1.4.1

A definicao do predicado
para filtrar logs de erros esté
incorreta.

map(_sple(\w)(2))

F1.3.1

A fungao de transformacao
esta separando a string com
um separador incorreto.

2a3

Inverter a ordem das duas transfor-
macoes.

F1.1

Ao inverter a ordem das
duas transformacdes o resul-
tado final é diferente.

5.3

pointsInsideCircle.reduce(__ - _)

F221eF2.2.2

Além da definicao da agre-
gacdo estar incorreta, ela
também ndo é comutativa e
associativa.

5.4

ngramsFiltered.map(x =>(x, 0))

F1.3.1.1

O elemento estd sendo ma-
peado para uma chave/valor
com o valor errado.

ngramsPairs.reduceByKey((x, y)
=>x-y)

F1.5.1 e F1.5.2

A definigao da transforma-
¢ao de agregacdo estd in-
correta e, além disso, ela é
nao comutativa e nao asso-
ciativa.

5.9

rddA.union(rddB)

F1.2.2

Foi chamada a transforma-
¢do union ao invés de inter-
section.

rddA distinct().collect().sorted ==
union.collect().sorted

F1.2.1

Esse predicado é falso por-
que a operacao union possui
elementos repetidos.

5.6

subqueryR.rightOuterJoin(subquery]

OV) FL.7.1

Foi aplicado o tipo incorreto
de juncao.

10

subqueryAggregation.sortBy(__._ 2,
true)

F1.6.1

A ordenacao estd sendo feita
de forma ascendente en-
quanto que no original é des-
cendente.

5.7

distanceDoubles.max()

F2.1

A acdo max foi chamada no
lugar de stdev.

5.8

var evenNumbersCount = 0

F3.1

A variavel foi declarada
como uma varidvel mutavel
normal e ndo um acumula-
dor.

5.9

14 a 18

Implementacao de add com exclu-
sdo da declaragao de if.

F3.2.1 e F3.2.2

A prépria implementagao do
acumulador ndo é comuta-
tiva uma vez que ao in-
verter a ordem dos elemen-
tos a serem adicionados a
string resultante seria dife-
rente. Além disso, a remo-
¢ao da clausula if faz o re-
sultado ser incorreto.




Capitulo 5. Uma Taxonomia de Defeitos Funcionais para Apache Spark 96

descritos aqui possam ser utilizados como referéncia para o desenvolvimento de casos de
teste e técnicas de teste para aplicacoes Spark. Uma das suas possiveis aplicagoes é no
desenvolvimento de operadores de mutagdo que simulam defeitos para permitir a aplicacao

de Teste de Mutacao em Spark.

Os resultados deste trabalho foram obtidos de uma maneira empirica através do
estudo de fontes na literatura, documentacao de Spark, desenvolvimento de aplicacoes e
anslise manual de c6digos fontes de aplicacdes Spark. E importante ressaltar que esse
estudo foi feito de maneira limitada dada a dificuldade em encontrar repositérios ptiblicos
de projetos que utilizam Spark. Esses projetos poderiam ser fontes mais completas de
estudos uma vez que poderiam reportar defeitos que apareceram na pratica por outras
pessoas além do autor. Além disso, questoes subjetivas da analise de possiveis defeitos e
suas classificagoes por parte do autor se mostram como possiveis ameacas para a validacao
deste trabalho. Por esse motivo, se faz necessario mais estudos em diferentes fontes
sobre defeitos em aplicagoes Spark para validar e melhorar a taxonomia desenvolvida.
Apesar disso, é importante destacar que nao foram encontrados em nossas pesquisas
outros trabalhos que buscaram explorar defeitos funcionais em aplicagoes Spark. Por
conta disso, nosso trabalho pode ser considerado pioneiro nesse sentido e utilizado como

referéncia em outros estudos exploratorios sobre defeitos e problemas relacionados a Spark.

Um estudo mais abrangente sobre defeitos e problemas em Spark estd sendo de-
senvolvido atualmente por alunos de metrado do Programa PPgSC/UFRN. Os mestran-
dos Denis Albuquerque e Roberta Cynthia, em conjunto com os professores Dr. Umberto
de Souza Costa e Dr. Martin Alejandro Musicante, estao fazendo uma andlise do contetido
relacionado a Apache Spark no Stack Overflow. Este é uma plataforma de perguntas e
respostas na web que permite que pessoas postem duvidas, dificuldades e problemas e re-
cebam respostas e feedbacks de outras pessoas, como desenvolvedores e pesquisadores. O
Stack Overflow é a plataforma recomendada no site oficial de Spark para discussao de pro-
blemas e dividas no desenvolvimento de aplica¢oes Spark. Por esse motivo, as perguntas
e respostas que sao relacionadas com Spark postadas no Stack Overflow podem ser uma
grande fonte de estudos para identificar defeitos em aplicagoes Spark. Ao todo, existem
mais de 49 mil perguntas relacionadas com Spark no Stack Overflow, o que impossibilita a
analise manual deste. Por esse motivo, estao sendo aplicadas técnicas que visam analisar
as perguntas e respostas de forma automatica e extrair informagoes referente as duvidas e
problemas mais recorrentes sobre Spark. Para isso, esta sendo aplicado o algoritmo Latent
Dirichlet Allocation (LDA) (BLEI; NG; JORDAN, 2003) de modelagem probabilistica de
topicos no corpus de perguntas e respostas do Stack Ouverflow relacionadas a Spark. O
objetivo deste estudo é estabelecer uma hierarquia de assuntos relacionados a Spark no
Stack Overflow e utilizar essa hierarquia para filtrar perguntas especificas em futuras ana-
lises. Com os resultados desse estudo, pretendemos fazer uma analise mais precisa sobre

defeitos e problemas recorrentes em Spark de modo a comparar com os resultados obtidos
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no estudo apresentado neste capitulo.
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6 Um Modelo Geral para Programas de Pro-

cessamento de Big Data

Este capitulo apresenta um modelo de generalizacao para programas de processa-
mento de Big Data. Este modelo foi criado a partir de caracteristicas em comum identifi-
cadas nos sistemas Apache Spark, Hadoop MapReduce, Dryad e DryadLINQ, Nephele/-
PACTs e o FlumeJava e Apache Beam, que foram os sistemas apresentados no Capitulo 3.
Esses sistemas possuem semelhangas na forma em que um programa é representado e as
operagoes sobre dados que podem ser feitas. A partir dessas semelhancas, definimos um
modelo que procura abranger as principais caracteristicas funcionais de programas de
processamento de Big Data. Na maioria dos sistemas estudados, um programa ¢é repre-
sentado a partir de um grafo aciclico orientado (DAG) em que os seus vértices representam
operagoes sobre conjuntos de dados. Essas operacoes, por sua vez, definem manipulacoes
que transformam um conjunto de dados de entrada em um conjunto de dados de saida.
Nosso modelo é definido a partir de dois formalismos, um formalismo baseado em Re-
des de Petri (MURATA, 1989) para definir a DAG que representa um programa, que
vamos denominar como sendo o seu fluzo de dados, e em Algebra de Monoides (FEGA-
RAS, 2017) para definir as operacoes existentes no modelo, que vamos denominar como

transformacoes.

Este capitulo esta organizado da seguinte forma: a Secao 6.1 apresenta a formali-
zagao para o fluxo de dados; a formalizagdo para as transformacoes e conjuntos de dados
¢é apresentada na Sec¢ao 6.2; por ultimo, a Secao 6.3 apresenta um exemplo de aplicacao

do modelo.

6.1 Fluxo de Dados

Para definir o DAG que representa o fluxo de dados de programas de processa-
mento de Big Data, nos baseamos no modelo formal de grafos de fluxo de dados apre-
sentado em (KAVI; BUCKLES; BHAT, 1986). Esse modelo, por sua vez, é baseado no
formalismo de Redes de Petri (MURATA, 1989). Nele, um grafo de fluxo de dados é
representado como um grafo direcionado bipartido que possui dois tipos de vértices, as
ligagoes (links) e os atores (actors). Atores representam operagoes sobre dados, enquanto
ligagOes representam locais reservados que recebem dados de um ator e transmitem dados
para um ou mais atores. Atores e ligagoes sao ligados através de arestas que representam

canais de comunicacao entre os vértices.

No nosso modelo, um programa de processamento de Big Data P ¢é definido como
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um grafo de fluxo de dados que possui dois tipos de vértices, os conjuntos de dados (D),
que representam as ligagoes, e as transformagoes (1), que representam os atores, que sao

ligados por arestas (E):
P=(DUT,E)

Arestas sdo definidas como um subconjunto do produto cartesiano de conjunto
de dados para transformacoes, que caracterizam o conjunto de dados de entrada de uma
transformacao, ou do produto cartesiano de transformagoes para conjuntos de dados, que

caracterizam o conjunto de dados de saida de uma transformacao:
EC(DxT)U(T x D)

Um elemento de D representa um conjunto de dados distribuidos, enquanto que
um elemento de T representa uma operacao de transformacao que recebe um ou mais
conjuntos de dados como entrada e produz um conjunto de dados como saida. Além
disso, os conjuntos D e T sao disjuntos, o que significa que nao existem elementos que
pertencem a ambos ao mesmo tempo, e finitos, cada conjunto possui uma quantidade

finita de elementos:

D:{dl,dg,...,dn}

T ={t1,ts, ... tm}

Consideramos dois subconjuntos de D, um que representa os conjuntos de dados
de entrada (R) de um programa, que sao criados a partir de uma fonte de dados externa,
como a partir da leitura de dados em um sistema de arquivos distribuidos tipo o HDFS, e
um que representa os conjuntos de dados de saida (C') de um programa, que representam
conjuntos de dados que serao salvos ou coletados em algum coletor de dados externo,
como ser salvo no HDFS. Por questao de simplicidade, ndo definimos no nosso modelo
operagoes que geram os conjuntos de dados em R ou que coletam os conjuntos de dados
em (') assumimos que os vértices nesses conjuntos representam as entradas e saidas,

respectivamente, do nosso programa P. R e C sao definidos como segue:

R={de D|VteT.(t,d) ¢ E}
C={deDVteT.(dt) ¢ E}

O conjunto de conjuntos de dados de entrada de uma transformacao ¢, e o con-

junto de conjuntos de dados de saida de uma transformagao ¢ sao denotados I(t) e O(t):
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I(t) ={d € D|(d,t) € E}
O(t) ={d € D|(t,d) € E}

De forma semelhante, o conjunto de transformacgoes que deram origem a um
conjunto de dados d e o conjunto de transformacoes que recebem o conjunto de dados d
como entrada sdo denotados I(d) e O(d):

I(d) ={teT|(t,d) € E}
O(d)={t e T|(d,t) € E}

Com essas definigoes, as transformagoes e conjuntos de dados no programa devem

satisfazer as seguintes condigoes:

1< |I(t)] <2 para todot € T
0(t)| =1 para todo t € T
0<|I(d)] <1 para todo d € D
|O(d)| >0 para todo d € D

De forma simplificada, essas condi¢oes representam que uma transformacao deve
receber um ou dois conjuntos de dados como entrada (|1(¢)| = 1 ou |I(¢)| = 2) e produzir
exatamente um conjunto de dados como saida (|O(t)| = 1), e que um conjunto de dados
deve pertencer a R (|/(d)| = 0) ou ter sido gerado por uma transformagao (|I(d)] =1) e
deve pertencer a C' (|O(d)| = 0) ou ser entrada para uma ou mais transformacoes (|O(d)| >
1). Vamos denominar de transformagoes undrias as transformagoes que operam sobre um
tnico conjunto de dados (|I(t)| = 1) e de transformagoes bindrias as transformagoes que

operam sobre dois conjuntos de dados (|(t)| = 2).

A semantica dos conjuntos de dados em D e transformacoes em T é apresen-
tada na secao seguinte. Consideramos que transformagoes bindrias recebem os conjuntos
de dados de entrada de maneira ordenada. Assim sendo, vamos considerar as fungoes
input__typey(t), do tipo T — 71, input_types(t), do tipo T — 7o, e output_type(t), do
tipo T' — 73, para denotar respectivamente o tipo 7 do primeiro conjunto de dados de
entrada de uma transformagao ¢ (para o caso de transformagdes unarias e bindrias), o
tipo 75 do segundo conjunto de dados de entrada de uma transformagao ¢ (apenas no caso
em que t é uma transformagao bindria) e o tipo 73 do conjunto de dados de saida de uma
transformagao ¢. Além disso, vamos considerar a fungao type(d), do tipo D — 7, que de-
nota o tipo (7) de um conjunto de dados. A partir dessas fungoes, também definimos que
as transformacoes e conjuntos de dados em um programa devem satisfazer as seguintes

condigoes:
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VteT,de D.(d,t) € E = type(d) = input_type,(t) V type(d) = input__types(t)

VteT,de D.(t,d) € E = output_type(t) = type(d)

Por fim, com base nos tipos de operagoes existentes nos sistemas de processamento

de Big Data discutidos, observamos a existéncia de dois tipos de transformacoes, aquelas

que requerem uma reorganizacao (shuffle) dos dados no cluster e aquelas que ndo. No

nosso modelo, vamos chamar o primeiro grupo de transformagoes shuffle, representado

pelo conjunto S, e o segundo grupo de transformacoes lineares, representado pelo conjunto

L:

As transformagoes em S e L seguem os conceitos de transformacoes amplas e
estreitas definidas no Apache Spark (ZAHARIA et al., 2012). A seméantica de uma trans-

formagao shuffie e linear é discutida na se¢ao seguinte. A Tabela 6.1 apresenta um resumo

das defini¢oes apresentadas acima.

Tabela 6.1 — Descri¢ao das representacoes do fluxo de dados de um programa de proces-
samento de Big Data.

Representacao

Descrigao

~

Representagdo de um programa de processamento de Big Data que
possui D, T e E.

Conjunto de conjuntos de dados de um programa P.

Conjunto de operagoes de transformacdes sobre conjuntos de dados
de um programa P.

Conjunto de arestas que ligam os conjuntos de dados em D e as
transformagoes em 7' de um programa P.

Subconjunto de D que representa os conjuntos de dados de entrada
de um programa P.

Subconjunto de D que representa os conjuntos de dados de saida de
um programa P.

Subconjunto de T' que representa transformacdes que requerem re-
distribuicdo de dados (shuffle).

Subconjunto de T' que representa transformagoes que nao requerem
redistribui¢do de dados.

Conjunto de conjunto de dados de entrada de uma transformacao t.

Conjunto de conjunto de dados de saida de uma transformacao t.

Conjunto de transformagoes que geram o conjunto de dados d.

Conjunto de transformagdes que recebem o conjunto de dados d
como entrada.

A partir das defini¢bes apresentadas, conseguimos representar os conceitos de

DAG que sdo utilizados nos sistemas Apache Spark, FlumeJava/Apache Beam, Drya-

dLINQ e PACTs.
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6.2 Conjunto de Dados e Transformacdes

Para definir a seméantica dos conjuntos de dados em D e os tipos de transforma-
coes em T, fazemos uso da Algebra de Monoides (FEGARAS, 2017; FEGARAS, 2019).
Inicialmente, faremos uma breve introducio & Algebra de Monoides e em seguida apre-

sentamos os conjuntos de dados e transformagoes em termos dela.

6.2.1 Algebra de Monoides

A Algebra de Monoides foi proposta em (FEGARAS, 2017; FEGARAS, 2019)
como um formalismo algébrico para operacoes de computacao distribuida centrada em
dados baseados em monoides e homomorfismo de monoides. Um monoide é uma estrutura
algébrica que possui um conjunto S, uma operagao associativa @ do tipo S x S — S e
um elemento neutro e € S. A estrutura (.S, ®, e) é considerada um monoide se e somente

se:
r®(ydz)=(xPy) Pz paratodo z,y,z € S (& é associativo)
r®e=x=e®z paratodoz € S (e éum elemento neutro)

Um monoide pode ser identificado através de sua operagao binaria @, sendo
referenciado apenas por @. Além disso, vamos denotar 14 como sendo o elemento neutro
de & e Ty como o tipo do conjunto S de &. Um homomorfismo de monoides é uma

funcao H entre dois monoides ® e @ que respeita as seguintes propriedades:
HX®Y)=H(X)® H(Y) paratodos X eY do tipo Tg
H(lg) = lg

A Algebra de Monoides utiliza o conceito de homomorfismo de monoides para
definir operagoes sobre cole¢oes monoides. Uma colecao monoide é uma cole¢ao do tipo
T(«), com dados de um certo tipo a, que possui uma operagao associativa ®, um elemento
neutro lg, e uma funcao injetora unitaria Ug(z) do tipo a — T'(«). Um tipo de colegao
monoide é o pacote (bag), que é uma colegao de dados de um tipo « (vamos denotar Bag|a/]
como uma bag de elementos do tipo «), que possui a operac¢ao associativa W, que faz a
unido entre duas bags, o elemento neutro {}}, que representa uma bag vazia, e a fungao
injetora unitdria Ug(x) = {z}}. Por exemplo, {1} & {2} & {3}} W {}} resulta na bag
{1,2,3}. Além de ser associativa, uma cole¢do bag também ¢é comutativa, de forma que
nao importa a ordem dos elementos em uma uniao, o seu resultado é sempre o mesmo, e a
ordem dos elementos em uma bag néao a diferencia de outra ({1,2,3} = {3,2,1}}), além
de suportar elementos repetidos. Outro tipo de colecdo monoide é a lista, que pode ser
considerada uma bag ordenada (nao associativa), que é uma colegao de um tipo a (vamos
denotar List[a]), que possui a operagao associativa ++, o elemento neutro [| e a fungao
injetora Ug(x) = [z]|. Por exemplo, [1] ++[2] ++[3] ++[ = [1,2,3] e [1,2,3] # [3,2,1]. As
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caracteristicas das cole¢bes monoides permitem que elas representem conjuntos de dados

distribuidos, assim como conjuntos de dados locais.

As operacoes na Algebra de Monoides sdo definidas como homomorfismos de
monoides sobre colegoes de dados monoides. Essas operacoes definem os tipos de mani-
pulacoes que podem ser feitas nessas colegoes. Vamos descrever algumas das principais
operagoes algébricas da Algebra de Monoides que representam operagoes sobre cole¢oes de
dados. Operagoes especificas sobre os elementos das colegoes, que representam as fungoes
definidas pelo desenvolvedor, sao capturadas como expressoes funcionais passadas como

argumento para algumas das operagoes (CHLYAH et al., 2019).

A operagao flatmap recebe uma func¢ao f do tipo @« — Bag[f] e uma cole¢ao X
do tipo Bag[a] como entrada e resulta em uma colegao do tipo Bag[3] que é resultado da
uniao de todos os resultados de f aplicado aos elementos de X. Essa operacdo captura
a esséncia do processamento paralelo de dados uma vez que f pode ser executada de
forma paralela em diferentes particoes de dados de uma colegao distribuida. Por exemplo,
considere a fungao f que recebe um ntimero inteiro x e retorna uma colecao contendo seu

nimero antecessor e seu nimero sucessor (f(z) = {z—1,2+1}}) eacolecio X = {1,2,3}}.
Entao, flatmap(f, X) = f(HWf(2)w f(3) = 0,2 w{1,3Fw{{2,4}} = {0,2,1,3,2,4}}.
As operagoes groupby e cogroup capturam o processo de redistribuigao (shuf-
fling) de dados uma vez que representam uma reorganizagao e agrupamento dos dados, po-
dendo implicar na movimentacao de dados em cole¢oes distribuidas. A operacao groupby
agrupa os elementos de uma colegao Bag[k X « através do primeiro componente (chave)
do tipo k e resulta em uma cole¢do Bag[k x Bag[a]] em que o segundo componente é uma
colecao contendo todos os elementos do tipo a que eram associados a uma mesma chave
na colec¢ao inicial. A operacgao cogroup trabalha de forma semelhante & groupby, mas
opera sobre duas colegdes, uma do tipo Bag[k X a] e outra do tipo Bag|[k x 5]. O seu resul-
tado é uma colegao do tipo Bag[k x (Bag|a] x Bag|[B])] em que o segundo componente sao
duas colegbes, uma do tipo « e outra do tipo 3, contendo os elementos que eram associa-
dos a uma mesma chave nas cole¢oes de entrada. Por exemplo, considere as colegoes X =
{(k1,a), (ko b), (k1,0)} e Y = {(k1,1), (k2,2), (ks,3), (k1,4)}}. Entao, groupby(X) =
{{(k1, fa,cB), (k2, {0}}) B, groupby(Y) = {(k1, {1,43), (k2, {2}), (ks, {3})}} e
cogroup(X,Y) = {{(k1, ({a, c}, {1, 4}})), (k2, ({0}, £23)), (ks, (£, £33)) }-

A operacao reduce representa a agregagao dos elementos de uma cole¢ao Bag[a]
em um unico elemento do tipo « a partir da aplicagao de uma funcao associativa f do
tipo &« — a — a. Por exemplo, considere a funcao f que recebe dois niimeros inteiros x
e y e retorna a soma dos dois nimeros (f(z,y) = x4+ y) e a colegdo X = {1,2,3,4,5}}.
Entéao, reduce(f, X) = 15.

A operacao orderby representa a transformagao de uma bag Bag[r X a] em uma

lista List[r x «] ordenada pela chave do tipo x que suporta a ordem total <. Por exem-
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plo, considere a colegao X = {(1,a),(3,b),(5,¢),(2,d), (4,e)}}. Entdo, orderby(X) =
[(1,a),(2,d),(3,0), (4,¢), (5, ¢)].

A algebra também suporta expressoes funcionais, através da expressao lambda
Avar.e que representa uma fungao que recebe uma lista de variaveis var e resulta na expres-
sao e (por exemplo, Az.{{(z, ) }}, é uma fungdo que recebe x e retorna uma bag contendo a
tupla (z,x)). Além de suportar expressoes condicionais, através do if e; then e, else e;.
As operacoes e expressoes da Algebra de Monoides podem ser aninhadas e compostas para
a definicdo de operacdes mais complexas. Mais detalhes sobre a Algebra de Monoides,

como a definicao formal de suas operacoes, semantica e sintaxe, podem ser encontradas
em (FEGARAS, 2017), (FEGARAS, 2019) e (CHLYAH et al., 2019).

6.2.2 Conjuntos de Dados

No nosso modelo, consideramos que um conjunto de dados em D pode ser repre-
sentado por ambos, uma cole¢ao de dados do tipo bag (Bag[a]) ou uma colegao de dados
do tipo lista (List[a]). Ambos podem representar colegoes de dados distribuidos (FEGA-
RAS, 2019), capturando a esséncia dos conceitos de RDD no Apache Spark, PCollection
no Apache Beam e DryadTable no DryadLINQ. Por questao de simplicidade, vamos de-
finir as transformagodes do nosso modelo em termos de bags, considerando listas apenas
nas transformacoes de ordenacao, que sao as Unicas em que a ordem dos elementos no
conjunto de dados é relevante. Além disso, nao faremos diferenca entre colegoes distri-
buidas ou nao para definir nossas transformacoes uma vez que operacoes sobre colegoes
locais sao definidas de maneira andloga em colec¢oes distribuidas, assim como a definicao
de operagoes sobre bags e listas (FEGARAS, 2019).

6.2.3 Transformacoes

As transformacoes representam operagoes sobre conjuntos de dados, de modo
que uma transformacao pode receber um ou dois conjuntos de dados como entrada e
produz um conjunto de dados como saida. Transformacoes também podem receber outros
tipos de parametros, como func¢oes, que representam as operagoes sobre dados definidas
pelo desenvolvedor, assim como valores aritméticos ou légicos. Uma transformagao ¢
no conjunto de transformacoes 7' de um programa de processamento de Big Data P é
caracterizada pelas operagoes descritas a seguir, os tipos dos seus conjuntos de dados de

entrada, o tipo do conjunto de dados de saida e os seus parametros.

Uma transformacao t estd em S (transformagao shuffie) se esta for definida em
termos das operagoes groupby, cogroup, reduce ou orderby da Algebra de Monoides,
uma vez que essas operagoes exigem uma redistribuicao dos dados (FEGARAS, 2017).

Uma transformacgao t estd em L (transformagao linear) se esta for definida apenas em
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termos de flatmap. A seguir definimos as transformagdes do nosso modelo em termos
das operacoes da Algebra de Monoides. Separamos as transformacoes em categorias
seguindo os tipos de operagoes que foram observados nos sistemas de processamento de
Big Data estudados.

Mapeamento: transformagoes desse tipo representam operagoes que mapeiam os valores
de um conjunto de dados de entrada para os valores de um conjunto de dados de saida a
partir da aplicagdo de uma funcao de transformacao. Definimos duas transformacoes de

mapeamento, a flatMap e a map.

A transformacio flatMap é sindnima & operacéo flatmap da Algebra de Monoides
e possui o mesmo comportamento da operagao Map no modelo MapReduce, em que dada
a funcao f, que pode ser definida pelo desenvolvedor, mapeia um elemento do tipo a para

uma colecao com zero ou mais elementos do tipo (:

flatMap :: (o« — Bag[f]) — Bag|a] — BaglS]
flatMap(f, D) = flatmap(f, D)

A operacao map é semelhante a flatMap, mas a sua funcao de transformagao f
faz um mapeamento de um elemento do tipo a para um elemento do tipo 3, ao invés de
resultar em uma cole¢ao do tipo Bag|[3], como no caso de flatMap. Uma vez que f ndo
resulta em uma colecdo, é necessario transformar o seu resultado em uma colecao do tipo
Baglf] para podermos aplicar a operacao flatmap. Para isso, criamos uma expressao
lambda que recebe um elemento x do conjunto de dados de entrada e que tem como
resultado uma cole¢ao do tipo Bag|[f] contendo apenas o resultado da aplicagdo de f em

x Az f(x)}}). Dessa forma, map é definida como:

map :: (¢ — () = Bagla| — Baglf]
map(f, D) = flatmap(\z.{ f(z)}, D)

Por exemplo, considere a fun¢do f que o retorna o sucessor de um nimero inteiro
z (f(z) =2+ 1) eacolecio D = {1,2,3}. Entao, map(f, D) = {2,3,4}}.

Filtragem: uma transformacao de filtragem mapeia os elementos de um conjunto de
dados de entrada para um conjunto de dados de saida a partir de uma funcao de pre-
dicado que determina se o elemento deve entrar ou nao no conjunto de saida. No nosso
modelo, definimos a transformacao filter que recebe a fung¢ao p que mapeia um elemento
do conjunto de dados para um valor 16gico (boolean), representando se este deve pertencer

ou nao ao conjunto de saida. Para definir filter, precisamos verificar se um elemento x
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do conjunto de entrada satisfaz a condi¢ao em p (p(x) = true). Essa condigdo é verifi-
cada em uma expressao lambda que utiliza uma expressao condicional (if-then-else) que
resulta na colecao {z}}, quando p(x) = true, ou em uma colegdo vazia ({}}), quando
p(z) = false. Essa expressao lambda é, entao, aplicada no conjunto de dados de entrada

através da operacao flatmap:

filter :: (& — boolean) — Bagla] — Bag[a]
filter(p, D) = flatmap(Az. if p(z) then {z} else {}}, D)

Por exemplo, considere a fungao de predicado p que verifica se um nimero inteiro
x é maior ou igual a 3 (p(x) = = > 3) e uma colecio D = {{1,2,3,4,5}}. Entao,
filter(p, D) = {{3,4,5}.

Agrupamento: transformacoes desse tipo agrupam os elementos de um conjunto de
dados de entrada em um conjunto de dados de saida a partir de uma chave. Definimos
duas transformacoes de agrupamento no nosso modelo, a transformacgao groupBy, que
aplica uma funcao k que mapeia elementos da colecdo para uma chave do tipo k e agrupa
os elementos do conjunto a partir das chaves geradas, e a transformacao groupByKey, que
opera sobre um conjunto de dados do tipo chave/valor Bag[k x a] e agrupa os elementos

pela chave do tipo k.

Ambas as operacdes sao definidas em termos da operacio groupby da Algebra
de Monoides, que agrupa os elementos de um conjunto do tipo chave/valor Bag[k x o] a
partir da chave do tipo k e que resulta em uma colegao do tipo chave/valor Bag[k x Bag[a]]
em que o valor é a colecao de elementos do tipo a associados com uma chave do tipo k.
A transformagao groupBy recebe uma funcao k que gera uma chave do tipo k a partir
de um elemento do tipo « e uma cole¢ao D do tipo Bag|a] como entrada. Para agrupar
os elementos de D de acordo com as chaves geradas por k, é necessario primeiro gerar
elementos do tipo chave/valor em que a chave é a aplicagdo de k sobre o valor que é
um elemento de D. Isso é feito a partir da aplicacdo da operacao flatmap passando
como fungdo a expressao lambda que recebe x e gera uma colegao contento o elemento
chave/valor (k(z),z) (Az.{(k(x),z)}}) e a colecao D. O resultado dessa aplicagdo de
flatmap ¢, entao, aplicado na operacao groupby que agrupa os elementos pela chave.
J& a operacao groupByKey, possui o mesmo comportamento da operagao groupby. Dessa

forma, groupBy e groupByKey sdo definidos como:
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groupBy :: (¢ = k) — Bag|a] — Bag[k x Bag[al]
groupBy(k, D) = groupby(flatmap(Az.{(k(x),z)}}, D))

groupByKey :: Baglk x a] — Bag[k x Bag[a]]
groupByKey(D) = groupby(D)

Para exemplificar, vamos considerar a func¢ao k que recebe um nimero inteiro x
e retorna o préprio nimero x (k(xz) = x), o conjunto de dados D; = {1,2,3,2,3,3}}, e 0
conjunto de dados Dy = {(1,a), (2,0),(3,¢), (1,e),(2, f)}}. Entdo, a aplicacao de groupBy

e groupByKey nesses conjuntos resulta em:

groupBy(k, D1) = {(1, {13), (2, §2,2}), 3, {{3,3,33)}
{1, fa el), (2,40, /1), 3, {{cB) B}

groupByKey(D>)

Conjuntos: essas transformagoes representam operagoes inspiradas em operacoes de
conjuntos matematicos. Essas transformagdes operam sobre dois conjuntos de dados de
um mesmo tipo e resultam em um novo conjunto de dados que pode conter elementos
dos dois conjuntos, no caso das operagoes que representam a uniao e interseccao entre
conjuntos, ou de um unico conjunto, no caso da operacao que representa a diferenca entre
conjuntos. A definicdo dessas transformacoes foram baseadas nas defini¢oes apresentadas
em (FEGARAS, 2019).

A transformacao union representa a unido dos elementos de dois conjuntos de
dados em um tnico conjunto. Essa operacao ¢é representada de forma simples através do

operador de unido de bags (W):

union :: Bagla] — Bag|a] — Bag|a]
union(D,, D,) = D, W D,

Por exemplo, considere a colegdo Dy = {{1,2,3}} e a colecao Dy = {2,3,4,5}}.
Entao, union(Dq, Do) = {1,2,3,2,3,4,5}}

Uma vez que essa operacao de unido permite elementos repetidos, dada as ca-
racteristicas da colegdo bag, diferente da operacao de uniao entre conjuntos matematicos,
definimos a operacao distinct para permitir que elementos duplicados sejam removidos da
colecao. Para definir distinct, devemos agrupar os elementos do conjunto tendo o proprio
elemento como chave e depois pegar apenas a chave, dessa forma, os valores que estao no

grupo, que é a prépria chave repetida, sao descartados, ficando assim apenas os elementos
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sem repeticdo. Para isso, primeiro devemos transformar os elementos do conjunto em
elementos do tipo chave/valor em que a chave e o valor sdo o proprio elemento. Fazemos
isso através da aplicacdo de uma operagao flatmap (t1(D) = flatmap(\z.{(z,z)}}, D)).
Em seguida, agrupamos o resultado desse conjunto com a operagao groupby, que gera
um conjunto chave/valor em que a chave é o préprio elemento e o valor é uma cole¢ao
contendo os elementos repetidos (t2(D) = groupby(¢1(D))). Por fim, o resultado desse
agrupamento é aplicado em um novo mapeamento com flatmap que aplica uma funcao
que pega o elemento chave/valor e retorna apenas a chave (latmap(A(k, g).{k}, t2(D))).

Dessa forma, distinct é definido como segue:

distinct :: Bag|a] — Bag|a]
distinct(D) = flatmap(A(k, g).{k}, t2(D))
t1(D) = flatmap(A\z.{(z, ) }}, D)
t2(D) = groupby(t(D))

Por exemplo, considere a colecao D3 que é o resultado da uniao entre as cole-
¢oes Dy e Dy apresentadas anteriormente (D3 = union(Dy, Ds)). Entao, distinct(D3) =
{1,2,3,4,5}}.

Para a definicao das operacoes de interseccao e diferenca, definimos, primeiro,
as operagoes auxiliares some e all que representam os quantificadores existencial (3) e
universal (V), respectivamente. Essas operagdes recebem uma func¢ao de predicado p
e reduzem o conjunto de dados a um valor logico a partir dos operadores logicos de
conjungao (A) e disjungao (V). Para a defini¢do de some e all, primeiro devemos mapear
todos os elementos do conjunto para valores logicos aplicando p a cada elemento de D
(t1(p, D) = flatmap(Az.{p(z)}}, D)). A fungao p define um predicado sobre um elemento
x do conjunto, de modo que o seu resultado é verdadeiro (true) caso x satisfaga p e falso
(false) em caso contrario. Possuindo um conjunto apenas com valores 16gicos, podemos
reduzir os valores do conjunto a um tunico valor logico a partir da aplicacdo da operacao
reduce que recebe uma funcao binaria e aplica esta de maneira associativa no conjunto.
Uma vez que o quantificador existencial (3) é verdadeiro sempre que existir ao menos
um valor no conjunto que satisfaca o predicado, definimos some a partir de uma reducao
aplicando o operador 1l6gico de disjun¢ao (V), que resultard em verdadeiro se existir ao
menos um valor z em D para o qual p(z) = true (reduce(V,t,(p, D))). Ja o quantificador
universal (V), é falso se existir ao menos um elemento x em D para o qual p(z) = false,
por isso, reduzimos o conjunto utilizando o operador de conjungao (A), que sé é verdadeiro
se todos os elementos forem verdadeiros (reduce(A, t1(p, D))). Dessa forma, some ¢ all

sao definidos como:
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some :: (a — boolean) — Bag|a] — boolean
some(p, D) = reduce(V, t;(p, D))
all :: (a — boolean) — Bag|a] — boolean
all(p, D) = reduce(A, t1(p, D))
1 (p, D) = flatmap(\a. {p(x)}, D)

Por exemplo, considere a fungao de predicado p que verifica se um ntimero é maior
ouigual a1l (p(x) =x > 1) e a colecao D = {0, 1,2,3}}. Entao, some(p, D) = true, uma
vez que existe ao menos um elemento em D para o qual o predicado em p é verdadeiro, e

all(p, D) = false, uma vez que existe pelo menos um elemento para o qual p é falso.

Fazendo uso de some e all, podemos definir as transformacgoes intersection, que
representa a interseccao entre dois conjuntos de dados, e subtract, que representa a dife-
renga entre dois conjuntos de dados. Para definir a intersecgao (intersection) entre dois
conjuntos D, e D,, consideramos que um elemento x de D, estd no conjunto resultante
apenas se existir ao menos um elemento y em D, para o qual z = y. Entao, defini-
mos intersection a partir de um mapeamento em D, contendo uma expressao condicional
(if-then-else) que tem como condi¢do a operacdo some em D, passando a funcao de
predicado que verifica se x = y. Dessa forma, um valor x de D, s6 entra no conjunto
resultante se o valor de some para esse x for verdadeiro, o que resulta na interseccao entre
D, e D,. A defini¢do da diferenca (subtract) entre dois conjuntos D, e D, é feita de forma
semelhante, entretanto, a condi¢ao para que um elemento x de D, entre no conjunto re-
sultante é a que para todo elemento y em D,, o predicado x # y é verdadeiro. Assim
sendo, também definimos subtract com um mapeamento e uma expressao condicional,
mas a condi¢ao passada é a operacao all passando a funcao de predicado que verifica se
x # y, o que resulta em um conjunto contendo apenas valores que estdo em D, e nao em

D,. A definicao de intersection e subtract é feita a seguir:

intersection :: Bagla] — Bag[a] — Bag[a]
intersection(D,, D,) = flatmap(Az. if some(A\y.z =y, D,) then {z}} else {}}), D.)

subtract :: Bagla] — Bagla] — Bag|a]
subtract(D,, D,) = flatmap(\z. if all(A\y.x # y, D,) then {z}} else {}}), D)

Para exemplificacao, considere as colegoes Dy e Dy que foram utilizadas no exem-
plo da transformagao union. Entdo, intersection(Dy, Do) = {2,3}}, subtract(Dy, Dy) =
{1} e subtract(Dy, Dy) = {4,5}}.
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Agregacao: sao transformagoes que sintetizam os elementos de um conjunto de dados em
um unico elemento. Nos sistemas de processamento de Big Data estudados, observamos
diferentes tipos de operagdes de agregacdo. A transformacao de agregacao mais geral
é baseada na operacao Reduce do modelo MapReduce. Definimos a operagao sinénima
reduce como a aplica¢ao de uma fungdo r sobre um conjunto de dados do tipo chave/valor
Bag|k x «. A fungdo r opera sobre uma chave do tipo x e o grupo de elementos do tipo
a associados com essa chave no conjunto de dados de entrada, gerando um conjunto de
dados do tipo 3 (k x Bag|a] — Bag|f]). Para fazer a aplicacao de r, primeiro precisamos
agrupar os elementos do conjunto de dados de entrada a partir da chave do tipo k. Para
isso, aplicamos a operagao groupby no conjunto de dados. O resultado do agrupamento
¢ um conjunto chave/valor que tem o mesmo tipo da entrada de r (Bag|x x Bag[a]]).
Entao, fazemos um mapeamento neste conjunto aplicando r, o que resulta em um conjunto
do tipo Beta[f], que é resultado da unido de todos os resultados de r. Dessa forma, a

transformacao reduce é definida como segue:

reduce :: (k X Bagla] — Bag[$]) — Bag|k x o] — Bag|]
reduce(r, D) = flatmap(r, groupby (D))

Para ilustrar a execucao de reduce, vamos considerar a colegao D = {{(w, 1), (w2, 1),
(wq,1), (w3, 1), (wy, 1), (we, 1)} e a fungdo r que recebe um elemento chave/valor do
mesmo tipo dos elementos w, nas tuplas em D e uma colecao de nimeros inteiros associa-
dos com o elemento w,, e retorna uma tupla contendo w,, como chave e a soma dos niimeros
inteiros associados com ele como valor (por exemplo r((wq, {1,1,1})) = {(w1,3)}}). En-
tao, reduce(r, D) = { (w1, 3), (w2, 2), (w3, 1) }}.

Outros tipos de transformacoes de agregacao comuns sao aquelas que aplicam
operacoes bindrias sobre os elementos de um conjunto de dados para gerar um unico
elemento, podendo isso ser feito em todo o conjunto de dados, gerando um tunico valor
deste, ou em grupos de valores associados a uma chave em um conjunto de dados do tipo
chave/valor. Representamos essas agregacoes com as transformagoes aggregate, que opera
sobre todo o conjunto, e aggregate ByKey, que opera sobre valores agrupados por chave. A
transformacao aggregate possui o mesmo comportamento da operacao reduce da Algebra
de Monoides, de forma que uma funcao associativa f do tipo &« = o — « ¢ aplicada aos
elementos de um conjunto D do tipo Bag[a] resultando em um tnico valor do tipo «.
A definicao de aggregateByKey também ¢ definida em termos de reduce, mas uma vez
que o resultado dela é a agregacao dos elementos associados com uma chave ao invés da
agregacao de todos os elementos do conjunto, precisamos, primeiro, agrupar os elementos
do conjunto pela chave (groupby(D)). Em seguida, fazemos um mapeamento utilizando

a operagao flatmap que resulta em um conjunto chave/valor em que a chave do grupo é
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preservada e o valor passa a ser a reducao do grupo através da aplicacdo de reduce com

a funcao f no grupo.

aggregate :: (¢ — a — o) — Bagla] — «
aggregate(f, D) = reduce(f, D)

aggregate ByKey :: (¢ = a — a) — Bag|k X a] — Baglk X a]
aggregateByKey(f, D) = flatmap(A(k, g).{{(k, reduce(f, g)) }, groupby (D))

Para exemplificar aggregate e aggregateByKey, vamos considerar a funcao f que
recebe dois nimeros = e y e retorna a soma dos dois (f(z,y) = x + y), e os con-
juntos Dy = {{1,2,3,4,5} e Dy = {(wy, 1), (wa, 1), (wy,1), (w1, 1), (we,1)}}. Entao,
aggregate(f, D) = 15 e aggregate ByKey(f, Da) = { (w1, 3), (we, 2) }}.

Juncao: essas transformacoes representam operagoes de junc¢ao relacional entre dois con-
juntos de dados. Existem diferentes tipos de jungao, como a jungao interna (inner join),
que combina os elementos de dois conjuntos de dados com base em uma relagdo comum,
como uma mesma chave, e jungdes externas (outer join), que permite a combinagao de

elementos de dois conjuntos de dados que possuem ou nao uma relacdo em comum.

Nossa defini¢ao da transformacao innerJoin, que representa uma junc¢ao interna,
foi baseada na defini¢do de junc¢ao apresentada em (CHLYAH et al., 2019). Essa trans-
formagdo opera sobre dois conjuntos de dados do tipo chave/valor em que a chave de
ambos é do mesmo tipo e resulta em um conjunto de dados do tipo chave/valor em que
o valor contém elementos de ambos os conjuntos de entrada que eram associados com a
mesma chave. Para definir innerJoin, que recebe um conjunto D, do tipo Baglk X o] e
um conjunto D, do tipo Bag[x x ] como entrada, primeiro devemos co-agrupar os dois
conjuntos através da aplicacdo da operacao cogroup. Esse co-agrupamento resulta em
um conjunto contendo elementos chave/valor em que o valor sdo dois grupos d, e d,,, que
possuem os valores de D, e D,, respectivamente, que foram associados com uma mesma
chave k. Em seguida, devemos fazer mapeamentos para associar cada chave k com as
combinagoes dos valores  em d, com os valores y em d,,. Isso ¢ feito através da aplicacao
de duas operacoes flatmap de forma aninhada. O primeiro flatmap mapeia os valores x
em d,, de forma que para cada z é aplicado um segundo flatmap que mapeia os valores
y em d,. O resultado desse segundo mapeamento é um valor da juncao (k, (z,y)). A

definicao de innerJoin é como segue:
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innerJoin :: Baglk X o] — Baglk x ] = Baglk x (a x B)]
innerJoin(D,, D,) = flatmap(A\(k, (d;, dy)).ta(k, dy, dy), t1(Ds, Dy))
t1(Dg, Dy)
ty(k, dy, dy) = latmap(A\x.t3(k, x,d,), d;)
ts(k,x,dy) = Hatmap(Ay.{(k, (z,y))}, dy)

= cogroup(D,, D,)

Para exemplificar a aplicagdo da transformacao innerJoin, vamos considerar os

conjuntos Dy = {{(k1,1), (ke,2), (ks3,3)(ks, 1)} € Dy = {(k1,a), (k2,b), (ks,c), (ks,e)}}.
Entéo, innerJoin(Dy, D) = {(k1, (1,a)), (k2, (2,0)), (ks, (3,¢)) }}.

As juncgoes externas sao jungoes entre dois conjuntos que podem conter elemen-
tos (chave/valor) de um dos dois conjuntos ou de ambos que nio sao associados com
elementos do outro. Definimos trés transformagoes de jungdo para representar jungoes
externas, as transformagoes leftOuterJoin, rightOuterJoin e fullOuterJoin. A transforma-
cao leftOuterJoin representa a jungao que pode conter elementos de ambos os conjuntos
associados a uma mesma chave k ou elementos do primeiro conjunto D, (left) que nao
tiveram suas chaves associadas a nenhum elemento do segundo conjunto D,. A definicao
de leftOuterJoin é semelhante com a definicdo de innerJoin em seus primeiros passos,
que consiste em co-agrupar os conjuntos D, e D, e em seguida fazer um mapeamento em
seus valores (k, (ds,d,)). A mudanga em seguida ocorre pelo fato de que mesmo quando
nao existir nenhum valor em d,,, o que significa que nao existia em D, valores associados
com k, os valores em d, precisam estar no resultado da juncao. Dessa forma, utilizamos
uma expressao condicional para verificar se d,, nao possui elementos (d, = {{}}). Quando
isso é verdadeiro, o resultado da juncao é um mapeamento de x em d, que resulta em um
valor (k, (z, {}})), de forma que o segundo elemento é representado por uma colegio vazia
({}).- Em caso de d, nao ser vazio, ocorre a aplicacao de duas operacoes flatmap ani-
nhadas, semelhantes as feitas em innerJoin, para gerar os valores (k, (z, {y}})) da juncao.

A defini¢ao de leftOuterJoin é como segue:

leftOuterJoin :: Bag[k X o] — Baglk X ] = Baglk x (o x Bagl5])]
leftOuterJoin(D,, D,) = flatmap(\(k, (ds, dy)).t2(k, dy, dy), t1(Ds, Dy))
t1(D,, Dy) = cogroup(D,, D,)
to(k, dy, dy) = if d, = {}} then t3(k,d,) else t4(k,d,,d,)
ts(k, d,) = flatmap(Az.{ (k, (z, {}))}, da)
ty(k,dy,d,) = flatmap(\x.t5(k, x,d,), d,)
ts(k,x, d,) = fatmap(Xy.{(k, (z, {y}))}, dy)
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A transformacao rightOuterJoin representa a jun¢do que pode conter elementos
associados a uma mesma chave em ambos os conjuntos D, e D, ou apenas elementos com
chaves presentes no segundo conjunto D, (right). A sua definicdo é andloga a defini¢do
de leftOuterJoin, entretanto, ao invés de verificar se d,, é vazio, verificamos se d, ¢ vazio.
Quando verdadeiro, ¢ feito uma mapeamento dos elementos y em d, que resultam no
valor (k, ({}},v)) da jungao. Em caso contrario, é feita a mesma aplicagdo de duas opera-
¢oes flatmap aninhadas para gerar os valores (k, ({z}},y)) da juncdo. A transformagao

rightOuterJoin é definida como segue:

rightOuter Join :: Bag[k x o] — Bag[k x ] — Bag[k x (Bag|a] x )]
rightOuterJoin(D,, D,) = flatmap(A(k, (d;, dy)).ta(k, dy, dy), t1(Ds, D))

t1(Ds, Dy) = cogroup(D,, D,)
to(k, dy, dy) = if d, = {}} then t3(k,d,) else t4(k,d,,d,)
tB(kv dy) = ﬂatmap()\y.{{(k, ({{}}7 y))}}> dy)
ty(k,d;, dy) = flatmap(\z.t5(k, z, d,), d;)
ts(k,x, dy) = flatmap(Xy.{(k, ({<},y)) }, dy)

Por dltimo, a transformacao fullOuterJoin representa a juncao mais geral que
pode conter elementos associados em ambos 0s conjuntos, assim como elementos que nao
foram associados do primeiro e do segundo. A defini¢ao de fullOuterJoin também segue
os dois primeiros passos de innerJoin. Em seguida, fazemos verificacdes condicionais
das trés possiveis combinagoes de d, e d, em expressoes condicionais aninhadas, que
sao o caso de d, nao ser vazio e d, ser vazio (d, # {} ANd, = {}}), o caso de d, ser
vazio e d, nao ser vazio (d, = {} ANd, # {}}), e o caso de ambos nao serem vazios.
Quando d, # {} N d, = {}}, fazemos um mapeamento de = em d, para gerar os valores
(k, ({z}, {})) da juncdo. Quando d, = {} Ad, # {}}, fazemos um mapeamento
de y em d, para gerar os valores (k, ({}},{v}})) da juncdo. Por dltimo, quando d, e
d, nao sao vazios, aplicamos duas operacoes flatmap aninhadas para gerar os valores

(k, ({z}, {y}})) da jungao. A definicao de fullOuterJoin é como segue:
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fullOuter Join :: Bag[k x a] = Bag[k x 8] = Bag[k x (Bag[a] x Bag|S])]
fullOuter Join(D,, D,) = flatmap(A(k, (d,, dy)).t2(k, dy, dy), t1(Dy, Dy))
t1(D, D) = cogroup(D,, D,)

to(k,dy, dy) = if d, # {} Nd, = {}} then t3(k,d,) else t4(k,d,,d,)

ta(k, dy) = ﬂatmap()\ﬂl? Tk, (Rl 1) 3 da)
ty(k,dy, dy) =if d, = {}} Ad, # {}} then t5(k,d,) else ts(k,d,,d,)

ts(k, d,) = flatmap(Ay {{ (&, ({}. {v}))}. dy)
te(k, dy, d,) = flatmap(A\x.t7(k, x,d,), d,)

)

tr(k, z,dy) = flatmap(hy { (k, ({«}, {v})) B, dy)

Para exemplificar a aplicacao de leftOuterJoin, rightOuterJoin e fullOuterJoin,
vamos considerar os mesmos conjuntos Dy = {{(ki,1), (k2,2), (ks3,3)(ks,4)}} € Dy =
{(k1,a), (k2,b),(ks,c), (ks,e)}} apresentados no exemplo da transformagao innerJoin.
Dessa forma, os resultados da aplicacao de leftOuterJoin, rightOuterJoin e fullOuterJoin

nesses dois conjuntos sao:

le ftOuter Join(Dy, Dy) = {{(k1, (1, {{a}})), (K2, (2, {0})), (ks (3, {c}), (Ka, (4, )}
rightOuterJoin(Dy, Dy) = {(k1, ({1}, a)), (k2, ({2}, 0)), (ks, ({3}, ), (s, ({3}, )}
fullOuterJoin(Dy, Dy) = §(ky, ({14, {la})), (k2 ({23, {0})), (ks, ({33, {ch)),
(ka, ({43, 1), (ks, (K3 Hel) B

Ordenacgao: transformam um conjunto de dados de um tipo que suporta a ordenacao
total < em um conjunto de dados ordenado, que na Algebra de Monoides é representado
através de listas (List). As transformagoes de ordenagdo sdo definidas em termos da
operacao orderby da Algebra de Monoides, que transforma uma colecio Bag|k x a] em
uma lista List[k X a] ordenada pela chave do tipo x que suporta a ordem total <. Também
vamos considerar a func¢ao inv, que inverte a ordem total de um elemento de < para >.
Além disso, na Algebra de Monoides a operacdo flatmap preserva a ordem de elementos

em uma lista, enquanto as operacoes groupby e cogroup nao.

Dessa forma, definimos duas transformacoes de ordenacao, a transformagao or-
derBy, que ordena um conjunto de dados Bag[a] em que o tipo a suporta ordem total
<, e a transformagao orderByKey, que ordena um conjunto de dados do tipo chave/valor
Baglk x o] em que o tipo k suporta a ordem total <. Em ambas as transformagoes, é pos-
sivel indicar se a ordenacgao é feita de maneira ascendente (<), que é a ordenagao padrao,
ou descendente (>), a partir de um valor 16gico que indica se a ordenagdo vai ser des-

cendente. Para definir orderBy, primeiro verificamos se a ordenacao vai ser descendente



Capitulo 6. Um Modelo Geral para Programas de Processamento de Big Data 115

ou ascendente através de uma expressao condicional (if-then-else). Caso a ordenagao
seja descendente, fazemos um mapeamento em D para transforméa-lo em um conjunto de
chave/valor em que a chave é a aplicacdo de inv no elemento, para fazer a ordenagao
ser descendente, e o valor é o préprio elemento. A transformacdo do conjunto em um
conjunto chave/valor é necessaria porque orderby opera sobre conjuntos de chave/valor.
No caso em que a ordenagao é ascendente, é necessario apenas fazer um mapeamento
para transformar D em chave/valor em que a chave e o valor sdo um mesmo elemento de
D. O resultado da expressao condicional, que é um conjunto do tipo Bag[a x ], é entao
aplicado na operagdo orderby, que resulta em uma lista do tipo List[aw X a] ordenada
pela chave. Por ultimo, fazemos um mapeamento na lista para ela deixar de ser do tipo
chave/valor e conter apenas as chaves do tipo a;, como no conjunto inicial. Como a ope-
racao flatmap mantem a ordem de uma lista, a lista resultante é ordenada também. A

definicao de orderBy segue abaixo:

order By :: boolean — Bag|a] — List[a]
order By(desc, D) = flatmap(A(k, v).[k|, orderby (¢, (desc, D)))
t1(desc, D) = if desc then ty(D) else t3(D)
to(D) = flatmap(A\x.{ (inv(z),z)}}, D)
ts(D) = flatmap(\z.{ (2, 2)}, D)

A definicao da transformacao orderByKey é semelhante a orderBy. Entretanto,
uma vez que orderByKey opera sobre um conjunto do tipo chave/valor, ndo é necessério
fazer os mapeamentos que sao feitos em orderBy para transformar o conjunto de entrada
em chave/valor. O unico mapeamento que é feito ocorre quando a ordenagao é feita de
forma descendente, de modo que é necessario fazer um mapeamento para aplicar inv
nas chaves do tipo x para trocar a ordem total para >. Dessa forma, a transformacao

orderByKey é definida como segue:

order ByKey :: boolean — Bag|k X a| — List|k X a]
order ByKey(desc, D) = orderby (t;(desc, D))
t1(desc, D) = if desc then ty(D) else D

to(D) = flatmap(A(k, x).{ (inv(k),z)}}, D)

Para exemplificar as transformacdes de ordenagao, vamos considerar o conjunto
Dy = {1,3,2,5,4}} e o conjunto Dy = {(1,a),(3,¢), (2,a),(5,¢),(4,d)}}. Entado, a apli-

cagao de orderBy e orderByKey nesses conjuntos seria:
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orderBy(false, D)
order By(true, D)
)

)

1,2,3,4,5]
5,4,3,2,1]
1,a),(2,0),(3,¢), (4,d), (5, ¢€)]
5,€),(4,d), (3,¢),(2,0), (1, a)]

order ByKey(false, Dy
order ByKey(true, Dy

1,
[
[(
[(

Dentre as transformacoes especificadas aqui, as transformacoes de mapeamento e
filtragem, além da transformacao union nas transformagoes de conjuntos, sdo considera-
das transformacoes lineares uma vez que sao definidas apenas em termos de flatmap ou W,
que também nao demanda uma reorganizacao. Todas as outras transformagoes sao consi-
deradas transformagoes shuffle. Com as transformacoes definidas aqui, estamos cobrindo
os principais tipos de operagoes que sao encontradas nos sistemas de processamento de
Big Data estudados, como as operagoes existentes no Apache Spark, FlumeJava/Apache
Beam, DryadLINQ e Nephele/PACTs.

6.3 Exemplo

Para exemplificar nosso modelo, vamos considerar a aplicacdo de contagem de
frequéncia de palavras em um conjunto de dados que foi apresentada em cada um dos
sistemas apresentados. No nosso modelo, as fungoes passadas como pardmetro para as
transformacoes representam as operagoes sobre dados que sao definidas pelo desenvolve-
dor. A forma em que essas funcoes sao definidas dependem da linguagem de programagcao
e do sistema utilizados, podendo seguir um estilo sequencial, como nos exemplos do Ma-
pReduce, Nephele/PACTs e FlumeJava/Apache Beam, ou um estilo funcional, como nos
exemplos do DryadLINQ e Apache Spark. No nosso exemplo, as fun¢oes passadas para

as transformagoes estao seguindo um estilo funcional por questao de simplicidade.

A aplicagdo de contagem de palavras seguiu, de maneira geral, a mesma légica
de implementacao em todos os exemplos apresentados. Vamos considerar um conjunto
de dados inicial (d;) que possui os dados de texto que terdo suas palavras contadas. O
primeiro passo da aplicagao consiste em separar cada texto em palavras individuais. Para
isso, vamos utilizar a transformagao flatMap (t;) passando como pardmetro uma fungao
que recebe um texto e o separa em palavras (f;). Utilizamos a transformagao flatMap
porque para cada texto no conjunto serda gerado uma cole¢ao de palavras e as colec¢oes
geradas sao unificadas em um tnico conjunto de dados (dz). O passo seguinte, consiste
em transformar as palavras em uma tupla chave/valor, em que a chave consiste na prépria
palavra e o valor o nimero inteiro 1. Para isso, faremos uso da transformagao map (t2)
passando uma func¢ao que recebe uma palavra e retorna a tupla contendo a palavra e o
nimero 1 (f;). Essa transformacao gera um conjunto de dados (d3) contendo o mesmo

numero de elementos que o conjunto anterior. O ultimo passo da aplicagdo consiste em
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agrupar os elementos do conjunto pela chave (palavra) e somar os valores agrupados, que
resultam na quantidade de vezes em que cada palavra aparece no conjunto de dados.
Diferentes transformacgoes do nosso modelo podem ser utilizadas para a definicao desse
ultimo passo da aplicacao, no nosso exemplo vamos utilizar a transformagao aggregateBy-
Key (t3), que agrupa os valores por chave e aplica uma fungdo associativa nos valores. A
fungao passada para aggregate ByKey soma os valores agrupados (f3) e o resultado final é
um conjunto de dados chave/valor em que a chave é a palavra e o valor a sua frequéncia

(dy). A defini¢ao da aplicacao de contagem de palavra P no nosso modelo é como segue:
P=(DUT,E)
O conjunto D representa os conjuntos de dados da aplicagdo e os conjuntos R

e C' sao subconjuntos de D que representam os conjuntos de dados de entrada e saida,

respectivamente, da aplicacao:

D - {dh d2a dg, d4}

R ={d}
C = {dd}
d; = texts
dy = words
d3 = pairs

d4 = counts

O conjunto T representa as transformacoes aplicadas na aplicacao e os conjuntos
L e S sao subconjuntos de T' que representam, respectivamente, transformacoes lineares

e shuffie:

T = {t1,ts,t3}

L = {t1,t2}

S ={ts}

t1 = flatMap(f1)
to = map( f)

ty = aggregate ByKey(f3)

As funcgoes passadas como parametro para as transformacgoes em 7' sdo as seguin-

tes:
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f1 = line => line.split()
fo = word => (word, 1)
f3:(a7b) :>a+b

Por ultimo, o conjunto E representa as arestas que ligam os conjuntos de dados

e transformacoes da aplicacao:

E= {(dla tl)a (tlv d2)7 (d27 t2)a (t27 d3>7 (d37 t3)7 (t3> d4>}
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7 Projetando Operadores de Mutacao para

Programas de Processamento de Big Data

Este capitulo apresenta um conjunto de operadores de mutagao para programas de
processamento de Big Data. Esses operadores foram projetados com base em duas fontes
principais. A primeira é o modelo de generalizacao para programas de processamento
de Big Data apresentado no Capitulo 6, que define uma estrutura de fluxo de dados e
operagoes comuns para sistemas do tipo. A segunda fonte é a taxonomia de defeitos
funcionais para Apache Spark apresentada no Capitulo 5, que apresenta defeitos comuns
que podem aparecer no contexto de Apache Spark e que consideramos que podem ser

generalizadas para sistemas de processamento de Big Data no geral.

Este capitulo estd organizado da seguinte forma: na Secao 7.1 é apresentada uma
classificacao para os operadores de mutacao propostos nesse trabalho. Na Secao 7.2 sao
apresentados os operadores de mutacao para fluxo de dados. Na Secao 7.3 sdo apresen-
tados os operadores de mutagao para transformacoes especificas. A Secao 7.4 finaliza o
capitulo com discussoes sobre como os operadores de mutagao propostos sao relacionados
com os defeitos apresentados na taxonomia de defeitos funcionais de Apache Spark e com

outros tipos de operadores de mutacao existentes na literatura.

7.1 Classificacao dos Operadores de Mutacao

Os operadores de mutagao foram definidos em termos do modelo de generalizagao
apresentado. Uma vez que o modelo é definido através de dois formalismos, um para
o fluxo de dados e outro para as transformacoes, dividimos os operadores de mutacao
também em dois grupos, os operadores de mutacao para o fluxo de dados e os operadores

de mutagdo para transformacoes.

Os operadores de mutacao para fluxo de dados definem modificacbes em um
programa P a partir de alteragoes no seu fluxo de dados, que é definido através do
conjunto de arestas F, que define como os conjuntos de dados em D sdo relacionados
com as transformacoes em 7. Dessa forma, mutagoes em P sao definidas, geralmente, a
partir de reorganizacao ou mudancas das arestas em FE, assim como inclusao ou exclusao
de transformacoes em 7. Para esse grupo, foram definidos seis operadores de mutagao
que modelam defeitos relacionados ao fluxo de dados: UTS, BTS, UTR, BTR, UTD e
UTL

O segundo grupo de operadores de mutacao tratam sobre modificagoes em trans-
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formagoes, que sao as operagoes sobre conjuntos de dados definidas no modelo. Esses
operadores modelam defeitos em transformacoes especificas, podendo definir a mudanca
de uma transformacao por outra, modificacoes em seus pardmetros assim como a sua
inclusao ou exclusdo de um programa. Para esse grupo, foram definidos 11 operadores
de mutacao. Os operadores de mutacao de transformacoes definidos sao: MTR, FTD,
NFETP, STR, DTD, DTI, IPOAF, ATR, JTR, OTI e OTD. Os operadores de mutacao

sao apresentados em detalhes nas secoes a seguir.

7.2 Operadores de Mutacado de Fluxo de Dados

Para a definicao dos operadores de mutacgao de fluxo de dados, vamos considerar
«, 3 e v como possiveis tipos de conjuntos de dados em D. Dessa forma, vamos denominar
T, como um subconjunto de 7" que contem transformacgoes unarias que possuem conjuntos
de dados de entrada e saida de um mesmo tipo «, 7,3 como um subconjunto de 7' que
contem as transformagoes unarias que possuem conjuntos de dados de entrada do tipo «
e conjuntos de dados de saida do tipo 3, e T,,3, como um subconjunto de 7" que contem
as transformacgoes binarias que recebem um conjunto do tipo o como primeiro conjunto
de dados de entrada, um conjunto do tipo S como segundo conjunto de dados de entrada

e produzem como saida um conjunto de dados do tipo 7:

T, = {t € T|input__type;(t) = a A output__type(t) = o}
Top = {t € T|input_type;(t) = a A output_type(t) = [}
Topy = {t € T|input_type;(t) = a A input_types(t) = B A output type(t) = v}

UTS - Troca de Transformacgoes Undrias (Unary Transformations Swap): se
em T, existem duas transformacoes unarias t; e ty diferentes (|T,g| > 1A3tq, 1y € Top.th #
ty), este operador gera um mutante ao trocar as ocorréncias de t; por ty e de ty por ¢y,
simultaneamente, em E. Por exemplo, considere os pares (di,t1) € E e (t1,ds) € E, em
que d; e do representam os conjuntos de entrada e saida de t;, este operador de mutacao
ird gerar um mutante em que esses pares sao substituidos por (dy, t2) e (t2, d3), assim como
os pares (ds, ts) € E e (t2,ds4) € E, em que d3 e dy representam os conjuntos de entrada
e saida de ty, que sao substituidos por (ds,t1) e (t1,ds) simultaneamente. Este operador
gera um mutante para cada combinacao possivel de duas transformacoes diferentes em
T,.s. Dessa forma, se existirem trés transformacoes t1, ty e t3 diferentes em T'af3, serd

gerado um mutante para os pares t; e to, t1 € i3, e 5 e t3.

BTS - Troca de Transformagées Bindrias (Binary Transformations Swap):
a defini¢ao deste operador de mutagao leva em conta as transformacoes binarias em Tyg..

Se em T, existem duas transformagoes bindrias ¢; e ¢, diferentes (|Thgy| > 1 A Jt1,t2 €
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Topy-t1 # ta), este operador gera um mutante ao trocar as ocorréncias de ¢; e de to simul-
taneamente em FE. Neste operador, consideramos que a ordem dos conjuntos de dados
de entrada em cada transformacao é mantida com a mutacao. Por exemplo, considere
(dy1,t1) € E, (da1,t1) € E e (t1,d31) € E, em que dy1, do; e d3; representam, respectiva-
mente, o primeiro conjunto de dados de entrada, o segundo conjunto de dados de entrada
e o conjunto de dados de saida de t;, o operador ird gerar um mutante em que esses
pares sao substituidos por (dy1,t2), (da1,t2) € (to, d31), assim como os pares (dis,t2) € E,
(dog,ta) € E e (ta,d3s) € E, em que djo, dys € d3p Tepresentam, respectivamente, o pri-
meiro conjunto de dados de entrada, o segundo conjunto de dados de entrada e o conjunto
de dados de saida de to, serao substituidos por (dy2,t1), (da2, t1) € (t1, ds2) de forma simul-
tanea. Assim como no operador de troca de transformagoes unarias, para cada possivel

combinagao de duas transformagoes em 7,3, ¢ gerado um mutante diferente.

UTR - Substituicio de Transformagdo Undria (Unary Transformations Re-
placement): considerando uma transformacao t; € Top e |T,p| > 1, as ocorréncias de
t1 em E sao substituidas por cada uma das outras transformacoes em 7,3 diferentes de
t1 ({ta € Tuplt1 # t2}). Por exemplo, considere as transformagoes t1, to e t3 diferentes
pertencentes a T,g e os pares (dy,t1) e (t1,d2) pertencentes a E. Entao, este operador ird
gerar um mutante em que os pares (dy,t1) e (t1,d2) sao substituidos por (dy,t3) e (t2,ds)
e outro em que serao substituidos por (dy,t3) e (t3,dy). Diferentemente do operador de
troca de transformagoes unarias, nesse operador as modificacoes sdo feitas apenas nas
ocorréncias de uma transformacao t especifica, de forma que as ocorréncias das demais

transformacoes continuam iguais.

BTR - Substituicio de Transformacgao Bindria (Binary Transformations
Replacement): considerando uma transformacao binaria t; € Thg, e [Tugy| > 1, as
ocorréncias de ¢; em £ sao substituidas por cada uma das outras transformagoes em Tyg.
diferentes de t; ({t2 € Tup,|t1 # t2}). Por exemplo, considere as transformagoes t1, to
e t3 diferentes pertencentes a Ty, € 0os pares (diq,t1), (di2,t1) e (t1,d21) pertencentes a
E. Entao, serd gerado um mutante em que esses pares serao substituidos por (diq,ts),

(dy2,t2) € (t2,do1) € outro em que serdo substituidos por (di1,t3), (di2,t3) € (t3,dar).

UTD - Remocgdo de Transformacio Undria (Unary Transformation Dele-
tion): considerando uma transformagao t € T, este operador remove as ocorréncias de t
em F ao retirar os pares que contém ¢ e ao criar um novo par que liga o conjunto que era
entrada pata t com as transformacgoes que recebiam como entrada o conjunto de saida de
t. Por exemplo, considerando uma transformacao t; € T, e que em E existem os pares
(dy,t1), (t1,ds) e (da,ts), o operador ird gerar um mutante em que esses trés pares sao
removidos e substituidos por (dy, t3), de forma que a transformagao t; deixa de existir no

fluxo de dados.
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UTI - Inser¢io de Transformacgao Undria (Unary Transformation Inser-
tion): para este operador de mutacdo, vamos considerar uma transformagao arbitraria
o que possui conjuntos de entrada e saida de um mesmo tipo a (input_type 1(t,) =
a A output__type(t,) = a) e que nao faz parte das transformacoes em 7' (¢, ¢ T)). Para
cada transformagao ¢t € T' que possui um conjunto de dados de entrada também de um
mesmo tipo a (input_type;(t) = a), sdo criadas ocorréncias de t, em E que antecedem ¢
ao receber conjunto de dados de entrada d de ¢ como entrada e gerar um novo conjunto de
dados d,, como saida que se torna o novo conjunto de dados de entrada de t. Por exemplo,
se existe o par (d,t) € E, o operador ird gerar um mutante em que este par é removido e
sao criados os novos pares (d,t,), (ta,ds) € (da,t), em que d, é o conjunto resultante da

aplicacao de t, em d.

Este operador de mutacao também pode ser definido para a aplicacdo de t,
posterior a uma transformacao t que gera como saida um conjunto de dados do tipo «
(output_type(t) = a), de modo que todos os pares que recebiam o conjunto d resultante
de t sao substituidos por pares que recebem d,, que é o resultado da aplicagao de t,
em d. Por exemplo, considerando as transformagoes t; € T e ty € T, de modo que
output__type(ty) = input__type;(ta) = «, e os pares (t1,d;) € E e (dy,t3) € E, a aplicagao
deste operador em t; ird gerar um mutante em que este ultimo par é removido e sao
criados os pares (di,tq), (ta,da) € (dy,t2). Uma transformacao t, pode ser definida para
um programa P especifico ou para um tipo de conjunto de dados « especifico com o
objetivo de testar certas propriedades a critério do engenheiro de testes. A aplicacao
de t, de maneira anterior ou posterior a uma transformacao ¢t também fica a critério do
engenheiro de testes, podendo optar por apenas uma ou ambas. Na secdo seguinte, é

sugerido um tipo de transformacao que pode ser aplicada como t,.

7.3 Operadores de Mutacdo para Transformacdes

Para a definicdo dos operadores de mutacgao para transformagoes especificas, va-
mos considerar uma transformacao especial, denominada transformacao identidade, do
tipo Bag[a| — Bag[a] que recebe um conjunto de dados d do tipo Bag|a] como entrada

e retorna o préprio conjunto d como saida (identity(d) = d).

MTR - Substituicao de Transformagdo de Mapeamento (Mapping Transfor-
mation Replacement): este operador substitui cada aplicagdo de uma transformacao
de mapeamento (flatMap e map) existente em T que recebe uma fungao de mapeamento
f do tipo a — 5 ou a — Bagl|f] por uma transformagao de mapeamento que recebe
uma funcao de mapeamento arbitréria f,s do mesmo tipo de f. Uma funcao f,3 pode
ser definida para uma transformacao especifica ou para um tipo especifico a critério do

engenheiro de testes. Possiveis funcoes f,3 para aplicar sao funcoes que geram valores
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contantes ou padroes do tipo adequado, além de valores incomuns para um tipo especifico,

por exemplo.

Essa abordagem permite, por exemplo, a aplica¢do de um segundo tipo de critério
de teste, como os critérios de andlise do valor limite e classes de equivaléncia (AMMANN;
OFFUTT, 2017). Nesses critérios, os dominios de entrada ou saida de um programa ou
funcao sao divididos em diferentes categorias, chamadas classes de equivaléncia. Essas
classes de equivaléncia representam valores validos ou invalidos dentro do dominio, assim
como valores incomuns ou que exploram limites, como um valor maximo ou minimo aceito
para um tipo especifico, por exemplo. A partir dessas classes, testes sao criados de modo
a executar o programa ou funcao com valores representantes de cada uma das classes.
Baseado nesses critérios, propomos alguns mapeamentos padroes para tipos comuns de
modo a explorar diferentes classes de equivaléncia no dominio desses tipos, como os tipos
numéricos (Integer, Float, Double e Long), légicos (Boolean), textos (String) e tipos de
colegoes (Collection, Array e List). Esses tipos de dados estdo presentes em todas as
linguagens de programacao utilizadas nos sistemas de processamento de Big Data apre-
sentados neste trabalho, dessa forma é possivel propor mapeamentos que seriam aplicaveis
a todos. A Tabela 7.1 apresenta os possiveis mapeamentos, consideramos que o valor x

representa a saida da funcao f aplicada no mapeamento.

Tabela 7.1 — Mapeamentos padrdes para tipos de dados comuns.

Tipo Mapeamentos
Numéricos 0,1, MAX,MIN, —x
Légicos true, false, ~x
Textos o
Colegoes | x.head, x.tail, x.reverse, colecao vazia

Por exemplo, considere que em T existe a transformacao t; = map(f, D) em que
f=(z:Int) =>2z+1, ou seja, f mapeia um nimero z para o seu sucessor. Ao aplicar
este operador de mutacao seguindo os mapeamentos sugeridos na Tabela 7.1, seriam
criados mutantes em que a fungao f seria alterada para fungoes que geram os valores 0, 1,
MIN_INT (valor inteiro minimo), MAX INT (valor inteiro méximo) e —(x + 1). Os
mapeamentos propostos na Tabela 7.1 sdo aplicaveis apenas quando a func¢ao f mapeia
um valor para um dos tipos citados. Dessa forma, quando o mapeamento é feito para
algum tipo de dado diferente, a funcao de mapeamento a ser aplicada precisa ser definida
pelo engenheiro de testes. Dada a importancia de dados do tipo chave/valor, também
sugerimos a aplicagdo desses mapeamentos para os valores da chave e/ou valor quando

estes forem dos tipos citados.

FTD - Remocgdo de Transformacgdo de Filtragem (Filter Transformation De-
letion): remover cada aplicacao da transformagao filter existente em T. Este operador

de mutacao é um caso especifico do operador de mutacao UTD para fluxo de dados. Dessa
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forma, a remocao de uma transformacao de filtragem também implica em modifica¢oes

no fluxo.

NFTP - Negagio do Predicado de Transformacdao de Filtragem (Negation
of Filter Transformation Predicate): este operador substitui cada aplicagdo da
transformacao filter existente em T que recebe uma func¢ao de predicado p do tipo @ —
boolean por uma transformacao filter que recebe uma funcao que nega o resultado de p
(=p(x)). Por exemplo, considerando que em T existe a transformagao t; = filter(x =>

x > 1), este operador ird gerar o mutante t; = filter(x =>!(z > 1)).

STR - Substituicio de Transformacao de Conjuntos (Set Transformation
Replacement): substitua cada ocorréncia de uma transformagio de conjuntos (union,
intersection e subtract) em T por cada uma das outras transformacoes de conjuntos.
Além disso, substitua cada ocorréncia de uma transformacao de conjuntos em T pelos
operadores de mutagao especiais leftDataset, rightDataset e swapDatasets. Considerando
uma transformacao binaria ¢ que recebe dois conjuntos de dados d; e ds, nesta ordem, de
um mesmo tipo a como entrada e retorna um conjunto de dados dz também do tipo «
como saida (que é o caso das transformagoes union, intersection e subtract), a aplicagao do
operador de mutacao leftDataset em t gera a transformacao identidade de dy, a aplicacao
do operador de mutacao rightDataset em t gera a transformacao identidade de ds, e a
aplicagao do operador de mutacao swapDatasets gera a mesma transformagao ¢ mas com
a ordem dos conjuntos d; e dy invertida. Por exemplo, considerando que em 7' existe a

transformagao t; = union(d,, dy), este operador de mutagao ird gerar os mutantes:

t1 = intersection(dy, ds)
t1 = subtract(dy, ds)

t1 = identity(d;)

t1 = identity(ds)

t1 = union(dy, dy)

DTD - Remogido de Transformagao Distinct (Distinct Transformation Dele-
tion): remover cada aplicagdo da transformacao distinct existente em T'. Este operador
de mutacao também é um caso especifico do operador de mutacao UTD para fluxo de
dados.

DTI - Inser¢ao de Transformacgdao Distinct (Distinct Transformation Inser-
tion): inserir uma aplicagdo da transformacio distinct antes/ap6s a chamada de cada
uma das transformacgoes unarias em 7. A transformacao distinct é uma transformacao

especifica que se aplica ao operador de mutagao UTI para fluxo de dados. Dessa forma,
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inserir a transformacao distinct em um programa P implica em modifica¢gdes no fluxo em

E.

IPOAF - Inversdo da Ordem dos Pardmetros da Fungdo de Agregagio (In-
vertion of the Parameters Order of Aggregation Function): este operador subs-
titui cada aplicagdo de uma transformacao de agregacgao (aggregate e aggregateByKey)
existente em 7T, que recebe uma fungao de agregacao f do tipo @ — a — «, por
uma transformagdo de agregagdo que recebe uma funcao f; do mesmo tipo, de modo
que fy faz a aplicagdo de f passando os parametros de entrada com a ordem inver-
tida. Por exemplo, considerando que em T existe a transformacado t; = aggregate(f, D)
em que f = (a : String,b : String) => a + b, este operador ird gerar o mutante

t1 = aggregate(fy, D) em que fo = (a: String, b : String) => f(b,a).

ATR - Substituicio da Transformacgao de Agregacio (Aggregation Transfor-
mation Replacement): este operador substitui cada aplicagdo de uma transformacao
de agregacao (aggregate e aggregate ByKey) existente em T', que recebe uma fungao de agre-
gacao f do tipo @« — a — «, por uma transformacao de agregacao que recebe uma funcao
arbitraria f, do mesmo tipo. Uma funcao f, pode ser definida para uma transformacao
especifica ou para um tipo especifico a critério do engenheiro de testes. Possiveis fungoes
fo para aplicar sao, por exemplo, funcoes de agregacao comuns para tipos numéricos,
como as fung¢odes de méaximo, minimo e soma, e func¢odes de concatenagao de colegoes e tex-
tos. Por exemplo, considere que em T existe a transformacao t; = aggregate(f, D) em que
f é do tipo Int — Int — Int, este operador iria gerar o mutante t; = aggregate(fo, D)

em que f, poderia ser, entre outras, uma das seguintes fungoes:

= (a: Int,b: Int) => if a > b then a else b

= (a:Int,b: Int) => if a <b then a else b
first = (a: Int,b: Int) => a

(a:Int,b: Int)

( )

a:Int,b: Int

JTR - Substituicio de Transformacgdo de Jungdo (Join Transformation Re-
placement): substitua cada ocorréncia de uma transformacdo de jungao (innerJoin,
leftOuterJoin, rightOuterJoin e fullOuterJoin) existente em T por cada uma das outras
transformacoes de jungdo. Por exemplo, considere que em 7T existe a transformacgao

t1 = fullOuterJoin(dy,ds), este operador de mutagio ird gerar os seguintes mutantes:



Capitulo 7. Projetando Operadores de Mutagao para Programas de Processamento de Big Data 126

t1 = innerJoin(dy, ds)
t1 = leftOuterJoin(dy, ds)
t, = rightOuter Join(dy, ds)

OTI - Inversao de Transformacdo de Ordenagdo (Order Transformation
Invertion): substitua cada transformacao de ordenagao (orderBy e orderByKey) exis-
tente em 7' por uma transformacdo de ordenacdo com a ordem invertida (ascendente
ou descendente). Por exemplo, considerando que em T existe a transformagao t; =
order ByKey(true, D) que ordena o conjunto D em ordem descendente, o operador de

mutagao ird gerar o mutante ¢; = order ByKey(false, D).

OTD - Remocgdao de Transformagiao de Ordenacgdao (Order Transformation
Deletion): remover cada aplicagdo de uma transformacao de ordenagao (orderBy e or-
derByKey) existente em 7. Este operador de mutagao também é um caso especifico para

o operador de mutacao UTD para fluxo de dados.

7.4 Discussoes

Os operadores de mutacgao apresentados foram definidos com o intuito de refletir
defeitos que podem ocorrer durante o desenvolvimento de programas de processamento de
Big Data. Para essa defini¢do, tomamos como base a taxonomia de defeitos funcionais de
Apache Spark, a estrutura de programas de processamento de Big Data definida através
do nosso modelo de generalizacao e a inspiracao em operadores de mutacao classicos que

consideramos que poderiam ser aplicados nesse contexto.

Os operadores de mutacgao para fluxo de dados estao relacionados com o primeiro
grupo (F1) e primeiro defeito deste grupo (F1.1) da taxonomia de defeitos funcionais.
Este defeito trata da aplicacao de transformacoes em uma ordem incorreta na aplicacio,
representando um defeito no fluxo de dados. Dessa forma, os operadores UTS, BTS,
UTR e BTR foram definidos de modo a simular defeitos na sequéncia de transformagoes
aplicadas em um programa através de modificagoes no seu fluxo de dados. Os operadores
de mutacao UTD e UTI foram definidos para representar interferéncias gerais no fluxo
de dados de um programa a partir da exclusdao ou inclusao de uma transformacao no
programa. Operadores de mutagao de inclusao e exclusao de operacoes e declaracoes sao
classicos em teste de mutagao, podendo ser encontrados em diferentes trabalhos como
(RICHARD et al., 1989), (DELAMARO; MALDONADO; MATHUR, 2001), (MA et
al., 2002), (DELAMARO; OFFUTT; AMMANN, 2014) e (FERRARI; MALDONADO;
RASHID, 2008).
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Os operadores de mutacao para transformacoes sao relacionadas com os defeitos
em transformagoes (F1) e agoes (F2) de Spark. O operador MTR esta relacionado ao
defeitos do grupo F1.3 que tratam sobre defeitos em transformacoes de mapeamento de
Spark. Esses defeitos descrevem uma defini¢do incorreta das transformacgoes de mapea-
mento. Esse defeito pode ser simulado a partir de modifica¢des na funcao de mapeamento
passadas como parametros para a transformacao. Propomos algumas modificagoes que
podem ser aplicadas nos casos em que o mapeamento é feito para alguns tipos de dados
comuns que estao presentes nas linguagens de programagcao utilizadas pelos sistemas apre-
sentados no Capitulo 3. Essas modificagoes foram inspiradas em operadores de mutacao
para substituicao de valores constantes e variaveis em um programa, como os operadores
apresentados em (RICHARD et al., 1989). Os critérios de teste de andlise do valor limite
e classes de equivaléncia (AMMANN; OFFUTT, 2017) também serviram de inspirac¢ao

para a definicdo das constantes aplicadas nessas mutagoes.

Os operadores de mutacao FTD e NFTP estao relacionados com o grupo F1.4
da taxonomia, que aborda defeitos em transformacoes de filtragem. O operador FTD
é um caso especifico para a operador UTD e simula um defeito de auséncia de uma
transformacao de filtragem, assim como um defeito na sua fun¢ao de predicado quando
esta for definida como uma tautologia, ou seja, seu resultado ¢ sempre verdadeiro para
qualquer valor, o que implica que nenhum elemento esta sendo retirado do conjunto na
filtragem. O operador NFTP simula um defeito na funcao de predicado ao fazer uma
negacao do seu resultado, o que implica na remocao dos elementos que satisfazem o
predicado ao invés do contrario. Esse tipo de operador de negagao logica também é
classico em teste de mutagao, podendo ser encontrado em (AMMANN; OFFUTT, 2017)
e (RICHARD et al., 1989).

Os operadores de mutagao STR, DTD e DTI estao relacionados com os defei-
tos de transformacgoes de conjuntos (F1.2). O operador STR simula a aplicagdo de uma
transformacao de conjuntos incorreta como descrita no defeito F1.2.2. Ja os operadores
DTD e DTI estao relacionados com o defeito F'1.2.1 que aborda o problema de elementos
duplicados em transformacoes de conjuntos do Apache Spark. Uma vez que essas trans-
formacgoes nao possuem o comportamento de operagoes de conjuntos matematicos, se faz
necessario chamar a transformacao distinct para retirar elementos repetidos quando essa
propriedade é esperada. Dessa forma, a inclusao ou exclusao da transformagao distinct

simula defeitos desse tipo.

Defeitos relacionados com transformagoes e agoes de agregacao (grupos F1.5 e
F2.2) foram representados através dos operadores de mutagao IPOAF e ATR. Os defeitos
F1.5.1 e F2.2.1 falam sobre a defini¢cao de agregacoes nao-associativas e nao-comutativas.
Essas propriedades sao importantes em um ambiente de programacao distribuida porque

definem se o resultado da agregagdo vai ser deterministico ou ndo (CHEN et al., 2017).
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Procuramos simular este defeito com o operador IPOAF, que realiza uma permutacao
entre os parametros da funcao de agregacao passada para a transformacao. Dessa forma,
quando esta fungao for nao-associativa, o resultado da transformacao sera diferente. Este
operador gera um mutante equivalente nos casos em que a fungao de agregacao for asso-
ciativa. O defeito de agregacao nao-comutativa nao foi representado em um operador de
mutacao porque a sua verificagdo ¢ dependente do sistema de processamento que executa
o programa, dessa forma nao teriamos como simular esse defeito com uma modificacao
apenas na transformacgao. O operador ATR trata do defeito de definicao incorreta de uma
agregacao. Assim como fizemos no operador MTR para transformagoes de mapeamento,
noés propomos substitui¢coes da funcao de agregacao por agregacoes comuns para certos

tipos de dados.

O operador de mutagao JTR é relacionado com o grupo F1.7 da taxonomia de
defeitos que trata de defeitos em transformagoes de jungao. Este operador representa a
escolha incorreta de um tipo de junc¢do ao substituir uma transformacao de jun¢ao por
jungoes de outros tipos. Por tltimo, os operadores de mutacao OTI e OTD sao relaciona-
dos com os defeitos do grupo F1.6 da taxonomia. Esses defeitos estao relacionados com
operacoes de ordenacao. Dessa forma, definimos um operador que inverte a ordenacao

(OTI) e um operador que remove a transformagao de ordenagao (OTD).

Os operadores de mutacao propostos abordam os principais defeitos definidos na
taxonomia de defeitos funcionais de Apache Spark. Além disso, os operadores exploram
as caracteristicas e operagoes de programas de processamento de Big Data que foram
representadas no modelo de generalizagao. Isto permite que, mesmo que tenha sidos defi-
nido com base em um estudo sobre Apache Spark, os operadores possam ser aplicados no
teste de mutagao de programas no DryadLINQ, PACTs e FlumeJava/Apache Beam, que
também podem ser representados através do nosso modelo. Com base nisso, consideramos
que esses operadores de mutacao formam uma base para o teste de mutagao de programas

de processamento de Big Data.
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8 Consideracoes Finais e Préoximas Ativida-

des

Nesta proposta de tese de doutorado visamos desenvolver uma abordagem para
a aplicacao de teste de mutacao em programas de processamento de Big Data. Pesquisas
na area de teste para programas de Big Data vem ganhando espago nos ultimos anos.
Entretanto, os trabalhos existentes até o momento ainda nao atingiram um bom nivel de
maturidade, uma vez que ainda sao poucos os que aplicam técnicas e critérios sistematicos
de teste (CAMARGO; VERGILIO, 2013a) e muitos ainda carecem de valida¢ao (CSALL-
NER; FEGARAS; LI, 2011; MORAN; RIVA; TUYA, 2015). Além disso, as pesquisas na
area tem se concentrado majoritariamente no teste de aplicagdes no modelo MapReduce,
como mostrado em (MORAN; RIVA; TUYA, 2019), de modo que fica uma lacuna para
o teste sistematico de programas em outros modelos e sistemas, como o Apache Spark,
Dryad e DryadLINQ, FlumeJava e Nephele/PACTs.

Nesse contexto, este trabalho procura preencher esta lacuna na area ao propor
uma abordagem de teste de mutagao geral para programas de processamento de Big Data.
Optamos pelo teste de mutagao devido ao fato deste ser considerado uma referéncia na
area de teste de software e ter a diversidade de poder ser aplicado como um critério de
cobertura para projetar casos de teste (AMMANN; OFFUTT, 2017) e como um critério de
qualidade na avaliagdo de testes e outros critérios e técnicas de teste (FRANKL; WEISS;
HU, 1997; OFFUTT et al., 1996; WALSH, 1985). Dessa forma, acreditamos que uma
abordagem de teste de mutacao focada em programas de processamento de Big Data ¢é

uma contribuicao relevante para a éarea.

O desenvolvimento deste trabalho seguiu uma ordem tradicional em trabalhos
sobre teste de mutagio (DELAMARO; OFFUTT; AMMANN, 2014). Iniciamos com
um estudo para caracterizar defeitos no contexto de programas de processamento de
Big Data. Escolhemos como alvo de investigacao o sistema Apache Spark. Esse estudo
resultou em duas taxonomias, uma taxonomia de problemas de desempenho de execugao
e uma taxonomia de defeitos funcionais para Apache Spark. Nosso passo seguinte foi
criar um modelo para representar programas de processamento de Big Data. Nosso ponto
de partida foi um levantamento sobre caracteristicas comuns em programas do tipo. A
partir desse modelo e da taxonomia de defeitos funcionais para Apache Spark, projetamos
operadores de mutacao para programas de processamento de Big Data. Os operadores de
mutacgao formam a base para a nossa abordagem de teste de mutacao. Entretanto, para
aplicar o teste de mutacao de forma viavel é essencial ter um suporte ferramental. Dessa

forma, os passos seguintes deste trabalho vao na direcao de automatizar a abordagem.
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Além disso, também precisamos fazer uma validagao da nossa abordagem ao aplica-la e

avalid-la em experimentos.

A seguir, sumarizamos as contribuigoes deste trabalho desenvolvidas até o mo-
mento. Em seguida, apresentamos as atividades que ainda serao realizadas para finalizar

esta tese de doutorado.

8.1 Contribuicdes

Abaixo listamos as contribui¢oes deste trabalho que foram desenvolvidas até o

momento:

e Taxonomia de Problemas Desempenho para Apache Spark: desenvolvemos uma ta-
xonomia que agrupa e caracteriza problemas que podem afetar o desempenho de
execucao de aplicagoes desenvolvidas com o Apache Spark. Os problemas descritos
podem ocorrer a nivel de configuracao do ambiente de cluster que ird executar a
aplicagdo ou em decisdes de desenvolvimento da aplicagdo. A taxonomia foi vali-
dada através de experimentos que mostraram a influéncia dos problemas descritos

no desempenho de execucao de aplicagoes;

e Taxonomia de Defeitos Funcionais para Apache Spark: desenvolvemos uma taxono-
mia que agrupa e caracteriza defeitos funcionais que podem ocorrer em aplicagoes
desenvolvidas com o Apache Spark. Os defeitos foram agrupados de acordo com
o tipo de operagao (transformacdo e agdo) ou recurso (acumuladores) de Apache
Spark. Os defeitos apresentados foram demonstrados através de exemplos em cédi-

gos de aplicagoes;

e Modelo de Generaliza¢ao para Programas de Processamento de Big Data: desenvol-
vemos um modelo para generalizar programas de processamento de Big Data. O

modelo foi baseado em caracteristicas comuns dos sistemas Apache Spark, Dryad e

DryadLINQ, FlumeJava e Apache Beam, e Nephele/PACTs;

e Operadores de Mutagdo para Programas de Processamento de Big Data: a partir
da taxonomia de defeitos funcionais para Apache Spark e do modelo de generaliza-
¢do, projetamos operadores de mutagao para programas de processamento de Big
Data. Os operadores foram projetados de modo a explorar a estrutura desse tipo de
programa, tomando como referéncia o modelo de generalizacao, e refletir possiveis
defeitos que podem ser encontrados em programas do tipo, tomando como referéncia
a taxonomia. Os operadores de mutagdo formam a base para uma abordagem de

teste de mutagao para programas de processamento de Big Data.
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8.2 Prdéximas Atividades

Os operadores de mutacao desenvolvidos neste trabalho ja possibilitam a apli-
cacao do teste de mutacao em programas de processamento de Big Data. Entretanto,
o teste de mutacao se torna impraticavel sem uma automatizacao dado o grande esforco
que é necessario para gerar e executar os mutantes (DELAMARO; MALDONADO; JINO,
2017). Dessa forma, nossas préximas atividades vao na diregdo de automatizar a abor-
dagem. Nosso foco inicial serd no desenvolvimento de uma ferramenta para o teste de
mutagao de programas desenvolvidos com o Apache Spark. Essa escolha se deve (i) a
experiéncia adquirida com Spark durante os estudos que resultaram nas taxonomias de
problemas de desempenho e defeitos funcionais, e (ii) a relevancia de Apache Spark, que
tem se configurado como um dos principais sistemas para processamento de Big Data.
Entretanto, pretendemos projetar a ferramenta para que esta seja adaptavel para outros

sistemas.

Além disso, os operadores de mutagao propostos neste trabalho ainda carecem
de validacao. Dessa forma, ainda se faz necessario por os operadores em pratica para
(i) ver a viabilidade e efetividade dos mesmos e (ii) realizar ajustes e melhorias a par-
tir de detalhes que s6 podem ser observados na pratica. Nesse sentido, acreditamos que
¢é necessario fazer uma primeira avaliacao antes do desenvolvimento de uma ferramenta
que automatize a abordagem, de forma que os primeiros ajustes possam ser feitos an-
tes do desenvolvimento. Para isso, pretendemos fazer uma busca e selecdo de projetos
que utilizam o Apache Spark e que contenham um conjunto de testes ja desenvolvidos
de modo a aplicar nossa abordagem em projetos reais, além de complementar com os
projetos desenvolvidos durante o nosso trabalho. Uma segunda avaliagdo sera feita apds
o desenvolvimento da ferramenta, de modo a testa-la na pratica e avaliar seu uso como
uma ferramenta de apoio para o teste de mutacao de programas de processamento de Big
Data.

Dessa forma, as préximas atividades desta pesquisa sao:

e Tarefa 1 — Avaliagdo dos operadores de mutagdo propostos: vamos fazer uma sele¢ao
de projetos que utilizam Apache Spark para fazer a aplicagdo dos nossos operadores
de mutacao. Nesta primeira avaliacao, a geragao e execucao dos mutantes sera feita

de forma manual;

o Tarefa 2 — Escrita de um artigo cientifico para apresentar os operadores de muta-
¢ao: com os resultados desta primeira avaliacao, além das outras contribuigoes ja
desenvolvidas, pretendemos escrever um artigo cientifico para fazer uma primeira

apresentacao da nossa abordagem de teste de mutacao;

o Tarefa 3 — Projeto da ferramenta que automatiza a abordagem: vamos fazer um
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levantamento dos principais requisitos que uma ferramenta para teste de mutacao
precisar ter. Para isso, vamos estudar como outras ferramentas de teste de muta-
cao foram desenvolvidas, sua arquitetura e funcionalidades. A partir desse estudo,

faremos o projeto de nossa ferramenta;

e Tarefa 4 — Desenvolvimento da ferramenta que automatiza a abordagem: com base

no projeto feito na tarefa anterior, faremos a implementacao da nossa ferramenta;

o Tarefa 5 — Fxperimentos finais e avaliagdo da ferramenta: com a ferramenta fina-
lizada, pretendemos realizar novos experimentos de modo a avaliar a abordagem
com um suporte ferramental. Também faremos uma avaliacao acerca da qualidade

e custos da nossa abordagem:;
o Turefa 6 — Escrita da tese de doutorado: vamos escrever a versao final da tese;

o Turefa 7 — FEscrita de um artigo cientifico para apresentar a ferramenta: preten-
demos escrever um artigo para apresentar a versao final da nossa abordagem e
ferramenta desenvolvida. A escrita desse artigo sera feita no intervalo de tempo de
um meés que existe entre a entrega da tese de doutorado para a banca avaliadora e

a defesa da tese.

Um cronograma estimado para essas atividades é apresentado na Figura 8.1.

2019 | 2020

Mai. [ Jun. | Jul. [Ago.]Set..[Out.|Nov. | Dez. | Jan. | Fev. [Mar.| Abr. [ Mai.
Defesa da proposta| <@
Tarefa 1 1

Tarefa 2 ]
Tarefa 3 [

Tarefa 4 . v |

Tarefa 5 1
Tarefa 6 l |

Defesa da tese <o
Tarefa 7

Figura 8.1 — Cronograma para as proximas atividades da pesquisa.
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